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Ivadas

Duomeny tyrimo ( kartais dar vadinamo duomeny kasyba ) tikslas - atskleisti objek-
tyviai egzistuojancius désningumus, sarySius bei vidine struktura didelése jvairios prigimties
duomeny aibése. Didzioji dalis kurso skirta tokiy désningumy paieskos metodams ir algo-
ritmams nagrinéti.

Negalima nubrézti labai aiskios ribos tarp duomeny tyrimo ir daugiamates statistikos. Todel
dalis Siame kurse nagrinéjamy temy, pavyzdziui, kai kurie klasifikavimo metodai, regresija,
klasterizacija lengviau bus suprantamos skaitytojams, jau susipazinusiems su pagrindinémis
algebros bei matematinés statistikos sgvokomis.

Visos kurso temos suskirstytos j penkis skyrius. Pirmajame skyriuje pateikiamos pa-
grindinés tikimybiy teorijos bei informacijos teorijos savokos ir rezultatai. Si skyriy gali
praleisti skaitytojai, kuriems zinomos sgvokos: atsitiktinis jvykis ir atsitiktinis dydis, saly-
giné tikimybe, atsitiktiniy dydziy pasiskirstymo funkcija, vidurkis, dispersija, koreliacija,
entropija, tarpusavio informacija. Antrajame skyriuje aptariamos duomeny rusys, galimos
ju transformacijos. Apzvelgiamos ir pavyzdziais iliustruojamos duomeny tyrimo uzdaviniy
klasés. 3 - 5 skyriuose nagrinéjami konkretus duomeny tyrimo uzdaviniy sprendimo metodai
ir algoritmai.

Praktiniuose uzsiémimuose patartina naudoti specializuota programine jrangg. Paminésime

tris programuy paketus.

SAS Enterprise Miner -
http://www.sas.com/technologies/analytics/datamining/miner/

SPSS Modeler -
http://www-01.ibm.com/software/analytics/spss/products/modeler/

Weka - http://www.cs.waikato.ac.nz/ml/weka/
Pirmieji du - mokami. Weka yra atviro Java kodo programy paketas, kurio aprasyma galima

rasti [10, 11| knygose.


http://www.sas.com/technologies/analytics/datamining/miner/
http://www-01.ibm.com/software/analytics/spss/products/modeler/
http://www.cs.waikato.ac.nz/ml/weka/

1 Pagrindinés tikimybiy teorijos ir informacijos teorijos

sgvokos

1.1 Tikimybeés. Atsitiktiniai dydziai ir jy skirstiniai
1.1.1 apibrézimas. Tegu Q yra baigtiné arba skaili aibé, P () visy jos poaibiy sistema,
P(w), w € Q , neneigiami skaiciai, tenkinantys sqlygq

> Pw)=1.

we
Tikimybe vadinsime funkcijg P : P(Q) — [0, 1] , kiekvienam A C Q apibréZiamg lygybe

P(A) =) P(w).
w€eA

Porg (2, P) vadinsime diskrecigja tikimybine erdve, o ) - elementariyjy juykiy aibe.

Diskrecioji tikimybiné erdvé vadinama baigtine, kai jos elementariyjy jvykiy aibés elementy
skaiGius |€2| yra baigtinis.

Jei eksperimentas yra nusakomas tikimybine erdve (€2, P) , tai aibés ) elementai w dar
vadinami jo elementariosiomis baigtimis. Tada bet kuri to eksperimento baigtis A, sudaryta
is elementariyjy baigéiy, vadinama atsitiktiniu juykiu tikimybinéje erdvéje (€2, P). Kitaip
sakant, atsitiktiniu jvykiu laikysime bet kurj aibés (2 poaibj. Kaip jprasta, butinajj ivyki
zymeésime (), negalimajj, t.y. neturintj palankiy elementariyjy baigciy, Zymeésime tuscios

aibés simboliu (), jvykiui A priesingg jvykj - A.

1.1.1 pavyzdys. (Klasikinis tikimybés apibrézimas.) Tai yra baigtiné tikimybiné erdvé,

kurioje visi elementarieji jvykiai vienodai galimi. Taigi, jei
Q= {wl,wg,. o 7(,0”},

tai

P(wy) = P(wy) = +++ = P(w,) = %

Todél pagal apibrézimag jvykio A = {w;,, wiy, ..., w;, } C Q tikimybé bus

k

P(A) =) P(w;,) = %

J=1
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Kitaip sakant, jvykio tikimybeé yra lygi jam palankiy elementariyjy baigciy skaic¢iaus ir visy

elementariyjy baigcéiy skaiciaus santykiui.

1.1.2 pavyzdys. Metamos trys simetriskos monetos. Raskime jvykio A ={atsiverté bent

vienas herbas} tikimybe. Siuo atveju galime sudaryti tokia elementariyjy ivykiy aibe
Q = {WO, w1, Wy, W3} )

¢ia w; ={atsiverté ¢ herby}. Tada A = {w;, ws,w3}.

Atrodyty, kad P(A) = %. Taciau patyre monety métytojai pastebés, kad taip néra. I8
tikryjy ne visi jvykiai w; yra vienodai galimi. Todeél klasikinis tikimybeés apibrézimas cia
netinka, o eksperimento salygas atitinkancios elementariyjy jvykiy tikimybeés yra

Plwo) = Pluws) = é Pluwr) = Pluwn) = g

Taigi

P(A) = P(wy) + Plws) + Plws) = g .

1.1.2 apibrézimas. Joykiai A ir B vadinami nesuderinamais, kai P(AN B) = 0. Jei

ANB =0, tai A ir B vadinami nesutaikomais.

Pastebésime, kad bet kurie nesutaikomi jvykiai yra ir nesuderinami. Diskreciojoje tikimy-
biné¢je erdvéje, neturincioje nulinés tikimybés elementariyjy jvykiy, Sios dvi savokos ekvi-

valencios.

1.1.3 pavyzdys. Dézéje yra k balty ir m juody rutuliy. Atsitiktinai be grazinimo trauki-
ame du rutulius. Nagrinésime jvykius A ={pirmasis rutulys baltas} ir B ={antrasis rutulys
baltas}. Tegu

§0 = {wep, wWej, wib, Wis }
¢ia elementariyjy jvykiy w indeksai zymi istraukto rutulio spalva. Pavyzdziui, w,; = {pir-

masis rutulys baltas, o antras - juodas}. Tada
A ={wp,wpi}, B=A{ww,wp}, ANB={ww}#0.

Matome, kad jvykiai A ir B yra sutaikomi. Rasime jy tikimybes. Kadangi

k(k—1)
k+m)(k+m—1)

m(m — 1)

Pee) = k+m)(k+m—1)’

P(wj;) =



tai

P(wy;) = P(wjp) =

k-m
(k4+m)(k+m—1)’

P(A) = P(ww) + P(wy;) = Plww) + Plwp) = P(B) = .—/——.

Taciau jvykiai A ir B ne visada bus suderinami, nes

P(AQB):P(wbb)Z

kai k < 1.

Tegu A, B, Bl, Al,AQ,..

k(k—1)
(k+m)(k+m—1)

=0,

. yra atsitiktiniai jvykiai diskrec¢iojoje tikimybinéje erdvéje

(Q, P). Priminsime pagrindines tikimybés savybes, iSplaukiancias i$ jos apibrézimo.

[\]

. Jei A C B, tai P(A) < P(B).

nesuderinami.

liesiems 7 # j , tai

P(A)=1—P(A).

Jeigu jvykiai Ay, Ao, ...

Jei A ir B nesuderinami ir Ay C A, By C B, tai jvykiai A; ir B; taip pat bus

poromis nesuderinami, t.y. P(A; N A;) =0 visiems natura-

P(U A;) = ZP(Ai>-

Jei A C B, tai P(B\ A) = P(B) — P(A).

. PLAUB)=P(A)+ P(B)—P(ANDB).

Tikimybiy teorijoje vartojama ir abstrakti tikimybinés erdveés savoka. Bendruoju atveju 2

gali buti bet kuri netuscia aibé. Ka tuomet laikyti atsitiktiniais jvykiais? Kai €2 turi be galo

daug skirtingy elementy, tai begalinés jy sajungos bei sankirtos gali buti tokie {2 poaib-

iai, kad, jvedant tikimybés savoka, kils dideli matematiniai sunkumai. Todél atsitiktiniy

ivykiy aibe laikoma tik tam tikra, pakankamai "turtinga" ) paibiy sistema F, turinti tokias

savybes:



i) Qe F,
i) Ac F = AcF,
i) A, Ag,... €F = AJUAU... € F.
Paibiy sistema F vadinama atsitiktiniy jvykiy o (sigma) algebra. Tada tikimybe vadinama
funkcija P : F — [0, 1] , jei
i) P(Q) =1;
ii) jei A; € F ir AiNA; = (0 visiems naturaliesiems ¢ # j , tai P(A;UA, U ...) =
P(Ay) + P(Ag) + ...
Taip apibrézta tikimybé tenkina visas anksciau suformuluotas savybes ir nepriestarauja
1.1.1 apibrézimui. Mes neakcentuosime o algebros vaidmens. Kalbédami apie atsitiktinius
jvykius, turésime omenyje, kad jie priklauso tam tikrai o algebrai. Pastebésime, kad P(€2)

yra o algebra.

Salyginé tikimybé. Daznai galimybé jvykti vienam jvykiui priklauso nuo to, ar jvyksta
kitas jvykis. Tarkime norime rasti jvykio A tikimybe, Zinodami, kad jvyko jvykis B. Tokia
tikimybé vadinama jvykio A sqlygine tikimybe ir zymima P(A|B) (skaitoma "tikimybé,
kad jvyks A su salyga, kad jvyko B" arba "jvyks A , jeigu jvyko B"). Jei P(B) > 0, tai

P(ANB
Pl = S5
Prisimine 1.1.3 pavyzdzio eksperimenta, kai £ > 0 , nesunkiai rasime, kad iStraukus balta
rutulj, tikimybé vel istraukti balta bus
kE—1
P(B|A) = PE—

Kaip matome, 8iuo atveju P(B|A) # P(B). Tai rodo, kad jvykio B tikimybé priklauso nuo
to, ar jvyko jvykis A. Tokie jvykiai vadinami priklausomais.
Ivykiy nepriklausomumas - tai viena i§ svarbesniyjy tikimybiy teorijos sgvoky. Pateiksime
grieztesnj jos apibrézima. IS salyginés tikimybeés apibrézimo iSplaukia vadinamoji tikimybiy
daugybos teorema :

P(ANB)=P(B)P(A|B) = P(A)P(B|A). (1.1)
Kai A ir B yra nepriklausomi jvykiai, turésime P(A|B) = P(A) ir P(B|A) = P(B). Todél,

atsizvelge j (1.1), gauname tokj jvykiy nepriklausomumo apibrézima.
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1.1.3 apibréZimas. Juykius A ir B vadinsime nepriklausomais, jeigu
P(ANB) = P(A)P(B).

Didesnio jvykiy skai¢iaus nepriklausomumas apibréziamas sudétingiau. Pavyzdziui, jvykiai

A, B ir C' vadinami nepriklausomais, jei teisingos visos keturios lygybeés

P(ANB) = P(A)P(B), P(ANC)= P(A)P(C),
P(BNC) = P(B)P(C), P(ANBNC)=P(A)P(B)P(C).

Nereikia 8ios savokos painioti su nesutaikomumu. Nepriklausomi jvykiai nebutinai nesu-
taikomi. DaZznai jvykiy nepriklausomumas pastebimas intuityviai. Taciau intuicija gali ir

suklaidinti.

1.1.4 pavyzdys. Metame losimo kauliuka. Nagrinésime jvykius
A={atsiverté lyginis skai¢ius akuciy} ,

B={atsiverté ne maZiau kaip 4 akutés} ,
C={atsiverté daugiau kaip 4 akutés} .

Ar Sie jvykiai priklausomi?

Apskaic¢iuosime jvykiy tikimybes. Nesunku suprasti, kad
A={2,4,6}, B=1{4,5,6}, C=1{56}
ANB=1{4,6}, AnNC ={6}.

Todél

3 2

Todél gauname, kad jvykiai A ir B , o tuo padciu ir visi trys jvykiai A, B ir C' , yra

priklausomi.

Pilnosios tikimybés ir Bajeso formulés. Tarkime, kad slaptas praneSimas uzsifruotas

raidémis a, b, ¢ ir zinoma, kad paprastai puse Sifruoto teksto sudaro raidés a, o raidé b
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sutinkama dvigubai dazniau nei c. Be to, kol pasiekia adresata, vidutiniskai 10% raidziy b
bei 5% raidziy c¢ iSkraipomos ir virsta raidémis a. Kokia tikimybeé, kad tryliktas adresato
gauto Sifruoto teksto simbolis bus raidé a 7
Atsakymas buty aiskus, jeigu zinotume koks buvo tryliktas Sifro simbolis. Tadiau kaip
iSspresti §j uzdavinj to nezinant? Atsakyma padés rasti pilnosios tikimybés formulé:
P(A) =" P(H)P(A|H,), (1.2)

iel

¢ia H;, (i € I) - baigtiné arba skaiti poromis nesuderinamy jvykiy Seima, tenkinanti salyga
P(JH)=1

iel
Pilnosios tikimybés formulé teigia, kad apriorine jvykio A tikimybe galima rasti, zinant
aposteriorines (salygines) A tikimybes, esant salygoms H;, ir ty salygy susidarymo tikimy-
bes. Esant toms pac¢ioms prielaidoms kaip ir pilnosios tikimybés formuléje, galime rasti ir
hipoteziy aposteriorines tikimybes P(H,;|A) :

P(H;)P(A|H;)
PUL) = S~ pmypial) (-3)

el

(1.3) lygybé vadinama Bajeso hipoteziy tikrinimo formule. Ja galime remtis tokioje sprendi-
my priemimo situacijoje. Tarkime, Zinome, jog ivyko vienas jvykis i§ poromis nesuderinamy
jvykiy Seimos H; (i € I) (teisinga viena i3 keliy hipoteziy) Kuris i§ jvykiy jvyko - nezinome,
taciau turime "netiesiogine" informacija: jvyko jvykis A. Tarkime, reikia nuspresti, kuria
hipoteze H; vadovautis, priimant sprendima apie tolimesnius veiksmus. Maziausia tikimybe

suklysti bus tada, jei savo sprendima grjsime ta hipoteze, kuriai P(H;|A) yra didZiausia.

1.1.5 pavyzdys. ISspresime suformuluota uzdavinj apie iskraipyta Sifra. Kadangi viskas
priklauso nuo to koks buvo neiskraipyto Sifro tryliktas simbolis, tai atitinkamai ir parinksime

hipotezes Hq, Hy, Hj :

H;={tryliktas siun¢iamo $ifro simbolis buvo raidé a}, P(H;)

D= Wl -

Hy={tryliktas siun¢iamo $ifro simbolis buvo raidé b}, P(Hs)

Hs;={tryliktas siun¢iamo $ifro simbolis buvo raidé ¢}, P(Hj3)

11



Tegul A={tryliktas gauto $ifro simbolis yra raidé a}. Tuomet, pagal uzdavinio salygas,
P(A|H,) =1, P(A|Hy)=0,1, P(A|H;3)=0,05.
Pritaike pilnosios tikimybés formule, gauname

P(A) = P(H)P(A|H,)+ P(H3)P(A|Hy) + P(H3)P(A[H3)
1 1 1 1 13

4= — = — =2
+3 10+6 20 24

L
2
Galime formuluoti ir kita, daznai Zymiai aktualesnj, klausima. Tarkime, kad vienaip ar
kitaip adresatas sugebéjo perskaityti ta nelemta tryliktajj gauto $ifro simbolj - tai buvo
raidé a. Kokia tikimybé, kad ji néra iskraipyta? Kitaip sakant, mus dominanti tikimybé yra
P(H,|A). Ja rasime, pasinaudoje Bajeso formule. Pastebésime, kad trupmenos vardiklis
(1.3) lygybéje, pagal pilnosios tikimybés formule, yra lygus P(A). Todél
P(H)P(AH) 31 12

P(A) -

24

P(H1|A) =

Bernulio eksperimentai. Bernulio eksperimenty schema nusakoma taip: eksperimentg
atlikus vieng karta, jo sekmés tikimybé lygi p. Atliekame n nepriklausomy eksperimenty.
Sékmiy skaiciy pazymékime S,,. Kokia tikimybe, kad eksperimentas pavyks k karty, t.y.
S, =k 7 Atsakymas j §j klausimg toks:

P(S, = k) = (”>p’f(1—p)”—k, k=0,1,....n (1.4)

Bernulio schema yra vienody ir nepriklausomy statistiniy eksperimenty matematinis mod-
elis. Jg naudojant skai¢iuojamos tikimybés, susijusios su nepriklausomy vienody bandymy

seka, kai kiekviename bandyme galimos tik dvi baigtys.

1.1.6 pavyzdys. Informacija perduodama triuksmingu kanalu, kuris vidutiniskai iSkraipo
1% visy siun¢iamy bity. Kokia tikimybé, kad baite bus ne daugiau dviejy igkraipyty bity?
Siuo atveju sekmeé - gauti iSkraipyta bita. Pagal salyga tokios "sékmés" tikimybé kiekvienu
atveju yra p = 0,01. Mums reikalinga tikimybeé, kad "sékmiy" skai¢ius po 8 bandymy buty
ne didesnis uz 2. Pasinaudoje (1.4) lygybe, gausime

P(Ss<2) = P(Ss=0)+P(Ss=1)+ P(Ss =2)

8 8 8
= (0)0,0100,998 + (1> 0,010,997 + (2) 0,012%0,99°% ~ 0, 999946
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Atsitiktiniai dydZiai. Apibrézdami atsitiktinius jvykius, kalbéjome apie eksperimentus
ir jy elementarigsias baigtis. Praktiskai beveik visada susiduriame su skaitiniais stebimojo

dydzio matavimais, t.y. su kokio nors atsitiktinio dydzio reik§mémis.

1.1.4 apibrézimas. Tarkime, kad (Q, P) yra diskrecioji tikimybiné erdvé. Atsitiktiniu

dydzZiu Sioje erdvéje vadinama realiofi funkcija X @ € — R.

Taigi atsitiktinis dydis nusako taisykle, pagal kuria kiekvienam elementariajam jvykiui pri-
skiriama skaitine reikSme. Diskreciosios tikimybinés erdves atsitiktiniy dydziy reik§miy aibeé
yra baigtiné arba skaiti. Tokie atsitiktiniai dydziai X vadinami diskreciaisiais ir dazniausiai
nusakomi reiksmiy skirstiniu, nurodant galimas reikSmes x; ir jy tikimybes
p=PX=x)= ) P, i=12....
weQ: X (w)=u;

Pavyzdziui sékmiy skaic¢ius .S,,, atlikus n Bernulio eksperimenty, yra diskretus atsitiktinis
dydis, kurio reik8miy aibé {0,1,2,...,n}, o tikimybés nusakomos (1.4) formule. Tokj
skirstinj turintis atsitiktinis dydis vadinamas binominiu ir zymimas S,, ~ B(n, p).

Kai elementariyjy jvykiy aibé 2 néra skaiti, atsitiktinio dydzio reikSmiy aibé gali buti labai
"gausi" ir net nesunumeruojama. Pavyzdziui, matuojant kliento aptarnavimo laika, prik-
lausomai nuo matavimo vienety, rezultatas gali buti bet kuris tam tikro intervalo taskas.
Siuo atveju prasminga kalbéti ne apie pavieniy reikSmiy tikimybes, bet apie reik§miy prik-

lausymo nurodytam intervalui tikimybe.

1.1.5 apibrézimas. Atsitiktinis dydis X, kurio patekimo j intervalg [a,b] tikimybé skaici-
uojama pagal formule

P(agxgb):/p(x)dx, (&) >0,

a

vadinamas absoliuciai tolydzivoju dydziu, o funkcija p(x) vadinama jo tankiu.

Pastebésime, kad bet kokiam absoliuciai tolydziam atsitiktiniam dydziui X ir realiajam
skai¢iui a "tagkiné" tikimybé P(X = a) lygi 0, o tankio funkcija p(z) tenkina salyga

oo

/p(x)dx—l.

—0o0
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Kita vertus, pasirodo, kad bet kuri neneigiama funkcija funkcija p(z), tenkinanti pastaraja
lygybe, gali buti laikoma kazkokio atsitiktinio dydzio tankiu.
Daznai atsitiktiniai dydziai ( tiek diskretieji, tiek tolydieji ) nusakomi specialia - pasiskirs-

tymo funkcija. Atsitiktinio dydzio X pasiskirstymo funkcija F'(z) yra
Flx)=P(X <x), zeR.

Absoliudiai tolydziojo atsitiktinio dydzio pasiskirstymo funkcija ir tankj sieja lygybés:

F'(z) = plo),
F(z) = /p(u)du

Kai nagrinéjami keli atsitiktiniai dydziai, pasidaro svarbi jy tarpusavio priklausomybe.
Naturalu pavadinti atsitiktinius dydzius X ir X5 nepriklausomais, kai su bet kuriais realiyjy
skai¢iy poaibiais By, By jvykiai {w : Xj(w) € Bi}ir {w : Xs(w) € By} yra nepriklausomi,

kitaip sakant, jei
P(X; € By, Xo € By) = P(X; € B))P(X5 € By).

Diskreciyjy atsitiktiniy dydziy atveju pakanka pareikalauti, kad visiems realiesiems x, y

buty tenkinama lygybé
P(Xy ==, Xy =y) = P(X; =2)P(X2 =y).
Priminsime kai kurias atsitiktiniy dydziy skaitines charakteristikas. Pradésime nuo vidur-

kio, nusakancio vidutine atsitiktinio dydzio reik§me. Diskreciojo atsitiktinio dydzio skirstinj

patogiausia uzrasyti lentele

X 1 | L2 | T3

P pi|p|Dp3

Zinoma, pL+pe+---=1, p; > 0. Taip nusakyto atsitiktinio dydzio vidurkiu vadinama
suma

EX = z1p1 +xaps + 13p3 + ... .
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Jeigu X turi tankj p(z), tai vidurkis apibréziamas kaip integralas
EX = / zp(x) de .

Galima apibreézti ir atsitiktinio dydzio funkcijos vidurkj. Dikreciojo ir tolydziojo dydziy

atvejais funkcijos vidurkis atitinkamai yra
BFCX) = flapr+ feapa + Saap o, BFCY) = [ f)pla) da.

Suformuluosime pagrindines vidurkiy savybes. Tegu X, X, Xs,..., X,, yra atsitiktiniai

dydziai, turintys baigtinius vidurkius.

1. Su bet kokiomis konstantomis ¢y, co, . . ., ¢, teisinga lygybé
i=1 i=1

2. Jei X; < X, tai EX; < EX,.
3. |EX| < E|X]|.

4. Jei X1, Xy yra nepriklausomi, tai

Kaip jau buvo minéta, vidurkis parodo vidutine atsitiktinio dydzio X reikSme. Jo sklaidg
apie vidurkj apraso dispersija

DX =E(X — EX)?.

Kvadratiné 8aknis i8 dispersijos vadinama standartiniu nuokrypiv o(X) = vDX.
Paminésime keleta dispersijos savybiy, laikydami, kad atsitiktiniai dydziai
X, X1, Xy, ..., X, turi baigtines dispersijas.

1. DX >0.

2. DX =EX?— (EX)2.

3. D(X; + X3) =DX; + DXs + 2cov(X1, X5), ¢ia

COU(Xl,X2> = E(Xl - EXl)(XQ - EXQ) = EX1X2 — EXlEXQ

yra atsitiktiniy dydziy X, ir X5 kovariacija.
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4. Jei X1, Xs,..., X, yra nepriklausomi atsitiktiniai dydziai, tai su bet kokiomis kon-

stantomis cy, cs, . .., ¢, teisinga lygybé
D() X)) =) DX,.
i=1 i=1

1.1.7 pavyzdys. Rasime binominio skirstinio, nusakyto (1.4) tikimybémis, vidurkj ir dis-
persija. Tegul X; = 1, jei ¢-tasis Bernulio eksperimentas buvo sékmingas, ir X; = 0 -
priesingu atveju. Tada sekmiy skaic¢ius po n eksperimenty bus n nepriklausomy, vienodai

pasiskirsciusiy atsitiktiniy dydziy suma

Spn=X1+Xo+---+X,.

Be to, visiems ¢ = 1,2, ..., n atsitiktinio dydzio X; skirstinys yra
X; 0 1
Pll=plp

Todeél

EX; = EX?=p,

DX; = EX? - (EX;)>=p(1—p).

Dabar jau nesunkiai randame nepriklausomy atsitiktiniy dydziy X; sumos vidurkj ir dis-

persija
ES, = Y EX;=np,
=1

DS, = ZDX,— =np(l—p).

i=1
1.2 Ivykiy sistemos
Tarkime A = {A; : i € I} yra diskre¢iosios tikimybinés erdvés (2, P) jvykiy Seima, I -

baigtiné arba skaiti indeksy aibe.
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1.2.1 apibréZimas. Jei P(A; N A;) =0 visiems i,j € I, i # j ir
i€l

tai A vadinsime tikimybinés erdvés (), P) jvykiy sistema.

Pastebésime, kad poromis nesuderinamiems jvykiams A;
P(UAi) - ZP(Ai)-
iel iel
Todél antrojoje apibrézimo salygoje sajungos tikimybe pakeite atitinkamy tikimybiy suma,
gautume ekvivalentigka jvykiy sistemos apibrézima. Taip pat aisku, kad jei A; poromis

nesutaikomi ir

U4 =q,

iel
tai A - jvykiy sistema. Atvirkséias teiginys teisingas tik, kai tikimybinéje erdvéje néra

nulinés tikimybés elementariyjy jvykiy, t.y. P(w) > 0 visiems w € .

1.2.2 apibrézimas. Tarkime A= {A,:i €1} ir B={B;:j € J} yra tikimybinés erdvés
(Q, P) juykiy sistemos. A yra sistemos B apuvalkalas, jei kiekvienam j € J galima rasti tokj
i€l kad P(A; N B;) = P(B;). Tokiu atveju sakysime, kad sistema B yra tikslesné uz

sistemq A.

Kitaip sakant, kiekvienai tikslesnés sistemos aibei visada atsiras ja dengianti "grubesnés"

sistemos aibeé.
1.2.1 teorema. Jei B yra tikslesné uz sistemq A, tai visiems i € I, j € J

Irodymas. Kai P(B;) = 0, 8is teiginys akivaizdus. Tarkime, kad P(B;) # 0 ir
P(A; N Bj) # P(B,). Lieka jsitikinti, kad tokiu atveju butinai P(A; N B;) = 0. Pagal
apvalkalo apibrézima, aibéje I galima rasti tokj ig # ¢, kad

P(A;, N B;j) = P(B;).

Vadinasi

Bj=A,NB;UN, P(N)=0.
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Taigi
P(A;NB;)=PAN(A,NBj)U(ANN)) <P(ANA,)+ P(N)=0.
[l

1.2.3 apibrézimas. Tarkime A= {A,:i €1} ir B={B;:j € J} yra tikimybinés erdvés

(Q, P) juykiy sistemos. Ju jungtiné sistema A N\ B nusakoma lygybe

Akivaizdu, kad A A B tikslesné ir uz A ir uz B. Bet pasirodo, kad ji yra pati "grubiausia"

i§ visy tikslesniy uz A ir B. Teisingas toks teiginys.
1.2.2 teorema. Jei sistema C yra tikslesné vz A ir B, tai ji tikslesné ir uz AN B.

Jrodymas. 18 tikryjy, i teiginio prielaidos isplaukia, kad kiekvienam C' € C galima rasti
tokius A; ir B; kad

Todél
B,NnC=C\N, NcC, P(N)=0.

Dabar gauname

P(AiNB;NC) = P(AN(C\N))=P(A4NC)\ (A4NN))
— P(A4;NC)— P(A;NN) = P(C).

Pastaroji lygybeé ir jrodo, kad C yra tikslesné uz A A B. O

1.2.4 apibrézimas. Tikimybinés erdvés (), P) juykiy sistemos A = {A; -1 € I} ir B =

{B; : j € J} vadinamos nepriklausomomis, jei
P(A; N Bj) = P(4;)P(B;)

visiems (i,7) € 1 x J.
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1.2.1 pavyzdys. Tarkime X ir Y diskretieji atsitiktiniai dydziai erdvéje (Q2, P), o {x; € R :
iel}ir{y; € R:je J}-juy galimy reikdmiy aibés. Apibrézkime jvykius A; = {X = z;}
ir B; = {Y = y;}. Nesunku pastebéti, kad A = {4; :i € [} ir B={B; : j € J} yra
tikimybinés erdvés (€, P) jvykiy sistemos. Jos bus nepriklausomos tada ir tik tada, kai

nepriklausomi yra jas generuojantys atsitiktiniai dydziai X ir Y.

1.3 Informacija ir entropija

Tarkime A yra tikimybinés erdveés (2, P) atsitiktinis jvykis, kurio tikimybé P(A) = p. Kiek
informacijos gauname, jvykus Siam jvykiui 7 Nekalbésime apie gautos informacijos prasme
ar nauda. Musy tikslas - apibrézti kiekybinj informacijos matg, priklausantj nuo jvykio
tikimybés p. Iykio A prigimtis, skai¢iuojant informacijos kiekj I(A), néra svarbi. Todél
informacijos kiekj apibrésime kaip kintamojo p funkcija ir daznai rasysime I(A) = I(p). Jai

kelsime tokius reikalavimus :
1. Informacija turi buti apibrézta ir neneigiama, t.y. I(p) > 0, visiems p € (0, 1].

2. Nezymiai pakitus jvykio tikimybei, informacijos kiekis taip pat turéty pasikeisti ne-

daug. Kitaip sakant funkcija I(p) turi buti tolydi.

3. Funkcija I(p) turi buti grieztai monotoniskai mazéjanti, t.y. kuo jvykio tikimybé
mazesné, tuo didesnj informacijos kiekj jam jvykus gauname. Jei pastarasis reikalav-
imas pasirodé keistas, panagrinékite du atsitiktinius jvykius: A; ={ateinan¢iy mety
liepos septintg dieng Vilniuje snigs} ir Ay ={ateinan¢iy mety liepos septintoji Vilniuje
bus sauléta}. Kurio jvykio tikimybé didesné ir, kuriam jvykus, daugiau suzinotuméte

apie Lietuvos klimato poky¢ius?!

4. Jvykus dviem nepriklausomiems jvykiams, gautos informacijos kiekis turéty buti ly-
gus jy informacijy sumai. Prisimine, kad dviems nepriklausomiems jvykiams A ir B
tikimybé jvykti kartu yra P(AN B) = P(A)P(B) , turésime tokj reikalavima infor-
macijos kiekio funkcijai: I(p-q) = I(p) + I(q) visiems p, ¢ € (0, 1].

Pasirodo §ie, i$ pirmo zvilgsnio, paprasti reikalavimai vienareik§miskai nusako juos tenki-

nancig funkcija.
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1.3.1 teorema. Funkcija I(p) tenkina 1-4 sqlygas tada ir tik tada, kai egzistuoja b > 1, jog

1
I(p) = log, —.
(p) v

Jrodymas. Logaritminé funkcija aiSku tenkina minétus reikalavimus. Belieka jsitikinti, kad
1-4 salygas tenkinanti funkcija I(p) yra butinai logaritminé.

Tegul m ir n bet kokie naturalieji skaiciai. I8 4 salygos iSplaukia, kad
I(p") =1(p-p" ) =1(p) +1(p" ) =1(p) + 1(p) +I(p" %) =+ =nl(p).

Todél

ir
1
I(p"™) = —1I(p).
(™) = —1(p)
Taigi, visiems teigiamiems racionaliesiems skai¢iams
n/my __ 1/myny _ n
I(p"™) = 1((p"™)") = —1(p).
m
Dél funkcijos I(p) tolydumo i3 ¢ia isplaukia, kad

I(p*) = al(p)

visiems realiesiems a > 0. Todél visiems p € (0, 1]

I(p) =1 <<%>_m> _ g (é) Inp. (1.5)

Kadangi funkcija I(p) yra grieztai mazéjanti ir neneigiama, tai [ (%) > 0 ir galima rasti

b>1, kad
1 1
IN-)=—.
(e) Inb

I8 ¢ia ir (1.5) galutinai gauname
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Dabar jau galime apibrézti jvykio informacija. Logaritmo pagrindo pasirinkimas apspren-
dzia tik jos matavimo vienetus. Laikysime, kad informacijos vieneta gauname, jvykus

jvykiui, kurio tikimybé % Tada b = 2.

1.3.1 apibrézimas. Informacijos kiekiu, gaunamu juykus jvykiut A, kurio tikimybée p > 0,
vadinsime dydg

1(4) = I(p) = log, }9 ,

0 jo matavimo vienetus - bitais.

Kartais naudojami ir kiti informacijos kiekio vienetai.

Logaritmo pagrindas (b) | Informacijos kiekio vienetas
2 bitas
3 tritas
e natas
10 hartlis

Sarysiai tarp Siy matavimo vienety nusakomi lygybémis
1 bitas =logs2 trito =1n2 nato =1g2 hartlio.

Beje, ¢ia bitas ne atsitiktinai sutampa su dvejetainio skaic¢iaus skaitmens pavadinimu.

1.3.1 pavyzdys. Metame simetriska moneta. Eksperimento baig¢iy S={atsiverté skai¢ius}
ir H={atsiverté skai¢ius} tikimybés yra P(S) = P(H) = 0,5. Todél bet kurios baigties
atveju gaunamas [(S) = I(H) = log, 2 = 1 bitas informacijos. Jei moneta metama n karty,

tai bet kurig eksperimento baigt] galime nusakyti n dvejetainiy skaitmeny, pavyzdziui

011101110...01101
n

Cia 0 ir 1 zymi jvykius S ir H. Tokios baigties tikimybé yra 27", o gaunamas informacijos

kiekis
1 n
I Q_n = 1Og2 2" =n s

t.y. lygiai tiek, kiek bity uzima informacija apie eksperimento rezultata.
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Pastebésime, kad butino jvykio informacija I(2) = 0. Kitaip sakant, kai jvyksta tai "kas
ir turéjo jvykti", mes nieko naujo nesuzinome. Tadciau, jei jvykty tai "kas jvykti negali",
turétume "labai daug" naujos informacijos. Toks pastebéjimas pateisina informacijos kiekio
apibrézimo papildyma nulinés tikimybés jvykiams. Taigi, jei P(A) = 0, tai

I(A) =lim I(p) = 0.

p—0

Galima apibreézti ir dviejy jvykiy salygine informacija.

1.3.2 apibrézimas. Tegul A ir B yra tikimybinés erdvés (S, P) atsitiktiniai jvykiai ir
P(B) > 0. Juykio A su sqglyga B informacija vadinsime dyds

1 P(ANB)
I(A|B) =logy =——— = —logy ———
Pastebésime, kad I(A|B) = I(A) tada ir tik tada, kai jvykiai A ir B yra nepriklausomi.
Aptaréme pavienio atsitiktinio jvykio informacijos kiekio sgvoka. Dabar pabandysime

nusakyti jvykiy sistemos informacija. Pradésime nuo pavyzdzio.

1.3.2 pavyzdys. Tegul galimos bandymo baigtys yra Aj, As,... A, , o jy tikimybeés ati-
tinkamai pq, ps, ... p,. Kiek informacijos gausime atlike tokj bandyma? Norédami atsakyti
i 8] klausimg, galime samprotauti taip. Atlikus N tokiy nepriklausomy bandymy, baigtis

A; pasikartos apytiksliai NV - p; karty ir kiekvieng karta gaunamos informacijos kiekis bus

1
1(4A;) = log, -

Taigi po visos bandymuy serijos sukauptas informacijos kiekis bus
. 1
Iy =~ ZNpilogZ—.
i=1 pi
Todél vidutinis informacijos kiekis, gaunamas atlikus vieng bandyma, yra

n

Iy 1
— = p; logy, — .

(3

Pastebésime, kad desSinéje Sios apytiksles lygybés puséje esantis reiskinys yra lygus vidutinei

ivykiy Ay, As, ... A, informacijai.
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1.3.3 apibrézimas. Tegul A = {Ay, Ay, ..., An} yra tikimybinés erdvés (2, P) juykiy su

tikimybémis p; = P(A;) sistema. Jvykiy sistemos A entropija vadinsime dydj
. 1
H(A) = H(p1,p2, ..., pn) = Y _ pilog, o
i=1 !

Cia ir analogiSkose sumose toliau visi démenys p; log, ]% arba p; log, p; yra lygus 0 , kai

p; = 0. Skaitytojams, kuriems toks susitarimas atrodo jtartinas, priminsime, kad
li 1 L_ li 1 =0
limy plog, -~ = lim plogp = 0.

Aiskinantis jvairius sarysius, kartais patogu interpretuoti entropija kaip dydj, reiskiantj ne-
apibréztuma, kurj jauc¢iame, nezinodami kuris i§ sistemos A jvykiy jvyks. Panagrinékime
dviejy jvykiy su tikimybémis p ir 1 —p sistemg. Jos entropija zymésime h(p) = H(p,1—p).
Taigi binarinés entropijos funkcija

h(p) = plogy ~ + (1 — p) logy —— . (1.6)

p L—=p

Sios funkcijos grafikas pavaizduotas 1.1 paveiksle. Matome, kad didziausia entropijos
reik§me lygi h (%) = 1. Tai ir rodo, kad sunkiausiai prognozuojama dviejy jvykiy sis-
tema yra ta, kurioje abu jvykiai yra vienodai galimi, t.y. p = % Ir prieSingai - kai p = 0
arba p = 1, jokio neapibréztumo néra, nes i§ anksto aisku kuris i§ dviejy jvykiy jvyks. Tad
nenuostabu, kad Siuo atveju entropija lygi h(0) = k(1) = 0.
Ivykus kokiam nors jvykiui B, sistemos A entropija gali pasikeisti. Pavyzdziui, analizuo-
dami prekybos centro duomeny bazés jrasus, pagal pirkéjo krepselj bandome nuspéti pirkéjo
amziy. Jei jis pirko tik duonos, tai aisku, nelabai ka tegalime pasakyti apie jo amziy. Bet,
kai tarp jo pirkiniy atrandame aly ir skrudinta duona, neapibréztumas pirkéjo amziaus
atzvilgiu zenkliai sumazéja. Likusio neapibréztumo laipsnj nusako salyginé entropija

H(AIB) = 3 PUAIB)IAIB) = 3 PUAIB) o8 - (1.7)

Tokiy entropijy vidutiné reik8mé leidzia jvertinti neapibréztumg sistemos A atzvilgiu, kuris
lieka, gavus informacija apie kita tos pacios tikimybinés erdveés ivykiy sistema

B - {Bl,BQ,...,Bm}.
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1.1 pav. Binarinés entropijos funkcija

1.3.4 apibréZimas. Dydj

H(A|B) =Y P(B;)H(A|B;)

J=1

vadinsime sglygine A entropija B atZvilgiu, o entropijos pokyts
I(A,B) = H(A) — H(A|B)
vadinsime sistemy A ir B tarpusavio informacija.

Sistemuy A ir B jungtinés sistemos A A B entropija zymésime H(A,B). Prisimine 1.2.3
apibrézima, turésime
n m

H(AB) = HAAB)=> "> P(A;N B;)log, 5

1
AT (1.8)

i=1 j=1

Sis apibrézimas akivaizdziai apibendrinamas ir didesniam jvykiy sistemy skaic¢iui k£ > 2
H(A Ay oo A) = HAL AN A N - N Ag) .
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Nagrinéjant entropijy savybes ir sarySius, mums pravers vienas pagalbinis teiginys. Vektoriy
(1,29, ...,x,), sudaryta i§ neneigiamy realiyjy skai¢iy, vadinsime tikimybiniu vektoriumi

(kitaip: diskrec¢iuoju skirstiniu), jei
n
Z xT; = 1.
i=1

1.3.2 lema (Gibbs’o nelygybé). Tegul b > 1. Tada bet kokiems tikimybiniams vektoriams

(x1, @9, . .., xy) i (Y1, Y2, - - -, Yn) teisinga nelygybé

in log, (Q) <0. (1.9)
Ly
i=1

Nelygybé virsta lygybe tada ir tik tada, kai vektoriai (x1,Ta, ..., Tn) ir (Y1,Y2s -, Yn) SU-

tampa.

Irodymas. Kaip jau buvo minéta, kai x; = 0, tai ¢ - tasis nagrinéjamos sumos démuo taip
pat lygus 0. Be to, pastebésime, kad lemos teiginys yra teisingas, jei kuriam nors ¢, z; > 0
ir y; = 0, nes tada x; log, (i’—) = —o0. Todél, nesiaurindami bendrumo, galime nagrinéti
tik tokius vektorius, kuriems y; > 0, jeigu z; > 0. Taigi mums lieka jrodyti lemos teiginj,
nelygybe (1.9) uzrasius Sitaip:
n . ,
Z x; logy (&> <0.
, T
i=1
Cia simbolis * prie sumos zenklo reiskia, kad sumuojama tik pagal tas ¢ reikSmes, kurioms
x; > 0. Vadinasi, ir visi y; Sioje sumoje yra teigiami. Padaugine pastarosios nelygybés abi
puses i$ teigiamo skaic¢iaus Inb, pereisime prie naturaliyjy logaritmuy
n .
D (y—) <0. (1.10)
, T
=1
Kadangi funkcija y = Inx yra iskila aukstyn, o jos grafiko liestiné taske x = 1 yra tiesé
y=x—1, tai

Inx<z-1
visiems x > 0. Be to, nelygybé virsta lygybe tik, kai x = 1. IS ¢ia isplaukia

¢ ’ i=1

i=1 i=1 i=1
Pastebésime, kad abi pastarosios nelygybés, turi virsti lygybémis, jei (1.10) suma lygi 0.

Taciau taip gali atsitikti tik, kai z; = y; visiems ¢ = 1,2, ..., n. Lema jrodyta. O
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Aptarsime pagrindines entropijos savybes. Pirmiausiai iSsiaiSkinsime kokios sistemos turi

didziausias ir kokios maziausias entropijas.

1.3.3 teorema. Juykiy sistemos A = {Aq, As, ..., A, } entropija tenkina nelygybes
0< H(A) <logyn. (1.11)

MazZiausig reiksme H(A) = 0 ji jgyja tada ir tik tada, kai sistema sudaryta i$ juykiy, kuriy
tikimybés yra 0 arba 1. DidZiausig entropijg H(A) = logyn turés tos ir tik tos sistemos,

kuriose visi juykiai yra vienodai galimi, t.y. P(A;) = % visiems 1 = 1,2,...,n.

Jrodymas. Pagal apibrézima entropija yra neneigiamy démeny suma

1
ZP IOgZP(A)

Todél aisku, kad H(A) > 0. Be to, tokia suma lygi 0 tada ir tik tada, kai visi démenys
lygus 0. Vadinasi, P(A;) = 0 arba P(A;) = 1 visiems i = 1,2,...,n. I8 tikryjy tik viena
i$ Siy tikimybiy bus lygi 1, nes sistema sudaranciy jvykiy tikimybiy suma visada yra 1.
Antraja nelygybe jrodysime skirtumui H(A) — log, n pritaike 1.3.2 lema. Gausime

H(A) —logyn = Z P(A;)logy —— P Z P(A;)logyn

- ZP 10%2(13(/1471)) =0

Pastaroji nelygybé isplaukia i§ (1.9) nelygybés, pasirinkus z; = P(A4;) ir y; = 1/n. I8 ¢ia

pagal 1.3.2 lema gauname ir paskutinj teoremos teiginj apie didziausig entropija. O

Pastaba. [vykiy sistemos entropija nepasikeisty i$ sistemos paSalinus nulinés tikimybeés
jvykius (jei tokiy yra). Todél (1.11) nelygybéje n galima pakeisti teigiama tikimybe turinéiy
sistemos A jvykiy skai¢iumi.

Atrodo, kad kuo sudétingesné ir daugiau jvykiy turi sistema, tuo didesné jos entropija.
Taciau tiesioginés priklausomybés tarp jvykiy skai¢iaus sistemoje ir jos entropijos dydzio,

aisku, néra.
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1.3.3 pavyzdys. Tegul A = {Al, AQ, Ag, A4} s B = {Bh BQ, Bg, B4, B5} ir

P(A) = P(4) = P(Ag) = P(4)) =
P(B) = P(By)=P(By)=P(B) =, P(B;)=}.

Apskai¢iuojame sistemy A ir B entropijas

1
H(A) = 4-Z-log24;

1 3
HB) = 4-— logy16+ =

log, ¥~ 1.3113
16 4 023 T o

Kaip matome, H(A) > H(B). Gautaja nelygybe galime interpretuoti taip: numatyti, kuris

is jvykiy jvyks, sistemoje A yra sunkiau, nei sistemoje B.

Kai kurioms jvykiy sistemy klaséms jy entropijy santykis visada nusakomas vienareikSmis-

kai. Pavyzdziui, galime palyginti sistemos ir jos apvalkalo entropijas.

1.3.4 teorema. Jei juykiy sistema B = {By, Bs,..., By} yra tikslesné uZ sistemg A =
{Al, AQ, ce 714”} y tas
H(A) < H(B).

Irodymas. Kadangi B yra tikslesné uz A, tai pagal 1.2.1 teorema

P(A,-):i P(AinB;)=)Y P(B)), i=12,...,n.
j=1

Jj€J;

Cia J; - poromis nesikertantys aibés {1,2, ..., m} poaibiai, tenkinantys salyga

Todél

VAN
|
(]
(]
-
C
g
~
|
|
(]
s
@
g
=
@
I
=
S
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Prisiminkime salyginés entropijos H (A|B) apibrézima (1.7). Klausimas: ar, jvykus kokiam
nors jvykiui B, sistemos A entropija sumazéja, kitaip sakant, ar galima tvirtinti, kad visada

H(A|B) < H(A)? Neigiama atsakyma j $j klausima pagrindzia toks pavyzdys.

1.3.4 pavyzdys. Tegul X ir Y yra atsitiktiniai dydziai, jgyjantys reiksmes 0 ir 1, o juy

bendrasis dvimatis skirstinys nusakytas lentele

X\Y 0 1 P(X =1)
0 0,25 0,25 0,5
1 0 0,5 0,5
P(Y =4) | 0,25 0,75 1

Nagrinésime dvi jvykiy sistemas
A={{X =0}, {X=1}} ir B={{Y =0}, {Y=1}}.

Kaip jprasta tokiais atvejais, sistemy A ir B entropijas Zymésime tiesiog H(X) ir H(Y).

Prisimine binarinés entropijos funkcijos h(p) apibrézima (1.6), turésime

H(X) = h(0,5)=1,
H(Y) = h(0,25) ~0,811.

Apskai¢iuojame salygines tikimybes

PY =0/X=0) = = =0,9,
PY=1X=0) = 1-P

Analogigkai gauname, kad
PY=0X=1)=0ir PY =1|X=1)=1.

Todél, pagal (1.7) formule, salyginés Y entropijos, kai Zinomos atsitiktinio dydzio X reiks-
mes, bus

HY|X =0) = h(0,5) =1,

HY|X=1) = h(0)=0.



Vidutiné Siy entropijy reiksmé pagal 1.3.4 apibrézima yra

HY|X) = P(X=0)-HY|X =0)+P(X =1)- HY|X = 1)

1+1 0—1
2 2

| —

Matome, kad H(Y|X =1) < H(Y) < H(Y|X = 0), taciau H(Y|X) < H(Y).

Siame pavyzdyje vidutiné salyginé entropija H(Y|X) nusako likusj (sumazéjusj) neapi-
bréztumg Y atzvilgiu po to, kai gauta informacija apie atsitiktinj dydj X. Pasirodo toks

sumazejimas néra atsitiktinis.

1.3.5 teorema. Visoms juykiy sistemoms A = {Ay, As, ..., Ay} ir B={By,Bs,..., B}

Ju tarpusavio informacija yra neneigiama:
I(A,B) >0
Be to, 1(A,B) =0 tada ir tik tada, kai sistemos A ir B yra nepriklausomos.

Irodymas. Kadangi jvykiai su nulinémis tikimybémis neturi jtakos I(A,B) reik8mei, tai
tarsime, kad P(A;) - P(B;) > 0 visiems i =1,2,...,n; j=1,2,...,m
Pagal apibrézima

m m n 1
H(A|B) = P(B;)H(A|B;j) P(B;)P(A;|Bj)logy ———~
3t - S35 s
= P(A;NB;)1 — ) 1.12
>3 Pans) ogQ(P(AmBj>) (112
7=1 =1
Is jvykiy sistemos apibrézimo iSplaukia, kad visiems ¢ = 1,2,...,n

P(A;) = i P(A;NB;).

Todél -
H(A) =YY " P(A;n B))log, ﬁ .

i=1 j=1

Prisimine 1.3.4 apibrézima ir jstate gautas israiskas, turésime

— I(A,B) = H(A|B) — ZZP (A; N B;)log, (P(é)ﬁ(BBj))) <0. (1.13)
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Pastaroji nelygybeé isplaukia is 1.3.2 lemos, pritaikius ja tikimybiniams vektoriams

(X1, T2,y Tin) 1€ (Y1, Y2, - - -, Ymn), Kuriy komponentés yra
T(i—1)ym+j — P(AZ N BJ> ir Ya-1)ym+j = P(AZ>P<B]), 1= 1,2, R ] = 1, 2, N 1

Pagal ta pacia lema gauname, kad (1.13) nelygybé virsta lygybe tada ir tik tada, kai visiems
1ir
P(A; N B;j) = P(A;)P(B;),

kitaip sakant, kai sistemos A ir B yra nepriklausomos. Teorema jrodyta. O

I5 ka tik jrodytos teoremos iSplaukia, kad bet kokioms jvykiy sistemoms A ir B
H(A[B) < H(A),

o §iy entropijy lygybé yra sistemy A ir B nepriklausomumo kriterijus.
Jungtinés sistemos entropijos H (A, B) reiksmé priklauso ne tik nuo ja sudaranciy sistemuy,

bet ir nuo jy priklausomumo laipsnio.
1.3.6 teorema. Juykiy sistemoms A ir B teisingi sqrysiai

H(AB) = H(B)+ H(AB), (1.14)
H(A,B) = H(A)+ H(B) - I(AB). (1.15)

Irodymas. Pasiremsime kai kuriais 1.3.5 teoremos jrodymo tarpiniais rezultatais. Kadangi

visiems j =1,2,...,m
P(Bj) =) P(A;NB)),
=1

tai lygybe (1.12) galime paraSyti taip

H(AB) = 33 P(A:nB))log, <—p<,4fm Bj>> > (Z Pl B“) oe: (P(i?j)>

— H(AB)— H(B).

I ¢ia gauname (1.14) lygybe.

Pagal tarpusavio informacijos apibrézimg 1.3.4
H(A|B)=H(A)—I(A,B).
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Istate 8ia salyginés entropijos iSraiska j (1.14), gauname (1.15) lygybe ir tuo pac¢iu baigiame

teoremos jrodyma. O]

Pastebésime, kad H(A,B) = H(B,.A). Todél i§ ka tik jrodytos (1.15) lygybeés isplaukia,

kad simetriska yra ir tarpusavio informacija, t.y.
I(A,B)=1(B,A).

Dviejy sistemy entropijy, salyginiy entropijy bei tarpusavio informacjos sarysSius patogu

vaizduoti 1.2 paveiksle pateikiama diagrama.

H(A,B)

1.2 pav. Entropija ir informacija

I§ 1.3.5 teoremos ir (1.15) lygybés gauname tokj jungtinés sistemos entropijos jvertj
H(A,B) < H(A)+ H(B).

Pritaikius indukcija, pastaraja nelygybe nesudétinga apibendrinti didesniam jvykiy sistemy

skai¢iul.

1.3.7 teorema. Jei A, As, ..., Ar yra tos pacios diskreciosios tikimybinés erdvés jvykiy
sistemos, tat

H(A;, Ay, Ay) < H(AD) + H(A2) + -+ H(Ag) -

S nelygybé virsta lygybe tada ir tik tada, kai Ay, As, ..., Ax yra nepriklausomos sistemos.
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1.4 Atsitiktiniy dydzZiy entropijos

Su diskreciojo atsitiktinio dydzio entropijos savoka mes jau buvome susidure, nagrinédami

1.3.4 pavyzdj. Tad visiSkai suprantamas bus toks apibrézimas.

1.4.1 apibrézimas. Diskreciojo atsitiktinio dydzZio X, jgyjancio reiksmes xqi,xo,... , en-
tropija H(X) yra lygi juykiy sistemos, sudarytos i§ juykiy A; = {X = x;}, 1 =1,2,...
entropijat, t.y.,

1

H(X) :ZP(Az‘)lOng.

Todel diskreciojo atsitiktinio dydzio entropijos interpretacija bei savybes niekuo nesiskiria
nuo 1.3 skyrelyje aptartos jvykiy sistemos entropijos. Pateiksime keleta i§ galimy, su en-

tropijos sgvoka susijusiy, uzdaviniy.
1.4.1 pavyzdys. Tegul T yra koks nors tekstas. Pavyzdziui,

T = abrakadabra

Kaip matome, tekste sutinkamos penkios skirtingos raidés. Tad, norédami parasyti dveje-

tainj 7" koda, kiekvienai raidei turésime skirti po tris bitus. Pavyzdziui,
a — 000, b+— 001, d— 010, k+ 011, r +— 100. (1.16)

Vadinasi, viso teksto kodo ilgis bus 33 bitai. Ar jmanoma sukonstruoti trumpesnj vien-
areiksmiskai dekoduojama koda?

Galime manyti, kad tekstas T yra sudarytas i§ 11 atsitiktinio dydzio X realizacijy. Kitaip
sakant, atsitiktinis dydis X reiSkia atsitiktinai pasirinkta 7' raide. Pagal raidziy daZnius

tekste sudarome atsitiktinio dydzio X skirstinj

X | a b d k r

Pl | = - |
11| 11 | 11 | 11 | 11

Apskaiciave X entropija (kartais ji dar vadinama teksto 7" entropija), suzinosime vidutinj
informacijos kiekj, tenkantj vienai teksto raidei. Taigi

5 11 2 11 1
10g2_+2.ﬁ10g2—+2-ﬁ10g211%2,0404.

H(X)=—
(X) =1 5 2
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Tai yra vadinamasis Senono réZis vidutiniam vienos raidés kodo bity skai¢iui. Kitaip sakant,
néra tokio vienareik§miskai dekoduojamo kodo, kuriuo pakeitus (1.16) koda, teksta T at-
vaizduotume trumpesne nei 11 - H(X) ~ 22,44 bity seka. Taciau ne visiems tekstams
Senono rézis yra pasiekiamas. Tie skaitytojai, kurie Siek tiek zino duomeny kompresijos
algoritmus, supras kaip konstruojamas tekstui 7' geriausia rezultata duodantis kodas (beje
ne vienintelis):

a0, b— 100, d+— 110, k+— 111, r — 101.

Jis teksta T uzkoduoja 23 bity seka.

e Jei norite jsitikinti, kad Senono rézis yra pasiekiamas, pabandykite uzkoduoti teksta

T" = abrakadabrakaada.

1.4.2 pavyzdys. Atliekamas tyrimas, siekiant nustatyti kokie faktoriai jtakoja galimybe
susirgti tam tikra liga. Ligos pozymj zymésime kintamuoju Y, jgyjanc¢iu reikSmes S ir N
(serga, neserga). Nagrinéjami trys faktoriai:

X — paciento lytis, galimos reiksmeés {M,V'};

Xy — rukymas, galimos reik§més {taip, ne} ;

X3 — kraujospudis, galimos reiksmés {mazas,normalus,didelis} .
100 pacienty tyrimo duomenys pateikti 1.1 lenteléje. Kuris faktorius labiausiai jtakoja
polinkj susirgti? Norédami atsakyti j §j klausima, turime iSsiaiskinti, kaip pasikeicia Y
entropija, vieno ar kito pozymio atzvilgiu. Kitaip sakant, turime palyginti tris tarpusavio
informacijas

I(Y, X)) = H(Y) = H(Y|X;), i=1,2,3.

Pirmiausiai rasime H(Y"). Atsitiktinio dydzio Y skirstinys yra

Y| N S
P 10,44 | 0,56

Vadinasi,

H(Y) = h(0,44) ~ 0, 989587521
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Paciento | Rukymas | Kraujospudis Ligos Pacienty
lytis (X1) (X3) (X3) pozymis (Y) | skai¢ius
M ne mazas N 5)
M ne mazas S 2
M ne normalus N 10
M ne didelis S 6
M tasp mazas N 4
M taip mazas S 2
M taip normalus N 8
M taip didelis N 1
M taip didelis S 8
V ne normalus N 8
vV ne didelis S 10
%4 ne mazas N 2
V taip mazas S 7
V taip normalus N 6
vV taip normalus S 5
vV taip didelis S 16

1.1 lentelé. Liga jtakojantys faktoriai

Skai¢iuosime H(Y'|X;). Pasinaudoje (1.7) formule, pagal 1.1 lentelés duomenis gausime

1
HY|X = M) = P = NXy = M)logy 5 e — 77
1
P(Y = S|X, = M)1
T P = S8 = M)los, 5 g =7

28
— (=) ~0,965636133
(1) =0

Analogigkai

1
HY|X;=V)=h (5—2) ~ 0, 876716289

Dabar, prisimine 1.3.4 apibrézima, randame H (Y| X;)

28 16
= 46 - — 4- — | ~ 1761941
0,46 h(46)+0,5 h(54> 0,917619417
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Analogigkai skai¢iuojame ir likusias entropijas
25
H(Y|Xs=ne)=h (E) ~ 0, 980798365;
. 19
H(Y|Xs =taip) =h (E) ~ (,918295834;
25 19
H(Y|X3) =0,43-h 3 +0,57-h = ~ 0,945171922;

11
H(Y| X35 = maZas) = h (ﬁ) =1;

2
H(Y|X3 = normalus) = h (%) ~ 0,571354974;
1
H(Y|X5 = didelis) = h (H) ~ 0, 165427034;

32 1
H(Y|X3)=0,22-140,37-h <§) +0,41-h (H) ~ 0, 499226424;

Dabar jau galime rasti ieSkomasias tarpusavio informacijas

I(Y, X;) ~ 0,071968104
1(Y, X5) ~ 0,044415599 ,

1(Y, X3) ~ 0,490361097 .

Kaip matome, diagnozuojant liga, labiausiai informatyvus yra kraujospudzio dydis. Tuo
tarpu paciento lytis ir jo jprotis rukyti galimybe susirgti jtakoja nezymiai.
Pastaba. 1.1 lenteléje pateikti duomenys yra fiktyvus ir skirti tik aptariamy savoky ilius-

tracijai. Todél suformuluotos iSvados jokiu budu nereiskia, kad rukymas nekenkia sveikatai!

Tolydziyjy atsitiktiniy dydziy entropija apibréziama kitaip. Skiriasi ir jos interpretacija.

1.4.2 apibrézimas. Tolydziojo atsitiktinio dydzio X su tankio funkcija px(x) entropija
H(X) yra lygi

o0

HX) =~ [ px(o)log, px(a) da.

—00
Is karto reikia pazymeéti, kad toldziojo atsitiktinio dydzio entropijos negalima interpretuoti

kaip vidutinés informacijos, nes 8iuo atveju P(X = z) = 0, nepriklausomai nuo tankio
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funkcijos px (z) reiksmés. Be to, toldziojo atsitiktinio dydzio entropija gali buti ir neigiama.

Panagrinékime tokj pavyzdj.

1.4.3 pavyzdys. Tegul X yra normalusis (kitaip: Gauso) atsitiktinis dydis su vidurkiu a
ir dispersija 02, ¢ > 0. Tokio atsitiktinio dydZio tankio funkcija yra

px(a) = — exp{—(z%‘fy}-

2ro

Rasime jo entropija. Pagal apibrézima

H(X) = /Oopx(x) (M(log2e)+log2(\/ﬁo)) dx

202
log, e r r
;;22 /(x —a)*px(x) dx + log,y(V270) / px () dz
logge 1 2
= 52 +log,(V2mo) - 1 = §log2(2e7m ).

Matome, kad normaliojo atsitiktinio dydZio entropija priklauso tik nuo jo dispersijos o2 ir

. . . 2 L
yra neigiama, kai 0° < 5—.

rodysime dar Vlenq; Oml@ normaliojo atsitiKtinio dydzio savy Q uo T1KSlu prisuminkime

rodysime dar viens idom o
. ne . anaslal jrodoma 1r Jos (@] Z10]1° versija

(1.9) nelygybe. Panasiai jrodoma ir jos "tolydzioji" versij

o0

/px(x) log, (pym) dr < 0. (1.17)

px(x)

Ciab> 1,0 px(z) ir py(z) - bet kokios tankio funkcijos. Pasinaudoje Sia nelygybe,

irodysime tokj teiginj.

1.4.1 teorema. Jei absoliuciai tolydus atsitiktinis dydis X turi baigtine dispersijg DX =

o?, 0 >0, tai jo entropija

H(X) < =logy(2ema?) .

DO | —

Irodymas. Atsitiktinio dydzio X vidurkj pazymésime EX = a. Tegul Y yra normalusis
atsitiktinis dydis, turintis tokius pat vidurkj ir dispersija, kaip ir atsitiktinis dydis X. Tada
jo tankio funkcijos logaritmas

(x = a)?

202

(logy €) — logy(V270) . (1.18)

log, py (x) = -
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Atsitiktiniams dydziams X ir Y pritaikysime (1.17) nelygybe. Pasirinke b = 2, ja galime
parasSyti taip

o0 o0

- /pX(SU) log, px (v) dr < — /px(x) log, py () dx .

—0 —o0
Kairéeje pastarosios nelygybés puséje esantis reiskinys, pagal apibrézima, yra atsitiktinio
dydzio X entropija H(X). Vadinasi,

o)

HX) < = [ px(o)log,priz) ds.

—0o0

Irase log, py (z) israiska (1.18), gausime

H(X) < 7pX(I) (M(logze)+1og2(\/%a)> dx

202
log, e Vi T
2%_22 /(a:—a)QpX(a:) dx + log,(V27o) /px(x) dx
| 1
= (;gzze DX + log,(V27mo) - 1 = 5 log, (2emo?).
o

]

Is 1.4.1 teoremos iSplaukia, kad tarp visy absoliuciai tolydziy atsitiktiniy dydziy, turinciy

baigtine dispersija o2, didziausia entropija 3 log,(2ero?) turi normalusis atsitiktinis dydis.
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2 Pagrindiniai duomeny tyrimo uzdaviniai ir savokos

Pradine pazintj su duomeny tyrimo pagrindinémis savokomis ir sprendziamais uzdaviniais

pradésime nuo paprasciausiy pavyzdziy.

2.1 Pirmieji pavyzdziai

Norédami neformaliai supazindinti su pradine duomeny tyrimo terminologija, pateiksime
keleta paprasty duomeny rinkiniy. Jie mums pravers ir véliau nagrinéjamy metody ilius-

tracijai.

2.1.1 Duomenys apie ora

Stebimos oro salygos, kurioms esant ”Zvaigidiiq" komanda sutinka zaisti parodomasias
rungtynes. 2.1 lenteléje pateikiamas duomeny rinkinys ( imtis ), sudarytas is 14 jrasy.
Kaip matome, kiekvieng jrasg sudaro penkios kintamyjy arba atributy reikSmeés, nusakancios
tam tikras jraso charakteristikas. Siuo atveju pirmuyjy keturiy kintamyjy Oras, Tem-
peratura, Drégnumas, Véjuota reiSmes jtakoja kintamojo Zaisti igyjama reikSme. Pacios
kintamyjy reik§més ¢ia labiau atspindi kokybinius (kitaip: kategorinius ) esamos meteo-
rologinés situacijos parametrus, o ne kiekybinius. Pavyzdziui Drégnumas gali buti didelis
arba normalus, Temperatura nusakoma "pagal savijauta" - karsta, Silta, vésu.

Dabar pagal turimus duomenis pabandykime sukonstruoti taisykles, kurios leisty nuspéti
"Zvaigidiiq" elges], esant bet kokioms oro salygoms. Kitaip sakant, reikia "ismokti"” ap-
skai¢iuoti kintamojo Zaisti reik§me, priklausomai nuo likusiyjy kintamyjy reikSmiy. Tai-

syklés galéty buti tokios

Jei Oras=sauléta ir Drégnumas=didelis tai Zaisti=ne
Jei Oras=lietinga ir Véjuota=TRUEFE tai Zaisti=ne
Jei Oras=debesuota tai Zaisti:taip

Jei Drégnumas—normalus tai Zaisti:taip

Kitais atvejais Zaisti=taip

Pastebésime, kad Sios taisyklés teisingai klasifikuoja visus jrasus, jei taikomos tokia tvarka
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Oras Temperatura | Dréegnumas | Veéjuota Zaisti
1| sauléta karsta didelis FALSE ne
2 | sauléta karsta didelis TRUE ne
3 | debesuota karsta didelis FALSE | taip
4 | lietinga Silta didelis FALSE | taip
5 | lietinga veésu normalus | FALSE | taip
6 | lietinga vesu normalus TRUE ne
7 | debesuota vesu normalus TRUE | taip
8 | sauléta Silta didelis FALSE ne
9 | sauléta veésu normalus | FALSE | taip

10 | lietinga silta normalus | FALSE | taip
11 | sauléta silta normalus TRUE | taip
12 | debesuota silta didelis TRUE | taip
13 | debesuota karsta normalus | FALSE | taip
14 | lietinga Silta didelis TRUE ne

2.1 lentelé. Duomenys apie ora

kaip uzraSytos. Tas pacias taisykles kita tvarka pritaikius, galima gauti kitokj rezultata.

Pavyzdziui, atskirai paimta tasykle
Jei Drégnumas=normalus tai Zaisti—taip

ne visada bus teisinga.

Daznai turima imtj patogiau klasifikuoti ne pagal taisykliy seka, o Zymiai vaizdesne priemo-
ne - sprendimy medziu. Siekdami suprasti kada "Zvaigidés” sutinka 7aisti, o kada ne, pagal
2.1 lentelés duomenis sudarykime 2.1 paveiksle pavaizduota sprendimy medj. Pirmiausiai
tikrinama kintamojo Oras reiksmé. Pirmosios trys medzio Sakos atitinka tris galimas
reikSmes. Jei Oras = debesuota, "Zvaigidés" 7aidZzia. Tai atspindi medZio lapas pirmame
lygyje. PrieSingu atveju, tikrinamos kintamyjy Drégnumas arba Vejuola reiksmeés, o galu-

tinius sprendimus matome pavaizduotus antro lygio lapuose. Lapuose parasyti skaic¢iai rodo

kiek imties jrasy tenkina visas salygas nuo Saknies iki atitinkamo lapo. Kaip matome, visi 14
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2.1 pav. Sprendimy medis duomenims apie ora

irasy klasifikuojami teisingai. Tam net neprireiké informacijos apie kintamojo Temperatura
reikSme.

Patikslinkime musy meteorologinius stebéjimus. Kintamuosius ( Oras, Temperatura, Drég-
numas, Véjuota, Zaisti} pazymékime (X3, X, X3, X4, Y) ir i$matuokime oro temperatura
bei drégnuma. Rezultatai pateikti 2.2 lenteléje.

Dabar kintamieji X, ir X3 jau bus kiekybiniai (arba skaitiniai) , nes jy reik§meés nusako
temperaturg laipsniais Celsijaus skaléje ir drégnuma procentais. Kokybinio kintamojo Y
reik8miy aibé yra {taip, ne}. Taisyklés, pagal kurias klasifikuojami jrasai kintamojo Y

atzvilgiu, galéty buti tokios

Jei X, = sauléta ir X3 > 84 tai Y = ne
Jei Xy = lietinga ir Xy, = TRUF tai Y = ne

Kitais atvejais Y = taip

Be klasifikacijos daznai dar nagrinéjamos ir vadinamosios asociaciacijos taisyklés, nusa-
kancios galimus sarySius tarp jvairiy kintamyjy. Pavyzdziui, pagal 2.1 lentelés duomenis

galime "iSmokti" tokias taisykles
Jei Temperatura=vésu tai Drégnumas=normalus
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X Xo | X3 X4 Y
1| sauléta 29 | 85 | FALSE | ne
2 | sauléta 27 1 90 | TRUE | ne
3 | debesuota | 28 | 86 | FALSE | taip
4 | lietinga | 21 | 96 | FALSE | taip
5| lietinga | 20 | 80 | FALSE | taip
6 | lietinga | 18 | 70 | TRUE | ne
7 | debesuota | 18 | 65 | TRUE | taip
8 | sauléta 22 | 95 | FALSE | ne
9 | sauléta 21 | 70 | FALSE | taip

10 | lietinga | 24 | 80 | FALSE | taip
11 | sauléta 24 | 70 | TRUE | taip
12 | debesuota | 22 | 90 | TRUE | taip
13 | debesuota | 27 | 75 | FALSE | taip
14 | lietinga | 22 | 91 | TRUE | ne

2.2 lentelé. Patikslinti duomenys apie ora

Jei Oras—sauléta ir Zaisti—ne tai Drégnumas=didelis

Jei Véjuota=FALSE ir Zaisti=ne tai Oras=sauléta ir Drégnumas=didelis

Aigku, galima sugalvoti ir daugiau (pabandykite !) asociacijos ir klasifikacijos taisykliy,
kurios buty teisingos visiems minéty imciy jrasams. Dideléms imtims tai padaryti néra
taip paprasta. Tada konstruojamos taisyklés ar sprendimy medziai teisingai klasifikuojantys

didesniaja imties jrasy dalj.

2.1.2 Regos korekcija

Gydytojai rekomenduoja koreguoti regéjima kontaktiniais leSiais, tik esant tam tikroms
salygoms. 2.3 lenteléje pateikiami duomenys apie galimybe skirti vienokius ar kitokius

kontaktinius lesius, priklausomai nuo paciento amziaus, regéjimo, astigmatizmo ir aSary

kiekio.
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Amzius | Regéjimas Astigmatizmas | Asary kiekis | LeSiai

1 | jaunas trumparegis | ne sumazejes neskirti

2 | jaunas trumparegis | ne normalus minksti

3 | jaunas trumparegis | taip sumazejes neskirti

4 | jaunas trumparegis | taip normalus kieti

5 | jaunas toliaregis ne sumazejes neskirti

6 | jaunas toliaregis ne normalus minksti

7 | jaunas toliaregis taip sumazejes neskirti

8 | jaunas toliaregis taip normalus kieti

9 | vidutinis | trumparegis | ne sumazejes neskirti
10 | vidutinis | trumparegis | ne normalus minksti
11 | vidutinis | trumparegis | taip sumazejes neskirti
12 | vidutinis | trumparegis | taip normalus kieti
13 | vidutinis | toliaregis ne sumazejes neskirti
14 | vidutinis | toliaregis ne normalus minksti
15 | vidutinis | toliaregis taip sumazejes neskirti
16 | vidutinis | toliaregis taip normalus neskirti
17 | vyresnis | trumparegis | ne sumazejes neskirti
18 | vyresnis | trumparegis | ne normalus neskirti
19 | vyresnis | trumparegis | taip sumazejes neskirti
20 | vyresnis | trumparegis | taip normalus kieti
21 | vyresnis | toliaregis ne sumazejes neskirti
22 | vyresnis | toliaregis ne normalus minksti
23 | vyresnis | toliaregis taip sumazejes neskirti
24 | vyresnis | toliaregis taip normalus neskirti

2.3 lentelé. Duomenys apie regos korekcija
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Perspéjimas: pavyzdys yra iliustracinis, todél zemiau formuluojamy rekomendacijy nerei-

kéty laikyti alternatyva jusy gydytojo nuomonei !

I8 viso yra 24 jraSai, nusakantys visas galimas §iy parametry reik§miy kombinacijas (3 x 2 x
2 x 2 = 24). Tagiau jy pateikimo budas vizualiai sunkiai aprépiamas. O jeigu kintamujy
skai¢ius buty didesnis ir jragy turétume ne 24, o tarkime 10000 7 Kitaip sakant, reikalingos
kuo paprastesnés taisyklés, leidziancios teisingai klasifikuoti visus ar bent jau didesne dalj

imties jrasy pagal kintamojo Lesiai reikSmes. Pavyzdziui, tokia paprasta taisyklé
Jei Asary kiekis=sumazéjes tai LeSiai=neskirti

teisingai klasifikuoja 12 jrasy, bet likusieji lieka visai neklasifikuoti. Aisku galimas ir kitas
krastutinumas - paraSyti taisykliy seka is 24 salygy, kuri visiSkai atitiks turimus duomenis.
Taciau taikyti tokig "taisykle" buty, ko gero, daugiau vargo, nei studijuoti pradine lentele.
Kaip jau matéme, kita priemoné tokiam uzdaviniui spresti yra sprendimy medis. Vienas i8

galimy, Sio pavyzdzio duomenis atitinkantis, sprendimy medis pavaizduotas 2.2 paveiksle.

-

sumaZgjes = normalus

-
sk (2.0 *
/ = taip
inkes (6.01.0)

=trumparegis =toliaregis

vl S
izt (3.0 reski (5,010

2.2 pav. Sprendimy medis regos korekcijos duomenims
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Pastebésime, kad jis teisingai klasifikuoja 22 jrasus i§ 24. Tokiy medziy konstrukcija bus

nagrinéjama véliau.

2.1.3 Irisy klasifikacija

Turbut Zymiausias ir klasikiniu tapes klasifikavimo uzdavinio pavyzdys priklauso amerikie-
¢iy statistikui R.A.FiSeriui. 1936 metais jis pateiké duomenis apie tris augaly rusis: Iris-
setosa, Iris-versicolor, Iris-virginica. Buvo matuojami keturi kiekvieno augalo parametrai:
taurélapio ilgis, taurélapio plotis, vainiklapio ilgis, vainiklapio plotis (centimetrais). Gauta
imtis, sudaryta i§ 150 jrasy (po 50 kiekvienos rusies irisy). Dalis Sios imties pateikiama 2 .4
lenteléje.

Skaitiniai kintamieji X7, Xs, X3, X, Zymi minétus augalo parametrus, o kokybinis kintama-
sis Y nusako augalo rusj. Klausimas kaip nepriklausoms kintamieji Xq, Xo, X3, X4 jtakoja
iriso rusj, t.y. priklausomybe vienai i§ trijy klasiy, nusakomy priklausomo kintamojo Y
reikSmémis. ISnagrinéjus visus 150 imties jragy, galima buty "iSmokti" , pavyzdziui, tokias

irisy klasifikavimo taisykles:

Jei X3 < 2,45 tai Y = Iris — setosa

Jei X5 < 2,10 tai Y = Iris — versicolor

Jei X5 < 2,45 ir X3 < 4,55 tai Y = Iris — versicolor

Jei Xy < 2,95 ir X, < 1,35 tai Y = Iris — versicolor

Jei X35> 2,45 ir X3 < 4,45 tai Y = Iris — versicolor

Jei X7 > 5,85 ir X3 < 4,75 tai Y = Iris — versicolor

Jei X9 < 2,55 ir X3 <4,95 ir Xy, < 1,55 tai Y = Iris — versicolor
Jei X3 > 2,45 ir X3 < 4,95 ir X4, < 1,55 tai Y = Iris — versicolor
Jei X7 > 6,55 ir X3 < 5,05 tai Y = Iris — versicolor

Jei X9 < 2,75 ir Xy < 1,65 ir X; < 6,05 tai Y = Iris — versicolor
Jei X1 >5,85ir X; < 5,95 ir X3 < 4,85 tai Y = Iris — versicolor
Jei X3 > 5,15 tai Y = Iris — virginica

Jei Xy > 1,85 tai Y = Iris — virginica

Jei Xy > 1,75 ir Xy < 3,05 tai Y = Iris — virginica

Jei X3 >4,95 ir Xy < 1,55 tai Y = Iris — virginica
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Taurélapio | Taurélapio | Vainiklapio | Vainiklapio Iriso

ilgis (X;1) | plotis (Xs) | ilgis (X3) | plotis (X4) rusis (Y)

1 5,1 3,5 1,4 0,2 Iris-setosa

2 4.9 3,0 1,4 0,2 Iris-setosa

3 4,7 3,2 1,3 0,2 Iris-setosa

4 4,6 3,1 1,5 0,2 Iris-setosa

5 5,0 3,6 1,4 0,2 Iris-setosa

o0 5,0 3,3 1,4 0,2 Iris-setosa
ol 7,0 3,2 477 1,4 Iris-versicolor
52 6,4 3,2 4.5 1,5 Iris-versicolor
03 6,9 3,1 4,9 1,5 Iris-versicolor
54 9,5 2,3 4,0 1,3 Iris-versicolor
55 6,5 2,8 4.6 1,5 Iris-versicolor
100 5,7 2,8 4,1 1,3 Iris-versicolor
101 6,3 3,3 6,0 2.5 Iris-virginica
102 9,8 2,7 9,1 1,9 Iris-virginica
103 7,1 3,0 5,9 2.1 Iris-virginica
104 6,3 2,9 5,6 1,8 Iris-virginica
105 6,9 3,0 9,8 2.2 Iris-virginica
150 3,9 3,0 5,1 1,8 Iris-virginica

2.4 lentelé. TIrisy rusys

45




Kaip matome, Sios taisyklés yra labai komplikuotos. Véliau nagrinésime specialius klasi-
fikavimo taisykliy konstravimo metodus, leidziancius gauti tokia pat informacija suteikian-

¢ias, taciau zymiai kompaktiskesnes taisykles.

2.1.4 Rankra$cio atpaZinimas

Skanuojant ranka rasytus skaitmenis, pavyzdziui pasto indeksus ant voko, asmens kodus
dokumentuose ar anketose, dél rankrasc¢io ir raSymo priemoniy skirtumy galimos klaidos
juos atpazjstant. Tarkime, kad po tam tikry transformacijy skaneris kiekviena ranka rasyta
skaitmenj iSsaugo kaip nespalvota 16 x 16 = 256 pikseliy piesinj. Keliasdesimt tokiy pieSiniy

pavyzdziy matome 2.3 paveiksle.
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2.3 pav. Ranka raSyty skaitmeny pavyzdziai

Kiekvieno pikselio Sviesumas kinta nuo 0 iki 255 todél apraSomas skaitiniu kintamuoju

X; €{0,1,...,255}, (i =1,2,...,256). Taigi kiekvienas imties jrasas
(X17X2> cee 7X2567 Y)

turés 256 nepriklausomus kintamuosius, kuriy reiksmés apsprendzia 257 - ojo ( priklausomo
) kategorinio kintamojo Y reik$me. Cia Y nusako klase, kuriai priklauso visas piesinys t.y.
koks skaitmuo jame pavaizduotas. Tad veél turime spresti klasifikavimo uzdavinj ir Y €

{0,1,...,9}. Tadiau, jei skaitmuo paraSytas labai neaigkiai, reikéty numatyti pakartotinio
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skanavimo arba "rankinio" identifikavimo galimybe. Tam reikéty klasiy skai¢iy padidinti
iki vienuolikos, leidZiant kai kuriuos jrasus priskirti klasei "neperskaitau”. Tai sumazinty

klaidos tikimybe.

2.1.5 Skaitiné prognozé

Nors irisy imtyje visi nepriklausomieji kintamieji buvo skaitiniai, tac¢iau klasifikavimas buvo
atliekamas pagal kategorinj kintamajj. 2.5 lenteléje pateikiama dalis duomeny apie jvairias
( hipotetines ) kompiuterio konfiguracijas, siekiant iSsiaigkinti kaip priklauso jo naSumas,

iSreikstas salyginiais vienetais, nuo jvairiy sistemos parametry.

Takto | Pagr.atm. | Pagr.atm. Spart. Kanalai | Kanalai | Nasu-
ilgis (ns) | min (Kb) | max(Kb) | atm.(Kb) | min max mas
Xy Xy X3 Xy X5 X Y
1 125 256 6000 256 16 128 199
2 29 8000 32000 32 8 32 253
3 29 8000 32000 32 8 32 253
4 29 8000 32000 32 8 32 253
) 29 8000 16000 32 8 16 132
6 26 8000 32000 64 8 32 290
7 23 16000 32000 64 16 32 381
8 23 16000 32000 64 16 32 381
9 23 16000 64000 64 16 32 749
10 23 32000 64000 128 32 64 1238
207 125 2000 8000 0 2 14 41
208 480) 512 8000 32 0 0 47
209 480 1000 4000 0 0 0 25

2.5 lentele. Kompiuterio darbo nasumo duomenys

Laikydami, kad nagumas (priklausomas kintamasis Y ) tiesigkai priklauso nuo kintamyjy
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X1, Xo, X3, X4, X5, Xg, galéetume gauti, pavyzdziui, tokj kintamojo Y jvertj:
Y = —66,481 + 0, 066X + 0,014X5 + 0,0066X5 + 0,494X, — 0,172X;5 + 1,20117 X .

Tai yra vadinamasis tiesines regresijos modelis, o gautoji lygybeé kartais dar vadinama
tiesines regresijos lygtimi. Kaip randami Sios lygties koeficientai bei kaip atrodo kitokie

regresijos modeliai kalbésime véliau.

2.2 Duomenys ir jy atributai

Pereisime prie kiek nuoseklesnio déstymo. Vieno populiacijos objekto stebéjimo (matavimo)
rezultatas vadinamas grasu. Visi jrasai sudaro imt;, o jy kiekis vadinamas imties dy-
dZiu. Tuo atveju, kai matuojame tik vieng atributa (pvz., ugj), jraSas turés vienintele
komponente, o stebimasis dydis (ir pati imtis) vadinami vienmadciais. Jei mums rupi
kelios stebimojo objekto charakteristikos (pvz., lytis, ugis ir svoris), tai jrasa sudarys p
komponenc¢iy (paminétuoju atveju p=3), o pats stebimasis dydis (ir imtis) vadinami p-
madciais. Pavyzdziui, Fierio irisy imtis i$ 2.1.3 skyrelio yra penkiamaté ( p = 5 ), o jos
dydis lygus 150.

Komponentes sudaro jvairiy tipu kintamieji. Dazniausiai sutinkami skaitiniai (kitaip: kar-
dinalieji ar kiekybiniai) kintamieji, jie dar skirstomi j tolydZiuosius (temperatura, turis,
laikas,...) ir diskreciuosius (vaiky Seimoje skaicius, avarijy ar klienty per diena skaicius,...).
Bet kuris i§ siy tipy skirstomas dar j dvi grupes - santykinius (svoris, ugis ir pan.; prasme
turi ne tik svoriy skirtumas, bet ir santykis) ir intervalinius ( kitaip: skirtuminius ) (tem-
peratura, 1Q, data; skirtumai turi prasme, ta¢iau santykiai - ne). Dydzio priskyrimas vienai
ar kitai grupei i§ esmés priklauso nuo to, galime ar ne jvesti prasminga nulj. Santykini-
ams kintamiesiams teiginys pavidalo: Jonas (60 kg) yra du kartus sunkesnis uz mazajj
Augusta (30 kg), yra teisingas (nes, kokius svorio vienetus bejvestume, savoka "svoris lygus
nuliui" reiskia ta patj), tac¢iau teigti, kad $iandien (+20°C') yra dvigubai Sil¢iau negu vakar
(+10°C) yra neteisinga, nes, pvz., Farenheito skaléje Sios temperaturos uzrasomos kaip
+68°F ir +50° F. PanagSiai yra su intelektualumo koeficientu IQ (nes psichologai nesutaria,
ka reiskia IQ=0) ar su data (paprastai atskaitos pradzia (pvz., Kristaus gimimas) yra susi-

tarimo reikalas). Antra vertus, teiginys, kad futbolo rungtyniy kélinys trunka du su puse
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karto ilgiau negu krepsinio, yra teisingas (laiko momenty (ar temperatury) skirtumas yra
santykinis kintamasis, nes savoka "jvykis truko 0 laiko" yra vienareik§miskai suprantamas).
Kita dydziy klase sudaro kokybiniai ( kitaip: kategoriniai) kintamieji, kurie savo ruoZtu
skirstomi j ranginius ir vardinius.

Ranginiai (kitaip: tvarkos arba ordinalieji ( lot. ordinatio - sutvarkymas)) kintamieji (pvz.,
varzybose uzimta vieta, i3simokslinimas, ...). Tarkime, kad keturiy komandy turnyre ko-

mandos U, V ir Z po pirmojo rato surinko atitinkamai 45, 16 ir 18 tasky.

1-as ratas | 2-as ratas | Galutinis rezultatas
U 45 28 73
A S A
\Y% 16 30 46
B A S
Z 18 12 30
S B B

Kadangi 0 yra naturali vertinimo skalés pradzia, tasky skaicius yra skaitinis santykinis
kintamasis. Antra vertus, sporto esmé yra kuo aukstesné vieta, todél komandas galima
isdestyti pagal uzimta vieta. Kitais zodziais, U yra 1-ji, V - 3-ji, o Z - 2-ji komanda, taciau
dabar skaiciai 1, 2, ir 3 yra komandos vieta arba rangas. Tiesg sakant, tai netgi ne skaiciai, o
simboliai, komandas mes galime pavadinti auksine, sidabrine arba bronzine (A, S ir B). Jei
tartume, kad pirmenybése buvo ir antrasis ratas, kuriame komandos surinko atitinkamai 28,
30 ir 12 tasky, tai aiSku, kad jy taskus galima (ir reikia) sudéti, taciau simboliy (ranginiy
kintamyjy) A, S ir B suma prasmés neturi.

Prisiminkime 2.1 lenteléje pateikta oro salygy stebéjimo imtj. Visi penki kintamieji Sioje
imtyje yra kategoriniai. Taciau tik Temperatura ir Drégnumas bus ranginiai. Tuo tarpu
likusieji trys yra vardiniai (arba nominalieji (nominus - lot. vardas)) kintamieji, nes §iuo
atveju jokio naturalaus isdéstymo "didéjimo tvarka" néra. Kiti vardiniy kintamyjy pavyz-
dziai galéty buti : akiy spalva, socialiné grupé, automobilio gamintojo vardas ir t.t. Taip pat
vardinis yra ir 2.1.4 skyrelyje skaitmeny atpazinimo uzdavinyje nagriné¢jamas kintamasis Y.

Nors Y € {0,1,...,9}, ta¢iau jo negalime laikyti ranginiu, nes pavyzdziui, tai kad Y = 5
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Siuo atveju reiSkia, kad pieSinyje buvo "nupieStas" penketas. Kitaip sakant, tai yra tam
tikros klasés, kuriai priklauso pieSinys, kodas.

Mes susipazinome su jvairiais kintamuyjy tipais. Atkreipsime démesj, kad skai¢ius prasmingy
operacijy, kurias galime atlikti su kintamaisiais, priklauso nuo jy tipo. Pavyzdziui, néra
jokios prasmes skaic¢iuoti vardinio kintamojo vidurkj, net jei galimos tokio kintamojo reiks-

més uzkoduotos skaiciais. 2.6 lenteléje iSvardintos leistinos operacijos jvairiems kintamie-

siems.
Kintamojo tipas Leistinos operacijos
Kategorinis | Vardinis Irasy, patekusiy j kiekviena kategorija, skai¢iaus radimas
Ranginis Irasy, turinciy konkrety ranga, skai¢iaus radimas.
Rangy palyginimas (santykiai "daugiau", "maziau")
Skaitinis Intervalinis | Sudétis, atimtis, daugyba, dalyba i§ skai¢iaus
Santykinis | Visos matematinés operacijos

2.6 lentele. Kintamyjy tipai ir leistinos operacijos

2.3 Pradiné duomeny analize ir jy transformacijos

Pradiniai duomenys beveik niekada nebuna "grazus" ir i§ karto tinkami naudojimui. Todél
pries pradedant spresti vienokj ar kitokj duomeny tyrimo uzdavinj, duomenis reikia paruosti
taip, kad jie buty tinkami numatomam tyrimo uzdaviniui ir jo sprendimo algoritmui. Ap-

tarsime dazniausiai pasitaikancias problemas ir galimus jy sprendimo budus.

2.3.1 Duomeny transformacijos

Galimy reikSmiy skaic¢iaus atzvilgiu, paprasciausi yra kategoriniai kintamieji. Juy reikSmeés,
priklausomai nuo duomeny prigimties, yra labai jvairios. Taciau, kaip Zinia, bet koks

matematinis aparatas labiausiai "pritaikytas" dirbti su skaiciais. Todél, turédami kategorinj
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kintamajj X, jgyjantj k (k > 1) skirtingy reik8miy, galime galvoti, kad
X e{1,2,...,k}.

Prisiminkime oro salyguy imtj 2.2 lenteléje. Juk kiekvienam matematikui ir, gal but, dau-

gumai duomeny tyréjy uzrasas X; € {1,2,3} yra Zymiai malonesnis ir aiskesnis nei
X; € {sauléta, debesuota, lietinga} .

Dvi reik8mes jgyjantj kintamajj galima koduoti binariniu kodu : 0ir 1 . Beje, kartais statis-
tiniuose tyrimuose k -reikSmis kategorinis kintamasis X transformuojamas j vadinamaji
fiktyvy ( angl. dummy) kintamajj X', kurio reik§més yra k - Zenkliai binariniai zodziai,
sudaryti i§ £ — 1 nulio ir vieno vieneto. Pavyzdziui, jau minétas oro salygas nusakantis

kintamasis X; buty koduojamas taip

X, X!

sauléta 100
debesuota | 010

letinga | 001

Skaitiniy kintamuyjy transformacijos priklauso nuo naudojamy duomeny tyrimo metody.
Daznai algoritmai, besiremiantys atstumo p - matéje erdveje skai¢iavimu, reikalauja, kad
skaitiniy kintamuyjy reikSmes buty standartizuotos, kitaip sakant, priklausyty, pavyzdziui,
intervalui [—1; 1] arba [0; 1].

Tarkime, kad n yra imties dydis, o z1,x», ..., 2z, yra Sioje imtyje stebétos skaitinio kinta-

mojo X reikSmeés. Yra jvairiy X reikSmiy standartizavimo budy. Pateiksime tris iS jy.
1. DeSimtainis standartizavimas. Apibrézkime sveika neneigiama skaiciy K:
K =min {k : k>0, 107" max |2,/ <1 }.
1<i<n

Tada standartizuotos reikSmeés x; randamos, pastumiant kablelj per K pozicijy j kaire.
Taigi
xh = x; 107K

Akivaizdu, kad taip transformuotos reik§més priklausys intervalui [—1;1].

o1



2. Min-max standartizavimas. De§imtainio standartizavimo trukumas gali pasireiks-
ti, kai visos reiksmeés z; yra "sustumiamos" j palyginti maza intervalo [—1;1] dalj.
Pavyzdziui, jei visi z; € [100;200] , tai =} € [0, 1;0,2]. Tokios reiksmiy koncentracijos

leidzia i$vengti min-max transformacija. Pazymékime

m= min z; ir M = max z;.

1<i<n 1<i<n
Tada
,Z’/ . Ty — MM
M -—m

Taip standartizuotos reiksmeés priklausys intervalui [0;1]. Norint jas "issklaidyti"
intervale [—1; 1], pastaraja lygybe reikéty pakeisti tokia

$,_2$1—M—m
T M-m

3. z - standartizavimas. Tai labiausiai paplites standartizavimas, kuris reiskia vadi-
namyjy z reikSmiy skaiciavima. Tarkime, kad z yra kintamojo X imties vidurkis, o s

- imties standartinis nuokrypis :

1
T=—) z,
n <
i=1
s
n—14 ‘
=1
Tuomet z reikSmés skaic¢iuojamos pagal formule
€T, — T
Z; =
s
Siai transformacijai budinga tai, kad bet kurios duomeny aibés {x1,29,...,2,} =

reiksmiy vidurkis visada lygus 0, o standartinis nuokrypis visada lygus 1 : z = 0,

s, =1.

Gali kilti klausimas, kodél vienaip ar kitaip duomenys transformuojami prie§ pradedant
juos tirti. Ar nebuty paprasciau, jei reikalingos transformacijos buty tiesiog sudedamoji
atitinkamy duomeny tyrimo algoritmy dalis 7 Atsakymui j §j klausima, galima paminéti du

argumentus. Visy pirma tokia pat transformacija reikalinga keliems skirtingiems duomeny
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tyrimo metodams. Todél kiekvieng karta ja skaic¢iuoti i§ naujo neracionalu. Dar svarbesnis
yra kitas motyvas. Duomeny tyrimo metu ir testuojant gautas isvadas, daznai tenka dirbti
tiek su visa imtimi, tiek su dalimi jos jrasy. Kad kiekvieng karta negautume vis kitaip
standartizuotus duomenis, atitinkamy transformacijy parametrai, karta juos suskaic¢iavus,

turéty buti saugomi kartu su tyrimo rezultatais.

2.3.2 Tolydziyjy kintamyjy diskretizavimas

Is skaitiniy tolydziyjy kintamyjy galima gauti ranginius, o i§ $iy - vardinius kintamuosius,
taciau taip prarandama dalis informacijos. Pavyzdziui, tegul kintamasis yra ugis. Renkame
informacija apie studenty vaikiny ugj. Mums tereikia Zinoti, ar vaikinas zemaugis ( iki
160cm ), ar vidutinio agio ([160; 180] ), ar aukstaiigis ( per 180 cm). Siuo atveju ugis jau
nusakomas ranginiu kintamuoju, turinciu tris leistinas reikSmes: Zemaugis,vidutinio ugio ir
aukstaugis. Informacijos nuostoliai bus tuo mazesni, kuo "teisingiau" suskaidysime pradinj
reik8miy intervala j 3 dalis ( jei i$ anksto apsispresta grupuoti studentus j 3 ugio kategorijas
).

Aptarsime viena is galimy panasaus uzdavinio sprendimo budy. Tarkime, kad X yra vienas
is tolydziy nepriklausomy kintamyjy, o Y - priklausomas kategorinis kintamasis, turintis
k kategoriju. Galime laikyti, kad Y € {1,2,...,k} , o imties jrasai yra {(z;,v;), i =
1,2,...,N}. Diskretizuosime kintamajj X , transformuodami jj j kategorinj kintamajj,
turintj ne daugiau kaip ky kategoriju (2 < kyx < N).

Pirmiausiai visa kintamojo X leistiny reikSmiy intervalg skaidome j nesikertancius intervalus
taip, kad skirtingos reiksmeés x; priklausyty skirtingiems intervalams. Tarkime, kad [ ir
I> yra bet kurie du gretimi dalinimo intervalai. Toliau, pasirinke reikSmingumo lygmenj
0 < a < 1, tikriname ar statistiskai reikSmingas skirtumas tarp kintamojo Y skirstiniy, kai
X priklauso intervalams I; ir I,. Tikrinimui naudosime y? kriterijy.

Pazymékime n,,; skaifiy jrasy, kuriems X € [, ir Y =5 (m=1,2; j=1,2,.... k),

t.y.

i €Im ,y;=J
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Be to, tegul n.; = ny; + nyj,
k
Ny = E Ny -
Jj=1
ir
k
n=ni. +ng. = E nj .
Jj=1

Kitaip sakant, n yra jrasy, kuriems X € I;UI, , skaicius. Visi Sie Zymeéjimai ir jy tarpusavio

sarysiai atsispindi 2.7 lenteléje.

X\Y|1]2|...|k]|¢%x
]1 ni1 | N2 e Nk | Ny.
]2 No1 | Moo e Tk | Na.
> nilna|... | np| n

2.7 lentelé. Poriné dazniy lentelé

Kriterijaus funkcija ( kitaip dar vadinama kriterijaus statistika) yra
2 - (Minj = Emj)?
X = Z Z : o =,
m=1 j=1 mj
¢ia F,,; - tikétinieji dazniai. Jie apskaiCiuojami pagal formule

Ny N5

n
Laisveés laipsniy skaicius lygus k — 1.
Jei dazniy lenteléje kuris nors i§ n,,. ar n.; lygus 0, laikysime, kad FE,,; lygus kokiam
nors mazam teigiamam skaiciui, tarkime £,,; = 0,1. Tuo siekiama i§vengti dalybos i5 0 ,
skaiciuojant y2.
Jei gautoji x? reikdmeé yra mazesné uz x? skirstinio su k — 1 laisvés laipsniu « lygmens
kriting reiksme x2(k — 1), tai galime tvirtinti, kad kintamojo Y skirstinys nepriklauso nuo
to kuriam i$ intervaly I; ar I, priklauso X reiksmeés. Todél intervalus [; ir I, galime

sujungti ir vienetu sumazinti turimy intervaly skaiciy.
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Praktiskai procedura atliekama taip. Suskai¢iuojamos 2 reik§meés visoms gretimy intervaly
poroms. Tegul [; ir I yra gretimi intervalai, kuriems §i reikSmé buvo maziausia, tarkime

x? = u . Toliau nagrinéjame du galimus atvejus.

a) Jei
u < Xi(k o 1) )

tai intervalus I; ir I, sujungiame ir vél skai¢inojame 2 reiks§mes tik jau mazesniam
intervaly skaic¢iui. Tai kartojame tol, kol intervaly skaic¢ius taps ne didesnis uz pagei-
daujama kategorijy kiekj kx. Pastebésime, kad kiekviename zingsnyje (aisku, isskyrus

pirmajj) reikés perskaic¢iuoti ne daugiau, kaip dvi x? reik§mes.
b) Kuriame nors zingsnyje gauname, kad
u> ok —1)

ir turimas intervaly skaic¢ius vis dar didesnis uz kx. Tada, sumazine reikSmingumo

lygmenj «, padidiname x2(k — 1) ir tesiame procedura (7r. punkta a))

Jei reikia diskretizuoti kelis kintamuosius, §i procedura kartojama, kiekvienam is jy paren-
kant tinkamus parametrus kx ir . Pastebésime, kad y2(k—1) reiksmés randamos lentelése
arba skai¢iuojamos, panaudojant specialias statistiniy pakety funkcijas. Panagrinékime
pavyzdj.

Pavyzdys.

Buvo tiriamas naujos gydymo metodikos efektyvumas pacientams, kuriy amzius iki 60 mety.
Rezultatg nusako kintamasis Y . Jei po gydymo kurso uzfiksuotas pageréjimas, tai ¥ = 1.
Priesingu atveju Y = 2. 2.8 lenteléje pateikti duomenys apie 12 stebéty ligoniy. Pasirinke
reik§mingumo lygmenj o = 0, 1 ir jo nekeisdami, suskaidysime X leistiny reiksmiy intervala
(0; 60] taip, kad gautume kuo mazesnj diskretizuoto kintamojo kategorijy skai¢iy. Turime,
kad Y kategorijy skaic¢ius k = 2. Tada x? skirstinio kritiniy reikmiy lenteléje randame
X(2),1(1) =2,706.

Pradinius intervalo skaidymo taSkus pasirinksime, imdami vidurius tarp dviejy gretimyjy
kintamojo X reik§miy. Taigi pradinis skaidinys turés 12 intervaly : (0;2], (2;5],. .., (52, 5; 60].

Vienuolikai gretimy intervaly pory apskai¢iuojame x? reiksmes. Maziausia bus kai
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Paciento amzius (m.) | Gydymo rezultatas

X Y
1 1 1
2 3 2
3 7 1
4 8 1
d 9 1
6 11 2
7 23 2
8 37 1
9 39 2
10 45 1
11 46 1
12 59 1

2.8 lentelé. Gydymo rezultatai

I, = (7,5; 8,5], I = (8,5; 10]. Paziurékime kaip ji randama. Siuos intervalus atitinkanti

poriné dazniy lentelé yra

X\Y 1 2 5

[1 = (7, 5, 8,5] niy = 1 Nig = 0 ny. = 1

[2 = (8,5; 10] N9 — 1 Nog — 0 Ng. = 1

b ni=2|nyg=0| n=2

Pagal Siuos duomenis apskaic¢iuojame tikétinuosius daznius. Turésime

1-2

EH:EQI:Tzl

ir E12 = EQQ = O, 1 , NeS N.g = 0. Todél

, (1-12 (0-0,12 (1-12 (0-0,1)
+ + =0,2.
X 1 0,1 1 0,1 0
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Kadangi x? < 2,706 , tai sujunge nagrinéjamus intervalus, vietoje I; ir I, turésime vieng
nauja intervalg (7, 5; 10].

Toliau tesdami intervaly jungimo procesg, ateisime iki trijy intervaly skaidinio :
(0; 10], (10; 42], (42; 60] .

Ar galima kuriuos nors i§ jy sujungti? Suskaic¢iuosime dvi Sio skaidinio gretimy intervaly

poras atitinkancias x? reikSmes.

1. Skai¢iavimai intervalams (0; 10] ir (10; 42].

X\Y 1 2 5

Il == (O, 10} nip = 4 T2 = 1 ny. = 5%

]2 == (].0, 42] N1 — 1 Tog — 3 Ng. = 4

b n.1:5 TL.2:4 n=29

E11%2,78, E12%2,22, E21%2,22, E22%1,78.

Todél x? ~ 2,72.

2. Skai¢iavimai intervalams (10; 42] ir (42; 60] .

X\Y 1 2 5

]1 = (10, 42] ni = 1 N2 = 3 ny. = 4

]2 = (42, 60] To1 = 3 Tog = 0 Ng. = 3

b)) ’I’L.1:4 n.2:3 n="7

E11%2,29, E12%1,71, E21%1,71, E22%1,29.

I ¢ia gauname Y2 ~ 3,96.

Kaip matome, abiem atvejais x* reikimés didesnés uz kritine reiksme xg (1) = 2,706. Tai
rodo, kad tarp Siy intervaly yra esminiai skirtumai ir jungti juos nerekomenduojama.

Tiriama imtj dabar galime uzrasyti dazniy lentelés pavidalu
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Paciento | Gydymo rezultatas
Amzius 1 2
jaunas 4 1

vidutinis 1 3

VYresnis 3 0

Cia pacientai skirstomi j tris amZiaus grupes, nusakomas gautais mety intervalais (0; 10],
(10; 42|, (42; 60] . Zinoma, dalies informacijos, lyginant su 2.8 lentele, netekome. Pavyz-
dziui, vidutiniam pacienty amziui skaiciuoti pastaroji lentelé nebetikty. Taciau ji lengviau

vizualiai suvokiama.

2.3.3 Trukstamosios reikSmeés

Daznai dél tam tikry priezas¢iy nejmanoma iSmatuoti kai kuriy vieno ar keliy objekty
parametry. Tai reiskia, kad kai kuriuose jrasuose néra vieno ar keliy kintamuyjy reikSmiy.
Tai vadinamosios trukstamosios reikémés ( praleistieji stebéjimai ). Jei tokiy jrasy dalis
visoje imtyje nedidele, galima juos paprasciausiai iSmesti arba, atliekant skai¢iavimus, ig-
noruoti. Priklausomai nuo to, kokiomis programinémis priemonémis atlickamas tyrimas.
Ta¢iau kartais ir trukstamos reik8meés (arba ju skaicius) yra informatyvios. Pavyzdziui,
paprasius jvertinti politiko populiarumg 10 baly skaléje, 1% apklaustyjy jj jvertino desim-
tukais, o 99% nurodé, kad tokio politiko nezino ( t.y. turime net 99% trukstamy reiksmiy
). Taigi ar 8is politikas gali laikyti save populiariu ? Siuo atveju, matyt, reikéty kitaip
planuoti apklausg. Pavyzdziui, galima i$plésti populiarumo vertinimo skale iki 11, laikant,
kad nepazjstamo politiko populiarumas lygus 0. Kita vertus, jei imtis nedidelé ir yra gal-
imybeé, reikéty pabandyti atstatyti trukstamas reikSmes, pasitelkiant j pagalba ir duomeny
savininkus ar tyrimo uzsakovus.

Pagaliau paprasciausias (bet nebutinai geriausias ) budas eliminuoti trukstamas reiksmes,

automatiskai pakeic¢iant jas tam tikromis konstantomis. Galimi, pavyzdziui, tokie variantai.

1. Visas trukstamas vieno kintamojo reikSmes kei¢iame viena konstanta. Sios konstantos

reiksmé labai priklauso tiek nuo tiriamy duomeny prigimties, tiek nuo tyrimo metodyy.
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2. Visas trukstamas vieno skaitinio kintamojo reikSmes kei¢iame jo vidurkiu.

3. Jei jrasai jau yra kokiu nors budu klasifikuoti, tai trukstamas vieno skaitinio kinta-
mojo reik§mes keic¢iame jo vidutine reikSme toje klaséje, kuriai priklauso nagrinéjamas

jrasas.

Sie paprasti problemos sprendimo budai atrodo viliojanc¢iai. Tac¢iau jais piktnaudziauti nev-
ertéty. Kei¢iant vieno ar, juo labiau, keliy kintamuyjy trukstamas reikSmes, duomenys yra
iSkraipomi. Viena konstanta keic¢iant visy kintamyjy trukstamas reikSmes, galime gauti taip
vadinamas #$skirtis t.y. mazai tikétinas arba net visiskai nejmanomas kai kuriy kintamuyjy
reikSmes. Pavyzdziui, nutare visy skaitiniy kintamuyjy trukstamas reikSmes pakeisti 0, gal-
ime "atrasti", kad kai kurie pilie¢iai visai nieko nesveria arba jy svoris normalus, bet ugis
lygus 0.

Bet kuriuo atveju, trukstamy reikSmiy pakeitimas dazniausiai remiasi prielaida, kad tos
trukstamos reiksmeés '"nedaro didelés jtakos" tyrimo rezultatui. Ar tikrai taip, reikéty
isitikinti sprendziant ta pati uzdavinj skirtingais metodais, taikant skirtingus trukstamy
reikSmiy eliminavimo budus ar net atsisakant kintamuyjy, turinciy daug nezinomy reikSmiy.
Beje, i8skirtys gali atsirasti ne tik eliminuojant trukstamas reikSmes. Tai gali buti paprasci-
ausia duomeny jvedimo ar anketos pildymo klaida, pvz. nurodant kliento amziy, paraSyta
96 vietoje 69. Bet kartais iSskirtys atspindi kokj nors objektyvy reiskinj. Tai liudija toks
pavyzdys. Analizuojant prekybos tinklo nuolaidy korteliy duomenis, buvo pastebéta ne-
didelé grupé klienty, perkanciy nejtikétinai daug. Atidziau iStyrus Sias iSskirtis, paaiskéjo,
kad visos kortelés priklauso to paties prekybos tinklo parduotuviy kasininkams. Jie pa-
prasciausiai "paskolindavo" savo korteles jy neturintiems klientams, siekdami gauti daugiau
premijiniy tasky.

Kategorinio kintamojo iSskirtimi paprastai laikoma reiksme, nepriklausanti jo leistiny reiks-
miy aibei. Sunkiau apibudinti skaitinio kintamojo i$skirtj. Pavyzdziui, kokia kreditinés
kortelés apyvarta laikytina iSskirtimi ? Intuityviai aiSsku, kad tai priklauso ne tik nuo
apyvartos dydzio, bet ir nuo tiriamos populiacijos. Juk auksiniy korteliy savininky imtyje
ir studenty imtyje iSskirtinés apyvartos dydis turety skirtis.

Todél dazniausiai iSskirtimis laikomos tos skaitinio kintamojo reiksmeés z;, kuriy z reikSmes

absoliu¢iuoju didumu didesnés uz 3 : |z;| > 3. Toks apibrézimas grindziamas tikimybiy
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teorijoje gerai Zinoma éebyéovo nelygybe. Beje, kai kurie autoriai siulo laikyti "jtartinomis"
jau tas reikSmes z;, kurioms |z;| > 2.

Taigi tiek trukstamas reikSmes, tiek iSskirtis reikia analizuoti atidZziai, gerai suprantant
turimy duomeny prigimtj. Pageidautina, kad Siame procese dalyvauty ir duomeny savinin-

kai arba tos srities ekspertai.

2.3.4 Objekty artumo matai

Skiriamos dvi objekty artumo maty rusys: atstumai ir panaSumo ( kitaip: asociatyvumo )

koeficientas.

2.3.1 apibrézimas. Atstumu tarp dviejy objekty a ir b vadinsime neneigiamq skaitine
funkcijq d(a, b), nusakanciq kiek skirtingi a ir b. Objektai yra panasus, jei atstumas tarp

Ju mazas.

2.3.2 apibrézimas. Duiejy objekty a ir b panasumo koeficientu vadinsime skaitine funkcijg
s(@a, b), nusakanciq kiek panasus a ir b. Kuo didesnis panasumo koeficientas, tuo panases-

niais vadinamsi objektas.
Daugelis atstumy yra metrikos.

2.3.3 apibrézimas. Atstumas d(a,b) yra metrika, jei jis tenkina sqlygas:
1) simetriskumo: d(a, b) = d(b, a) ;
2) trikampio nelygybés: d(a, b) < d(a,c) + d(c,b) ;

3) netapaciy objekty atskiriamumo: d(a,b) =0 <= a=1".

Artumo mato pasirinkimas labai priklauso nuo matuojamuy objekty atributy tipo, matavimo
skalés bei sprendziamo uzdavinio. Tarsime, kad objektas nusakomas imties jraso atributy
reiksmémis. Todél toliau neskirsime savoky "objekty artumas" ir "jragy artumas"'. Pra-
dzioje aptarsime paprasty vieno atributo jrasy artumo matus. Tegul dviejy jrasy atributo
reik§més yra u ir v. Dazniausiai sutinkami atstumai ir panasumo koeficientai, priklausomai

nuo atributo tipo, pateikiami 2.9 lenteléje Nesunku jsitikinti, kad kad visi Sioje lenteléje

18 tikryjy objektas ir jo atributy reik&miy rinkinys aiSku néra tas pats. Pavyzdziui gali sutapti dviejy

zmoniy ugis, bet ne patys zmonés.
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Atributo tipas Atstumas Panasumo koeficientas

Vardinis d(u,v) = s(u,v) =1 —d(u,v)
1, jeiu#wv.
Ranginis
(galimos reiksmeés vaizduoja- | d(u,v) = |u—]\—41;| s(u,v) =1 —d(u,v)
mos skai¢iais 0,1,2,..., M )
1
Skaitinis d(u,v) = |u — v s(u,v) = 1T d(v)
s(u,v) = e~
d(u,v) — dpyin
S(u’ U) T dmax - dmin

2.9 lentelé. Vieno atributo reikSmiy v ir v artumo matai

paminéti atstumai yra metrikos.
Kai objekta nusako £ skaitiniy atributy, tenka matuoti atstumus tarp vektoriy

u = (uy,ug,...,ux) ir v=(v1,vs,...,v;) . Dazniausiai naudojami Minkovskio metrikos

k 1/q
d(u,v>:<2\ui—w> L g1, (2.1)
=1

atskiri atvejai.

e ¢ = 1. Manheteno (blokinis) atstumas

d(u,v) = Z lu; — v - (2.2)

Kai u ir v yra binariniai vektoriai, §i metrika dar vadinama Hamingo atstumu ir

reiskia nesutampanciy bity skaiciy.

o ¢ = 2. Euklido metrika
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o ¢ =o0. Cebysovo ( maksimumo ) atstumas
d(u,v) = max |u; — vy . (2.4)

Skaic¢iuojant éebyéovo atstuma, naudojama tik dalis turimos informacijos apie ob-
jektus. Kada tai pateisinama? Tarkime, grupei keliautojy atliekamas suderinamumo
testas. Norima sudaryti grupeles (klasterius), j kurias patekty panagiy charakteriy
(matuojamy atributy) Zmoneés, t.y. visi ju skirtumai nebuty ryskus. Tinkamiausias

Siuo atveju panasumo kriterijus yra mazas CebySovo atstumas.

Vienas iS metriniy atstumy maty trukumy - nevienoda skirtingai matuojamy atributy
itaka. Kintamieji, kuriy sklaidos charakteristikos jgyja dideles reikSmes, gali nustelbti mazai
jvairuojanciy kintamuyjy jtaka. Tarkime, turime du vektorius (1; 200) ir (1, 1; 500). Euklido

atstumas tarp jy yra
v/ 0,12 + 3002 ~ 300, 0002 .

Atstuma faktiskai nulemia antroji vektoriy koordinaté. Vienas is budy Sio trukumo isvengti
- uZuot naudojus pacius atributus, imti jy standartizuotasias reikmes ( 7r. 2.3.1 skyrelj
). Kitas budas - turint tokius duomenis, naudoti masteliy skirtumus kompensuojancia

metrika. Viena i$ tokiy - Mahalanobio atstumas

du(u,v) = /u— V)= (u—v7, (2.5)
¢ia X! yra atributy kovariacijy matricos
Y= (Uij>kxk

atvirkstiné matrica. Priminsime, kad 7 - tojo ir j - atributy kovariacija apibréziama taip:

n

1 _ _
Oi5 = COV(XZ‘,X]') = n—1 ;(l’h — xi)(l'lj — ij) s (2 6)
¢ia xX; = (21, Tos, ..., Tni)? i - tojo atributo reikdmiy stulpelis,
1 n
:Z'Z = - Ll ,
n
=1
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Kai kovariacijy matrica yra vienetiné, Mahalanobio atstumas sutampa su Euklido metrika.

Atstumas tarp diskreciyjy vektoriy paprastai reiskiamas nesutapimy metrika

da(u,v) = % > (2.7)

u;Fvg
Aptarsime ir keletg vektoriy panasumo maty. Vektoriy skaliarine sandaugg ir vektoriaus
ilg] Zymésime

k
U'V:ZW%’, v =vv-v.
i=1

Be to, pazymésime v - vidurkiy vektoriy, sudaryta is k& vienody koordinaciy v

Zvi'

=1

v=(0,0,...,0), U=

| =

Keletas dazniausiai naudojamy panasumo koeficiento iSraisky pateikiama 2 .10 lenteléje.
Palyginsime binariniy vektoriy suderinamumo ir Zakardo panasumo koeficientus. Jei u ir

v yra binariniai vektoriai, tai 0 ir 1 iSsidéstyma jy koordinatése nusako dazniy lentele

0 Koo Ko

1 klO kll

Cia ky, reiskia koordinaciy, tenkinanciy salygas u; = [, v; = m , skai¢iy. Aisku, kad
koo + ko1 + k1o + k11 = K,

o sutampanciy koordinaciy skaic¢ius yra lygus koo + k11. Todél suderinamumo koeficientas

k k
Ssud(1,v) =1 —da(u,v) = % .

Skaiciuojant Zakardo panasumo koeficienta s;(u,v), sutampantys nuliai néra svarbus

_ 1y
ko1 + k1o + k11

sy(u,v)
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Pavadinimas s(u, v) formulé

Suderinamumo 1 —da(u,v)
- u-v
Zakardo

[l + [Jv[]* —u-v
Vektoriy kampo kosinusas nv

[[ull[[v]

(u-1)-(v—v)

Koreliacijos - -
[lu—al|v—v|

2.10 lentelé. Vektoriy u ir v panasumo koeficientai s(u,v)

2.3.1 pavyzdys. Parduotuvé prekiauja 10 pavadinimy prekémis. Dviejy pirkéjy "krepse-

liai" vaizduojami binariniais vektoriais

u = (0,1,0,1,0,0,0,0,0,0)

v = (1,0,1,0,0,0,0,0,0,0).

Tai rodo, kad pirmasis pirkéjas pirko tik antro ir ketvirto, o antrasis - pirmo ir tre¢io pava-
dinimo prekes. Kaip matome, pirkéjy poreikiai skirtingi. Tac¢iau suderinamumo koeficientas
rodo ka kita

Ssud(u,v) =1 —da(u,v) =1-0,4=0,6.

Tokj rezultaty salygoja daug sutampanciy nuliy. Bet prekeés, kurios nesudomino né vieno
pirkéjo, néra svarbios (pagalvokite kokj rezultata gautume, jei parduotuvés asortimentas
buty ne 10, o pavyzdziui, 10000 pavadinimy ). Zakardo koeficientas iuo atveju objektyves-
nis, nes jis ignoruoja sutampancius nulius:

B 0
S 242-0

sy(u,v)

Tokie atributai, kuriems svarbios yra tik nenulinés reikSmeés, kartais dar vadinami asimet-

TINLaQ1S.
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Koreliacijos koeficientai paprastai naudojami kaip atsitiktiniy dydziy ( atributy ) panagumo
matai. Kartais jais remiantis vertinamas objekty ( jrasy ) panasumas. Statistikoje jprastas

u ir v koreliacijos koeficiento apibrézimas yra

coviu,v
i v) = Y,
u-v

¢ia kovariacija cov(u, v) randama pagal (2.6) formule, o sy ir s, yra vektoriy standartiniai

nuokrypiai

k
1 B 1 _
s = | o 2L w7 sy = [y ) (w0

i=1 =1

Nesunku jsitikinti, kad
(u—u)-(v—-v)

oY) = v =l

Koreliacijos koeficientas visada priklauso intervalui [—1; 1] . Jei jis lygus +1 arba —1 | tai
vektoriai yra tiesiskai priklausomi

v=au+b,

be to krypties koeficientas a ir r(u,v) turés vienodus zenklus. Taciau, jei r(u,v) =0 , tai

dar nereiskia, kad tarp vektoriy néra jokios priklausomyhés. Pavyzdziui, imkime vektorius
u = (-2,—-1,0,1,2),
v = (47 1707174>7

kuriy koordinatés susietos lygybe v; = u? . Tadiau, neziurint to, r(u,v) = 0 . Kitaip sakant,

koreliacijos koeficiento lygybé nuliui rodo, kad néra tiesinés priklausomybés.

Jau aptaréme homogenisky vektoriy panasumo matus, t.y. kai visos vektoriaus kompo-
nentés yra vieno tipo atributy reikSmeés. Deja dazniausiai imties atributai buna skirtingy
tipy. Tad kaip matuoti atstuma tarp heterogenisky vektoriy? Naturalus problemos sprendi-
mas buty toks: pasirinkti i§ 2.9 lentelés tinkama mata kiekvienam atributui ( vektoriaus
koordinatei ) ir i§ jy sudaryti bendra mata ( pavyzdZiui, apskai¢iuojant vidutine reik§me
). Esant galimybei, patartina kiekvieno atributo mata taip normuoti, kad jis priklausyty
intervalui [0; 1] . Be to, galima jvesti papildomus svorio koeficientus, leidzian¢ius atsizvel-
gti | galima atributy asimetrijg ir pageidaujama jtaka bendrajam matui. Gautume tokig

heterogenisky vektoriy u ir v artumo mato konstrukcija.
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1. Pasirenkame i -tojo atributo atstuma d;(u,v) = d(u;,v;) € [0; 1] arba panagumo

koeficienta s;(u,v) = s(u;,v;) € [0; 1] .

2. Apibréziame i -tojo atributo asimetrijos ir trukstamy reik§miy indikatoriy ¢6; . Jis
lygus 0, jei ¢ - tasis atributas asimetrinis ir u; = v; = 0 arba kai kuriame nors

vektoriuje truksta i - tosios koordinatés. Kitais atvejais ; =1 .

3. Pasirenkame 7 -tojo atributo svorj w; > 0 taip, kad visy svoriy suma buty lygi 1

k
i=1

4. Randame atstuma tarp vektoriy u ir v

d(u,v) = (Z (52-) Zwi@di(u,v) (2.8)

i=1

arba jy panasumo koeficienta

s(u,v) = (Z (2) Zwiéisi(u,v) (2.9)

Skaitiniams vektoriams svorius analogiSkai galima jvesti ir Minkovskio metrikoje (2.1)

k 1/q
d(u,v) = (Z wi|u; — vi|q> , q>1. (2.10)
i=1

Jau matéme, kad objekty artumo mato pasirinkimas labai priklauso nuo imties atributy
tipo. Taciau §j pasirinkima jtakoja ir kiti faktoriai: sprendziamo uzdavinio specifika, nau-
dojama programiné jranga, ankstesné panasiy uzdaviniy sprendimo patirtis ir t.t. Todel

gali tekti pabandyti jvairus artumo matus, norint rasti tinkamiausig.

2.4 Duomeny tyrimo uzdaviniy tipai

Turédami vienokius ar kitokius duomenis, priklausomai nuo poreikio, galime formuluoti ir
spresti jvairius duomeny tyrimo uzdavinius.
Kontroliuojamo mokymo uZdavinias.

Tarkime imties jrasai sudaryti i§ nepriklausomo kintamojo X ir priklausomo kintamojo Y
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reik8miy: (z1,91), ..., (s, yn). Beje kintamieji gali buti ir daugiamaciai. Tada zZymésime
X = (Xy,...,Xx) , o priklausomas kintamasis ¥ = (Y7,...,Y,,) . Analogiskai x; =
(i1, -y mig) At Yi = (Yit, - - Yim) Zymesime i - tojo imties jraso reikSmes. Priklausomai

nuo kintamojo Y tipo, skiriami tokie kontroliuojamo mokymo uzdaviniai

e Klasifikavimas. Kintamasis Y - kategorinis. IS turimy imties duomeny reikia
"ismokti" visoje populiacijoje nustatyti Y reikSme pagal zinomag X reik§me . Ki-
taip sakant, reikia "iSmokti" nustatyti kuriai kintamojo Y kategorijai priklauso bet
kuris populiacijos objektas, kai zinoma tik jo X reik§mé. 2.1.1 pavyzdyje (Zr. 2.2
lentelé ) kintamasis X = (X1, Xs, X3, X4) nusako oro salygas, pagal kurias reikia
nuspresti kuriai Y kategorijai priklauso konkreti meteorologiné situacija, t.y., rung-
tynés jvyks ar ne. Panasiai 2.1.3 pavyzdyje pagal vainiklapio ir taurélapio matme-
nis irisai klasifikuojami j tris kategorijas (rusis); 2.1.4 pavyzdyje pagal 256 pikseliy
$viesumg nustatomas pieSinyje pavaizduotas skaitmuo. Aisku, kad ne visada pavyks
visg populiacijg klasifikuoti tiksliai arba sukonstruotas absoliuciai teisingas klasifika-
torius (pavyzdziui klasifikacijos taisykliy seka arba sprendimy medis ) bus per daug

sudetingas. Todel i§ tikryjy yra konstruojamas kintamojo Y jvertis

V= 1(x), (2.11)
stengiantis, kad kuo didesnei imties jrasy daliai jis buty teisingas, t.y. f(x;) = v;.
Kitaip sakant, turédami jrasus (x;,y;) , mes galime kontroliuoti gautojo jvercio patiki-

muma.

2.1.2 pavyzdyje jvertis, nusakomas 2.2 paveiksle pavaizduotu sprendimy medziu, yra
teisingas 22 jrasams iS 24. Pastebésime, kad Sis pavyzdys skiriasi nuo kity dar ir
tuo, kad 2.3 lenteléje pateikiamos visos galimos keturmacio nepriklausomo kinta-
mojo reikSmeés. Todél ¢ia pagrindinis uzdavinys - suteikti turimiems duomenims kuo

aiskesne struktura, nurodant aiskia ir patikima jvercio funkcijg f .

e Skaitiné prognozé. Uzdavinys panasus j klasifikavimo uzdavinj, tik Siuo atveju
priklausomas kintamasis Y - skaitinis. Todél, konstruojant jvertj (2.11), svarbios

yra prielaidos apie funkcijos f analizines savybes ir kintamojo X komponenéiy jtakos
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svorj. Kiek jvertis atitinka tikrajj kintamajj ¥ nusako vadinamoji klaidy ( nuostoliy

) funkcija L(Y, f(X)). Sios funkcijos parinkimas taip pat jtakoja galutinj rezultata.

2.1.5 pavyzdyje visi kintamieji yra skaitiniai ir daroma prielaida, kad f yra tiesiné

nepriklausomy kintamyjy funkcija
6
f(X) :50—?—25ij-
j=1

Koeficientai 5 = (B, 1, - - -, B) rasti vadinamuoju maziausiy kvadraty metodu. Ki-

taip sakant, pasirinkus klaidy funkcija
L(Y, f(X)) = (Y = f(X))?,

buvo minimizuojama suma

209

S(B) = Z L(ys, f (1)) -

Taigi, tiek spresdami klasifikavimo, tiek skaitinés prognozés uzdavinj, tai ko "iSmokstame"
(t.y. sukonstruojame jvertj Y) galime "pasitikrinti" palygindami gauta rezultata su im-
tyje turimais jrasais. Taciau yra ir tokiy uzdaviniy, kuriuos tenka spresti be "mokytojo
pagalbos”.

Nekontroliuojamo mokymo uZdaviniaz.

Siuo atveju néra priklausomo kintamojo, todél imtis susideda tik i§ kintamojo X reikSmiy
x1,...,T, . Beje kintamojo X dimensija k gali buti net didesné uz imties dydj n. I$skirsime

tokius nekontroliuojamo mokymo uzdavinius

e Asociacijos taisykliy konstravimas. Paprasciausios asociacijos taisyklés buvo
sukonstruotos 2.1.1 pavyzdyje. Buvo stengiamasi 2.1 lenteléje jzvelgti kokius nors
désningumus, t.y., kokias nors "désningas" kintamyjy reikSmes.

Paprastai Sis uzdavinys kyla analizuojant didelés dimensijos kategoriniy kintamuyjy
imtis. Tipiskas pavyzdys - vadinamasis pirkéjo krepselio uzdavinys: analizuojant
prekybos centro pardavimy duomenis, stengiamasi nustatyti kokios prekeés dazniausiai

perkamos kartu.
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e Klasteriné analizé. Tikslas : turimus imties jrasus suskirstyti j tam tikras "natu-

ralias" grupes (klasterius). Klasteriy skai¢ius gali ir nebuti Zinomas i§ anksto.
Grjzkime prie 2.1.3 pavyzdzio. Tarkime, kad mes turime taurélapiy ir vainiklapiy mat-
menis, bet nezinome kokios rusies buvo augalai. Tada vietoje 2.4 lenteleés turétume

duomenis, pateiktus 2.11 lenteléje.

Taurélapio | Tauréelapio | Vainiklapio | Vainiklapio
ilgis (X7) | plotis (X3) | ilgis (X3) | plotis (X4)
1 5,1 3,5 1,4 0,2
2 4,9 3,0 1,4 0,2
3 4,7 3,2 1,3 0,2
4 4.6 3,1 1,5 0,2
3 5,0 3,6 1,4 0,2
50 5,0 3,3 1,4 0,2
51 7,0 3,2 4,7 1,4
52 6,4 3,2 4,5 1,5
53 6,9 3,1 4,9 1,5
54 5,5 2,3 4,0 1,3
55 6,5 2,8 4,6 1,5
100 5,7 2,8 4,1 1,3
101 6,3 3,3 6,0 2,5
102 5,8 2,7 5,1 1,9
103 7,1 3,0 5,9 2,1
104 6,3 2,9 5,6 1,8
105 6,5 3,0 5,8 2,2
150 5,9 3,0 5,1 1,8

2 .11 lentelé. Irisy matmenys

Turimos imties klasteriné analizé turéty "iSmokyti" mus atsakyti j tris klausimus:

1) Keliy rusiy irisai buvo matuojami?

2) Kurios rusies buvo kiekvienas i§ 150 jau iSmatuoty augaly ?
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3) Kaip nustatyti bet kurio, naujai iSmatuoto, iriso rusj?

Aigku, kad Sio ar kurio nors kito klasterizacijos uzdavinio sprendimas ir atsakymas
priklausys ir nuo to kaip bus matuojamas dviejy imties jrasy atstumas. Kitaip sakant,
kg reigkia "panaSios kintamuyjy reiksmés". Tai ypac¢ aktualu, kai dalis kintamuyjy yra

kategoriniai.

Skirtingai nuo klasifikacijos ir skaitinés prognozeés, Sis apmokymas néra "kontroliuojamas"
imties jraSais. Todel patikrinti gautus rezultatus galima tik atsizvelgiant j tai, kiek jie

atitinka realig praktika.
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3 Kontroliuojamo mokymo uzdaviniai: klasifikavimas

3.1 Kontroliuojamas mokymas ir klasifikavimas

Tarkime imties jrasai sudaryti i nepriklausomo kintamojo X ir priklausomo kintamojo
Y reikSmiy: (x1,%1), ..., (s, yn). Bendriausiu atveju kontroliuojamo mokymo uzdavinys
yra pagal Siuos duomenis sukonstruoti taisykles, leidZzianc¢ias kuo patikimiau prognozuoti
Y reikSme bet kuriai nepriklausomo kintamojo X reikSmei. Dazniausiai Y priklauso nuo
daugelio parametry. Tada nepriklausomas kintamasis yra daugiamatis X = (Xy,..., Xj) ,
o jo komponentés kartais vadinamos atributais. Kontroliuojamo mokymo uzdavinio sprendi-

mas gali buti pavaizduotas tokia schema

Atributai Sukonstruotos Kintamojo
i . . i
(X1,..., Xk) taisykles Y reikSmeé

Priklausomai nuo kintamojo Y tipo, skirsime klasifikavimo ir skaitinés prognozés uzdavinius

Kai priklausomas kintamasis Y yra kategorinis, tada pagal jo reikSme imties jrasas (x;, y;)
priskiriamas klasei, kuriai Y = y;. Todél Y vadinamas klasés kintamuoju, o klasiy skaiciy
apsprendzia jo galimy reikS§miy aibées dydis. 3.1 lenteléje pateikiami duomenys apie kai
kuriy stuburiniy gyvuny klasifikacija. Zoologijoje skiriamos penkios stuburiniy klasés:
zinduoliai, pauksciai, zuvys, ropliai ir varliagyviai. Klasé, kuriai priskiriamas gyvunas,
priklauso nuo daugelio charakteristiky (atributy): kuno temperaturos, reprodukcijos budo,
galimybeés skraidyti ir t.t. Lenteléje pateikiamos Sesiy atributy X = (X, Xo, ..., Xg) ir
klasés kintamojo Y reikSmeés. Siame pavyzdyje visi kintamieji yra kategoriniai. Bendruoju
atveju klasifikavimo uzdavinyje, skirtingai nuo regresijos, priklausomas kintamasis butinai

kategorinis. Tuo tarpu atributai gali buti ir skaitiniai.

3.1.1 apibrézimas. Tegul Ax yra nepriklausomy kintamuyjy X = (X1, Xo, ..., Xy) galimy
retk§miy aibé, o baigtiné aibé Ay sudaryta 1S visy galimy klasés kintamojo Y reikimiy.

Klasifikavimo uZdavinys yra pagal imties duomenis sukonstruoti funkcijg
f : AX — Ay .
Si funkcija vadinama klasifikavimo modeliu.
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Pavadinimas | Kraujo Odos Gyva- | Gyvena | Skraido | Turi Klasé
tipas danga vedis | vandenyje kojas
(X1) (Xo) | (X5) | (Xa) (X5) | (Xo) (Y)
7mogus siltas plaukai taip ne ne taip | zinduolis
pitonas Saltas 7Zvynai ne ne ne ne roplys
lasiSa Saltas Zvynai ne taip ne ne 7uvis
banginis siltas plaukai taip taip ne ne zinduolis
varle Saltas nera ne kartais ne taip | varliagyvis
komodo varanas | Saltas Zvynai ne ne ne taip roplys
SikSnosparnis siltas plaukai taip ne taip taip | zinduolis
balandis siltas | plunksnos | ne ne taip taip | paukstis
kate siltas kailis taip ne ne taip | zinduolis
tigrinis ryklys | Saltas 7Zvynai taip taip ne ne 7Zuvis
veézlys Saltas Zvynai ne kartais ne taip roplys
pingvinas Siltas | plunksnos | ne kartais ne taip | paukstis
dygliuotis siltas dygliai taip ne ne taip | zinduolis
ungurys Saltas Zvynai ne taip ne ne Zuvis
salamandra Saltas nera ne kartais ne taip | varliagyvis

3.1 lentelé. Stuburiniai gyvunai

Klasifikavimo modelio pagalba sprendziami uzdaviniai gali buti tokie.

1. Turimy duomeny klasifikavimas. Klasifikavimo modelis naudojamas kaip priemone,
leidzianti nustatyti kriterijus, kuriais remiantis, objektas priskiriamas vienai ar kitai klasei.
Pavyzdziui, buty naudinga (ne tik biologui ), 3.1 lenteléje pateikty duomeny pagrindu,
nustatyti kokie pozymiai apsprendzia ar tiriamasis gyvunas yra zinduolis, paukstis, Zuvis,
roplys ar varliagyvis.

2. Nezinomy duomeny prgnozé. Turédami naujo objekto (imties jra%o) atributy
reikSmes, klasifikavimo modelio pagalba priskiriame jj vienai i§ galimy klasiy. Pavyzdziui,

anksciau nesutiktas gyvunas Siurpusis nuodadantis pasizymi tokiomis savybémis

72



Pavadinimas Kraujo | Odos | Gyva- | Gyvena | Skraido | Turi | Klaseé
tipas | danga | vedis | vandenyje kojas
(X1) | (X2) | (X3) (X4) (X5) | (Xe) | (V)
Siurpusis nuodadantis | Saltas | Zvynai ne ne ne taip ?

Kokiai klasei jis priklauso 7 Atsakyma gali duoti 3.1 lenteléje pateikty duomeny pagrindu

sukonstruotas klasifikavimo modelis.

Klasifikavimo modeliai dazniausiai taikomi binariniy arba vardiniy kintamyjy imtims. Ran-
giniy kintamuyjy atveju jie yra maziau efektyvus, nes , kaip taisyklé, neatsizvelgia i naturalia
rangy tvarka (pvz. pradinis iSsilavinimas yra maZzesnis uz universitetinj ).

Klasifikavimo modelio konstravimo (kitaip: mokymo algoritmo) pagrindas yra imtis. Reikia
rasti toki modelj kuris teisingai atspindéty sarysj tarp imties atributy ir klasés kintamojo.
Modelis turi kuo tiksliau atitikti turimus imties duomenis ir tuo paciu teisingai nustatyti
klases, kurioms priskirtini nauji jrasai. Kitaip sakant, geras modelis turi sugebéti apiben-
drinti tai, ko "iSmoko" i§ imties duomeny. Bendroji klasifikavimo modelio konstravimo
schema pavaizduota 3.1 paveiksle.

Pirmiausiai turima duomeny aibé skaidoma j dvi dalis. Didesnioji imties jrasy su Zinomomis
klasés kintamojo reikSmémis dalis patenka j mokymo imtg, o likusieji jrasai sudaro kontroline
imty. Pagal mokymo imties duomenis, naudojant vienokj ar kitokj mokymo algoritma, kon-
struojamas klasifikavimo modelis. Po to jis taikomas kontrolinés imties jrasams. Modelio
patikimuma nusako teisingai ir neteisingai klasifikuoty kontrolinés imties jrasy skaiciy san-
tykis. I$ Siy skaiCiy sudaryta lentelé vadinama nesutapimy matrica. 3.2 lenteléje pavaiz-
duota binarinio klasifikavimo modelio nesutapimy matrica. Cia n;; yra kontrolinés imties
irasy, priklausanciy klasei i, bet priskirty klasei j, skaicius. Neteisingai klasifikuoty kon-

trolinés imties jrasy dalis
0 — No1 + N0
Ngo + N1 + Nio + N1

vadinama modelio klaidos koeficientu. Dauguma mokymo algoritmy, konstruodami klasi-

fikavimo modelius, siekia minimizuoti klaidos koeficientg.
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Mokymo
algoritmas
Mokymo
imtis L
_____ e |
1 Modelio :
: konstravimas
bommm oo oo Klasifikavimo
modelis
r-—-— - - --=-=-=-= 1
| Modelio ,
I taikymas !
Kontroline
imtis

3.1 pav. Klasifikavimo modelio konstravimas

Prognozuojama klasé
0 1
Tikroji Moo No1
klasé n1o ni

3.2 lentelé. Binarinio klasifikavimo nesutapimy matrica

3.2 Sprendimy medziai

Viena i$ paprastesniy klasifikavimo modelio ( trumpiau sakant, klasifikatoriaus) formy yra
sprendimy medis. Dél savo paprastumo ir vaizdumo sprendimy medziai gana pla¢iai nau-
dojami. Kaip jie atrodo 7 Iliustracijai pasitelksime pavyzdj apie stuburiniy gyvuny klasi-
fikavima ( zr. 3.1 lent.). Uzdavinj Siek tiek supaprastinsime. Visus stuburinius skirstysime
ne j penkias, o tik j dvi skirtingas kategorijas: Zinduolius ir ne zinduolius. Kitaip sakant,

turésime binarinj klasés kintamajj.
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Tarkime, aptiktas iki Siol nezinomas gyvunas. Zinduolis jis ar ne 7 Aigku, kad tai prik-
lauso nuo atsakymuy j keletg klausimy apie §j gyvung. Pirmas klausimas galéty buti apie jo
kuno temperatura. Jei gyvunas Saltakraujis, jis tikrai ne zinduolis. Priesingu atveju jis yra
paukstis arba zinduolis ir todél §j savotiska zaidima "Taip-Ne" tesiame toliau. Skaitytojas,
kuris yra zaides tokj zaidima, jau suprato, kad norint greitai laiméti, reikia protingai formu-
luoti klausimus. Zitirint i 3.1 lentelés duomenis, tinkamas klausimas buty: ar paslaptingasis
gyvunas yra gyvavedis 7 Taip - zinduolis, ne - paukstis. Nelabai vykusio klausimo pavyzdys:
ar gyvunas turi kojas ? Akivaizdu, kad iSgirdus atsakyma "taip", tekty zaidima testi toliau.
Kaip matome, klasifikavimo problema galima spresti atsakant j eile gerai apgalvoty klausimy
apie nagrinéjamo jraso atributy reik§mes. Be to, kiekvienas sekantis klausimas priklauso
nuo atsakymo ] pries tai uzduota klausima. Kitaip sakant, klausimai - atsakymai sudaro
hierarchine struktura, kuria galima pavaizduoti sprendimy medziu. Jo Saknis ir visos vidinés
virsunés atspindi pateiktus klausimus, Sakos atitinka galimus atsakymus, o lapuose randasi
klaseés kintamojo reikSmes. Tuo budu, peréeje klausimy - atsakymy grandine nuo Saknies
iki lapo atrandame klase, kuriai priklauso nagrinéjamas jrasSas. 3.2 paveiksle pavaizduotas
auksciau iSnagrinéto pavyzdzio sprendimy medis, klasifikuojantis gyvunus j zinduolius ir ne

zinduolius.

Kraujo
tipas

siltas Saltas

Gyvavedis Ne zinduolis

taip

Zinduolis Ne zinduolis

3.2 pav. Zinduolig klasifikavimo sprendimy medis
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Sukonstravus sprendimy medj, pati klasifikavimo procedura tampa labai paprasta. Pavyz-
dziui, anksc¢iau jau sutiktas Siurpusis nuodadantis labai nesunkiai klasifikuojamas kaip ne
zinduolis, nes yra Saltakraujis.

Lieka atsakyti j du "paprastus" klausimus. Kaip suformuluoti gerus klausimus ir kaip

ivertinti klasifikatoriaus patikimuma? Toliau apie tai ir pakalbésime.

3.2.1 Sprendimy medziy konstravimas

Galimy sprendimy medziy skai¢ius yra eksponentinis atributy kiekio atzvilgiu. Todél rasti
optimaly med] tiesioginio perrinkimo budu didesniam kintamyjy skaiciui yra praktiskai ne-
iSsprendziama problema. Taciau yra efektyvus algoritmai, leidziantys konstruoti, nors ir
ne visada optimalius, ta¢iau pakankamai tikslius sprendimy medzius. Paprastai tokie al-
goritmai "augina" medj, kiekviename zingsnyje optimaliai parinkdami kintamuosius toles-
niam imties skaidymui. Reikia pazymeti, kad optimalumo kriterijai gali buti jvairus ir
pasirenkami, priklausomai nuo sprendziamo uzdavinio. Vienas i$ tokiy yra, dar 1966 metais
paskelbtas ir klasikiniu tapes, E.B.Hunt’o algoritmas. Jo pagrindu buvo konstruojami
daugelis vélesniy algoritmy, pavyzdziui, ID3, C4.5, CART. Siame skyrelyje aptarsime ir

pavyzdziais iliustruosime bendruosius Hunt’o algoritmo principus.

Hunt’o algoritmas

Hunt’o algoritmas konstruoja sprendimy med]j rekursiskai skaidydamas mokymo imtj i
mazesnes dalis. Tarkime Dy yra su medzio virSune 7' susijusi mokymo imties jrasy aibé, o
Ay - visy klasiy aibé. Kitaip sakant, Ay yra sudaryta i§ visy galimy priklausomo (klasés)

kintamojo Y reiksmiy. Algoritma sudaro du zingsniai.

H1. Jei visi aibéje Dr esantys jrasai priklauso vienai klasei yr € Ay, tai virSuné T yra

lapas, zZymintis klase yr.

H2. Jei aibéje Dr yra jrasy, priklausanciy skirtingoms klaséms, tai 7" tampa vidine medzio
virSune, kurios vaikams priskiriami aibés D poaibiai. Poaibiy skaic¢ius ir sudétis prik-
lauso nuo pasirenkamos atributy reikSmiy tikrinimo salygos, t.y. nuo suformuluoto

klausimo. Toliau algoritmas kartojamas kiekvienam virsunés 7' vaikui.
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Antrajame zingsnyje atributy tikrinimo salygy parinkimas nedetalizuojamas ir priklauso
nuo konkrecios algoritmo modifikacijos. éiad problemg aptarsime véliau. o kol kas algoritmag

iliustruosime tokiu pavyzdziu.

3.2.1 pavyzdys. Pries skirdamas paskola, bankas analizuoja ar potencialus klientas bus
mokus, t.y. laiku mokés periodines jmokas. Siuo atveju mokymo imtj sudaro banko turima

informacija apie 10 ankstesniy jo klienty.

Namy valda éeimyniné Metineés pajamos Mokus
(X1) padétis(X,) | (tukst.Lt)(X3) | klientas(Y)

1 taip vedes 65 taip

2 ne vedes 50 taip

3 taip viengungis 35 taip

4 taip vedes 60 taip

bt ne iSsiskyres A7 ne

6 ne viengungis 30 taip

7 taip iSsiskyres 110 taip

8 ne viengungis 42 ne

9 taip vedes 37 taip
10 ne viengungis 45 ne

3.3 lentelé. Banko klientai

3.3 lenteléje pateikiama tokia informacija apie banko klientus: turi ar neturi savo vardu
registruota nama arba buta, Seimyniné padétis, metinés pajamos, mokumas (ar tvarkingai
grazino paskola).

Algoritmas pradeda darbg nuo pradinio medzio, sudaryto i§ vienos vir§unés, pazymeétos
Mokus=taip (7r.3.3(a) paveiksla).

Tai reiskia, kad dauguma buvusiy klienty atsiskaite tvarkingai. Taciau medj reikia iSplésti,
nes mokymo imtyje yra abiems klaséms priklausanciy jrasy. Todél visi klientai dalijami

i dvi dalis pagal kintamojo X; (Namy valda) galimas reiksmes, kaip pavaizduota 3.3(b)

paveiksle. Kodél butent pagal X; ? Kaip jau buvo minéta, atributy parinkimo problema

7



Mokus = taip

Mokus = taip

(a)

Mokus = taip

geimyniné
padétis

viengungis, vedes
i8siskyres

taip

Mokus = taip

Mokus = ne

ne

Seimyniné
padétis

viengungis, vedes

< 40

issiskyres

Mokus = taip

Mokus = ne || Mokus = taip

Mokus = taip

Mokus = ne

(c)

(d)

3.3 pav. Hunt’o algoritmas sprendimy medzio konstrukcijai

nagrinesime véliau. Dabar tiesiog manysime, kad ¢ia siulomi imties skaidiniai yra geri-
ausi. Toliau analizuojame abu Saknies vaikus. 3.3 lenteléje matome, kad visi namy valdos
savininkai sékmingai grazino paskola. Todél kairysis Saknies vaikas lieka lapu, atitinkanciu
klase Y =taip (zr. 3.3(b) pav.). Tuo tarpu desinysis vaikas skaidomas toliau, rekursiskai
vykdant Hunt’o algoritmo H1 ir H2 zingsnius, kol gaunamas medis, kurio kiekvienas lapas

atitinka tik vienos klasés jrasus. Tai pavyko padaryti po dviejy zingsniy. Po kiekvieno

zingsnio kintantys medziai pavaizduoti 3.3(c) ir (d) paveiksluose.

Kad Hunt’o algoritmo aprasymas buty pilnas, liko atskirai aptarti dvi igskirtines situacijas.

1. Kuriai nors virsunei 7', néra ja atitinkanciy jrasy, t.y. Dy = (. Tokiu atveju T
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paskelbiama lapu, atitinkanc¢iu klase, dazniausiai sutinkama aibéje Dy, ¢ia T" Zymi
virSunes T’ teva.
2. Visi aibés Dy jrasai, turi vienodas nepriklausomy kintamuyjy reikSmes, bet priklauso

ne vienai klasei. Tai reiskia, kad H2 zingsnyje situacija pradéty kartotis. Tokiu atveju

T paskelbiama lapu, atitinkanciu klase, dazniausiai sutinkama aibéje Drp.

Bet kuris sprendimy medj konstruojantis mokymo algoritmas butinai turi iSspresti tokias

dvi problemas.

1. Kaip skaidyti mokymo imtj? Turi buti parinktas objektyvus ir pagristas skaidinio

"gerumo matas", kiekviename zingsnyje leidziantis pasirinkti geriausia skaidinj. Be

to, formuluojant salygas, butina atsizvelgti j atributy tipy skirtumus.

2. Kada sustoti? Pagal Hunt’o algoritma, virSuné nebeskaidoma tik kai visi jos jrasai

"Sakotas"

priklauso vienai klasei arba turi vienodas atributy reikSmes. Taciau, labai
medis ne visada yra geras. Todél reikalingi kriterijai, leidziantys anks¢iau sustabdyti

medzio auginimo procesa.

3.2.2 Skaidymo budai ir jy palyginimas

Kaip matéme, pagrindinis sprendimy medzio konstravimo algoritmo elementas yra mokymo
imties jrasy skaidymas i dalis, priklausomai nuo pasirinkty atributy galimy reiksmiy. Todeél
tiek pcios salygos formulavimas, tiek galimi atsakymai (o tuo padiu ir skaidomos virsunés
vaiky skai¢ius) priklauso nuo atributy tipo.

Binariniai kintamieji. Tai paprasciausias kintamasis, kartais dar vadinamas "taip-ne" atri-

butu. Medzio virSune skaidant tokio kintamojo atzvilgiu, visada gaunami du vaikai, vaiz-
duojantys du galimus atsakymus. 3.2.1 pavyzdyje tokio tipo yra atributas X; ir klases

kintamasis Y, o medzio virSunés skaidymas pagal X; pavaizduotas 3.3(b) paveiksle.

Vardiniai kintamieji. Jei vardinio kintamojo galimy reikSmiy skaicius yra k, tai jo atzvilgiu

turima jrasy aibe galima suskaidyti By — 1 budy. Cia By yra kombinatorikoje zinomi Belo
skaiciai, nesunkiai randami is rekurentinio sarysio
L (k
By = ZO (m)Bm, By=1.
m=
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I§ viso turésime 2¢~! — 1 binariniy skaidiniy, o likusieji bus daugianariai. Pavyzdziui, 3.2.1
pavyzdyje vardinis kintamasis X, (Seimyniné padétis) jgyja k = 3 skirtingas reiks§mes:
viengungis, vedes, iSsiskyres. Todeél X, atzvilgiu atitinkama medzio virSune galima
isskaidyti 4 budais: vienas skaidinys yra daugianaris, o kiti 3 - binariniai (zr. 3.4(a),(b)

paveikslus). Kai kurie algoritmai, pavyzdziui CART, dirba tik su binariniais vardiniy

Seimyniné
padétis

{viengungis} {vedes} {issiskyres}

kintamyjy skaidiniais.

(a) Daugianaris skaidinys

geimyniné Seimyniné éeimyniné
padétis padétis padétis

{vedes} {viengungis, {viengungis}  {vedes, {igsiskyres}  {viengungis,
issiskyres} issiskyres} vedes}

(b) Binariniai skaidiniai

3.4 pav. Skaidiniai pagal vardinj kintamaji

Ranginiai kintamieji. Pana$iai kaip ir vardiniai kintamieji, ranginiai atributai gali generuoti

tiek binarinius tiek daugianarius skaidinius. Tik $iuo atveju, grupuojant reikSmes, dazni-
ausiai atsizvelgiama j jy naturalia tvarka.

3.5 paveiksle pavaizduoti trys galimi imties jrasy grupavimo budai ranginio kintamojo
MarSkiniy dydis atzvilgiu. Naturali tokio atributo reikSmiy tvarka yra S, M, L, XL.
Kaip matome, tik grupavimas, pavaizduotas 3.5(c) paveiksle, Sia tvarka pazeidzia.

Tolydus kintamieji. Mokymo imties jrasai grupuojami tolydZiojo kintamojo X atzvilgiu,
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Margkiniy Marskiniy Marskiniy
dydis dydis dydis
M} {L, XL} {S}  {ML XL} {S,L}  {M, XL}

(a) (b) (c)

3.5 pav. Ranginio kintamojo reikSmiy grupavimas

pries tai ji diskretizavus. Bendruoju atveju diskretizavimo procedura buvo iSnagrinéta 2.3.2
skyrelyje. Jei reikalingas binarinis skaidinys, galima paprasciausiai tikrinti salygas X < z
arba X > =z, tinkamai parinkus x. 3.6 paveiksle pavaizduoti du skaidiniai kintamojo X3

(Metinés pajamos) atzvilgiu (7r. 3.3 lent.).

Metineés
pajamos
>4()

Metineés
pajamos

< 40 40, 50) [50, 60) [60, 70) > 70

(a) (b)

taip

3.6 pav. Skaidiniai pagal tolydyji kintamajj

Norédami palyginti galimus skaidinius, sieksime nustatyti kuris iS jy suteikia daugiau ais-
kumo klasés kintamojo Y galimy reikSmiy atzvilgiu, kitaip sakant, kada neapibreZtumas
yra maziausias. Galimi jvairus neapibréztumo matai, priklausantys nuo atstiktinio dydzio
Y skirstinio. Paprastai lyginami neapibréztumo pokyciai iki ir po padalinimo. Geriausiu
pripazjstamas tas skaidinys, kuris labiausiai sumazina neapibréztuma.

Tegul T yra sprendimy medzio virsuné, o galimy klasiy aibé Ay = {yo,v1,...,Yc_1}-
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Zymésime

Pr(i) = Pr(Y = y;)
klasés y; santykinj daznj virSune 7' atitinkancioje jraSy aibéje Dp. Nagrinésime tris ne-
apibréztuma virsunéje 7" apibudinancius dydzius: entropija Hp(Y'), Gini indeksa Gr(Y) ir
klasifikavimo klaida Er(Y) :

Gr(Y) = 1—2_:19%(@'), (3.2)
Er(Y) = 1_531351PT(1). (3.3)

Sprendziant binarinio klasifikavimo uzdavinj, Sie neapibréztumo matai yra ekvivalentus.

0.8 Entropija
0.8
0.7
0.6
0.5
0.4
0.3
0.2

0.1

3.7 pav. Neapibréztumo charakteristiky palyginimas binariniam klasifikavimui

Jy grafikai pavaizduoti 3.7 paveiksle. Siuo atveju tai yra kintamojo p funkcijos, ¢ia
p=Pr(0)=1-Pp(1)
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Kaip ir reikéjo tikeétis, didziausias neapibréztumas gaunamas, kai abiejy klasiy dazniai su-
tampa ( p = 0,5 ). Kai visi jrasai priklauso vienai klasei ( p lygu 0 arba 1 ), jokio
neapibréztumo nelieka.

Tarkime, kad virsuné 7' skaidoma kurio nors kintamojo X atzvilgiu ir igyja k vaiky

Vi, Vo, ..., Vi (7r. 3.8 pav. ). VirSune T atitinkanciy jrasy skai¢iy zymésime N(T'). Aisku,

3.8 pav. k - naris skaidinys

kad

N(T) = N(V) + N(Va) + -+ N(Vi).
Norédami nusakyti gautajj neapibréztumo pokytj, pazymékime Fy (Y') pasirinktaji neapi-
bréztumo mata virdunéje V. PavyzdZiui, tai gali buti bet kuri i8 (3.1) - (3.3) funkcijy.

Tada vidutinis neapibréztumo pokytis bus matuojamas dydziu

Ir(Y, X) = Fr(Y) — Z

Jj=1

N(V;)
N () (3.4)

Kai Fr(Y) = Hyp(Y), prisimine salyginés entropijos apibrézima 1.3.4, i§ (3.4) gausime, kad
12(Y, X) = Hy(Y) — Hy(Y|X) (3.5)

Kitaip sakant, tai yra atsitiktiniy dydziy X ir Y tarpusavio informacija virsunéje 7. Todél
Sig virSune skaidome pagal atributa X, suteikiantj daugiausiai informacijos apie klasés
kintamajj Y , t.y.

A

X = argmax Ir(Y, X).
X

Kadangi
argmax I7(Y, X) = argmin Hr(Y|X),
X X

tai dazniausiai yra minimizuojama (3.4) israiskoje esanti suma, kuri reiskia vidutinj neapi-

bréztuma po isskaidymo.

83



Prisiminkime 3.2.1 pavyzdj.

3.2.2 pavyzdys. Paziurékime ar teisingai buvo pasirinktas pirmojo skaidymo kintama-
sis (X3), konstruojant 3.2.1 pavyzdzio sprendimy medj. Paprastumo délei 3.4 lenteléje
kintamyjy X; ir Y reikSmes ne, taip uzkoduosime 0 ir 1, o kintamojo X, reikSmes
viengungis, vedes, iSsiskyres pakeisime j 1, 2 ir 3 atitinkamai. Taip uzrasyti banko

klienty duomenys pavaizduoti 3.4 lenteléje.

Klkodas | X; | X5 | X5 | Y
111 2 165 |1
200 | 2 |50 |1
311 113 |1
41 1 2 160 |1
500 | 3 |47 |0
6] 0| 1|30 |1
7113|1101
81 0 | 1 |42 |0
91 1 2 137 |1

10000 ] 1 ]45 |0

3 .4 lentelé. Modifikuoti banko klienty duomenys

Konstruosime binarinj sprendimy medj pagal Gini indeksa. Kadangi is 10 jrasy tik 3 prik-

lauso nulinei klasei (Y = 0), tai Saknies 7" Gini indeksas
Gr(Y)=1-0,32—-0,7"=0,42.

Binarinius skaidinius pagal kintamuosius X; ir Xy atitinkantys skaic¢iavimai pateikiami 3.9

paveiksle.

Geriausig binarinj skaidinj tolydZiojo kintamojo X3 atzvilgiu rasime tikrindami salyga X3 <
x. Dalinimo taska x rasime imdami tarpinius taskus tarp dviejy gretimy X3 reikSmiy 3.4
lenteléje. Rinksimés ta z, kuriam skaidinys turés maziausia Gini indeksa. Skai¢iavimai

zenkliai palengveéja, kai mokymo imties duomenys i§ anksto surusiuojami pagal kintamojo
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Xy X,
0 1 {1,2} {3}
Y=0 3 0 Y=0 2 1
Y=1 2 5 Y=1 6 1
Gy(Y) | 048 0 Gy(Y) | 0375 | 05
Gr(Y]X,) 0,24 Gr(Y|X;) 0.4
I(Y.X)) 0,18 I(Y.X;) 0,02
X X5
{1.3y | {2} 2,3} | {1}
Y=0 3 0 Y=0 1 2
=1 3 4 =l 5 2
Gy(Y) | 05 0 Gy(Y) [0.27778| 0.5
Gr(Y[X;) 0,3 Gr(Y[X;)| 0,366666667
(Y, X,) 0,12 L(Y.X;)| 0,053333333

3.9 pav. Binariniai skaidiniai pagal kategorinius kintamuosius

X3 reikSmes. Rezultatai pateikiami 3 .10 paveiksle. Kaip matome, maziausias Gini indeksas,

o tuo paciu ir didziausias neapibréztumo sumazé¢jimas, gaunamas, kai x = 48.

Palygine 3.9 ir 3.10 lentelése matomus skaic¢iavimus, galime tvirtinti, kad binarinj sprendi-

my medj reikia pradéti konstruoti nuo skaidinio pagal X, nes
]T(Y, Xl) > max ]T(Y, X2) = max [T(}/; X3) .
Tai ir yra pavaizduota 3.3(b) paveiksle.

Kai sprendimy medis néra binarinis, renkantis skaidinj, reikia atsizvelgti ir j kintamojo
reik8miy skai¢iy. Gali atsitikti taip, kad (3.1) - (3.3) neapibréZtumo matai tinkami-
ausiais pripazins skaidinius pagal daugiausiai skirtingy reikSmiy jgyjancius kintamuosius.
Pavyzdziui, jei 3.4 lentelés iraSy skaidymui pasirinksime atributa Xy =" Kl.kodas”, gausi-

me, kad visiems 7 =1,2,...,10

Hy

,(Y) =Gy,

(Y) = By,

J

(v)=o0.
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Yy [1J1J1JoJoJoJ1J1]17]1
X, |30|35(37|42|45|47|50]| 6065|110
x 25 32 36 40 43 46 48 55 62 90 120
< >= < >= < >= < >= < >= < >= < >= < >= < >= < >= >=
y=0]o[3Jo][3[o]3]o0]3 221 [3]ol3]of[3]o]3]0o]3]o0
y=1]o 716|255 3]al3]a3[al3]alals3]s]2]e6]1]7]0
Gy(Y) 0 (042 O |044] O |047| O |0,49|0,38|0,44(0,48|0,32( 05| O (0,49( O (047 O (044| O [042| O
Go(Y[Xs) 042 0.4 0,375 | 0,34286 | 041667 | 04 03 | 034286 | 0375 0.4 042
LY.X)| o 0,02 | 0,045 | 0,07714 | 0,00333| 0,02 012 | 0,07714 | 0,045 | 0,02 0

3.10 pav. Binariniai skaidiniai pagal tolygyji kintamaji

nes kiekvieng vaika atitiks tik vienas jrasas. Todél
IT(Y, Xo) > IT(Y, Xl)

Taciau toks medis visiskai netinkamas busimy jrasy klasifikavimui, nes kliento kodas yra
unikalus. Kai kurie algoritmai, pavyzdziui C4.5, neapibréztumo pokyc¢iui matuoti vietoje

tarpusavio informacijos (3.5), naudoja santykine tarpusavio informacijg

Cia H (V') zymi virsunés T skaidinio, pavaizduoto 3.8 paveiksle, entropija

N5, N(V))
H(\V) = —jzl N(T) log, N(T)

Tokia modifikacija leidzia neutralizuoti per daug susmulkinto skaidinio jtaksy. Pavyzdziui,

jau minétiems banko klienty duomenims turésime

Ir(Y, Xo) = Hrp(Y)— Hr(Y|Xo) =h(0,3) — 0=~ 0,8813,
. 1Y, Xo)
Y, Xg) = ———— =~0,2653
r(¥; Xo) log, 10 N
~ Ir(Y, X
(Y, X1) —T( A1) ~ 0,3958.
log, 2

Renkamés skaidinj pagal X1, nes Ip(Y, X;) > Ip(Y, Xo).

86



Apibendrindami tai kas pasakyta, pateiksime sprendimy medj konstruojancio algoritmo
schema. Pavadinkime jj AuginkMedi (Zr. 3.11 pav.). Algoritmas rekursyviai konstruoja

medj, pagal mokymo imties jrasus F ir jy atributy aibe F' . Jis renkasi geriausia skaidinj (7

AuginkMedi(F, F)
1. if stopSalyga(FE, F) = True then
2. lapas = naujaVirstiné()
3. lapas.vardas = klasifikavimas()
4. return [apas
5. else
6. virsunéT — naujaVirduné()
7. virsunéT.sglyga= geriausiasSkaidinys(F, F)
8. V = {v | v yra galimas virsunéT.salyga tikrinimo rezultatas}
9. for v € V do
10. E, = {e | virsunéT.salyga(e)=v N e € E}
11. vaikas= AuginkMedi(E,, F')
12. medis papildomas virSune vatkas, kurios tévas virsunéeT,
jas jungianti briauna (vaikas—virsunéT) Zymima v
13. end for
14. end if
15. return virsuneT

3.11 pav. Sprendimy medj konstruojantis algoritmas

zingsnis) ir skaido jau turimo medzio lapus (11 ir 12 Zingsniai), kol netenkinama pabaigos
salyga (1 zingsnis). Konkreti algoritmo realizacija priklauso nuo keturiy ¢ia naudojamy

procedury apraSymo.

1. Funkcija naujaVirsuné() prijungia prie jau turimo medzio nauja virSune, tarkime,
nuirsune. Jei tai yra lapas, jis zymi klase nvirsuné.vardas. PrieSingu atveju nvirsu-

né.sqlyga reiskia skaidinio, kurj vaizduoja nwvirsuné, salyga.

2. Funkcija geriausiasSkaidinys() randa salyga, pagal kurig turi buti skaidomi mo-

kymo imties jrasai. Kaip jau minéjome, tai priklauso nuo pasirinkto neapibréztumo
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mato. Cia daznai naudojami entropija (3.1) ir Gini indeksas (3.2).

3. Funkcija klasifikavimas() randa lapa Zyminc¢ia klase. Dazniausiai tai yra klase,
kuriai priklauso dauguma lapa lapas atitinkanciy mokymo imties jrasy:

lapas.vardas = Y, , imax = argmax Propas(i) .
A

Kartais dazniai Plapas(i) dar naudojami jvertinti tikimybéms, kad virSunei lapas pri-

skirtas jrasas yra klaséje y;.

4. Funkcija stopSalyga() naudojama medzio auginimo procesui sustabdyti. Tai reikéty
daryti, jei visi like jrasai priklausyty vienai klasei arba turéty vienodas atributy
reikSmes. Kartais procesas stabdomas ir anksc¢iau. Pavyzdziui, kai likusiy jrasy

skai¢ius pasidaro mazesnis uz tam tikra, iS anksto nustatyta riba.

Mes aptaréme algoritma, kuris kiekvienoje virSunéje skaido medj pagal viena kurj nors
atributg X;. Taciau galimi ir kitokie skaidymo budai. Bendruoju atveju virsunéje 7; gal-
ima formuluoti salyga S; priklausancia nuo daugelio atributy S; = S;( X3, Xo, ..., Xx). Tada
jau imties jrasus dalijancios "linijos" nebebus lygiagrecios "koordinatinéms agims'". Todél
optimaliy salygy S; paieska kiekvienoje virsunéje darosi labai sudétinga. gi uzdavinj gal-
ima supaprastinti jvedant papildomus sudétinius atributus. I$ anksto apsisprendus kokios
sudétinés salygos bus formuluojamos konstruojant medj, prie turimy atributy X, Xo, ..., Xi
prijungiamos kai kurios jy funkcijos X' = F(X1, X, ..., X;). Pavyzdziui, jei imties jrasai

gerai atskiriami lyginant atributy X; ir X, reikSmes tarpusavyje, tai jvede nauja kintamaji
X' = Xl - X7 )

galésime tikrinti salygas (X' = 0), (X’ < 0)ir t.t. Kitaip sakant, galésime taikyti musy jau
aptartus algoritmus. Tokios metodikos trukumas akivaizdus - imtyje atsiranda pertekline
informacija, nes nauji kintamieji yra jau esamy atributy funkcijos. Taciau § trukuma
"kompensuos" geras kompiuteris...

Jei sukonstruotas medis yra per daug "Sakotas", gali pasireiksti nepageidautinas vadina-
masis modelio perteklumo efektas. Tada medj tenka mazinti, ji sutraukiant. Apie tai ir

kalbésime kitame skyrelyje.
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3.3 Klasifikatoriaus charakteristikos

Sprendziant klasifikavimo uzdavinj, skiriamos dvejy tipy klaidos: mokymo klaidos ir modelio
klaidos. Mokymo klaida tai neteisingai klasifikuoty mokymo imties jrasy dalis. Tuo tarpu

modelio klaida yra lygi neteisingo naujy jrasy klasifikavimo tikimybei.

3.3.1 Modelio perteklumas

Geras modelis turi ne tik atitikti mokymo imties duomenis, bet ir teisingai klasifikuoti nau-
jus duomenis. Kai mokymo ir modelio klaidos yra didelés, sakome, kad modelis nepakanka-
mas. Taip gali atsitikti, pavyzdziui, kai duomenis klasifikuojantis sprendimy medis yra per
mazas. Jj didinant mokymo klaida mazéja. Taciau modelio klaida, labai iSplétus medj,
gali pradéti didéti. Kitaip sakant, "per daug gerai" imties duomenis atitinkan¢io mode-
lio klaida gali buti didesné nei paprastesnio modelio su didesne mokymo klaida. Tokiu

atveju sakome, kad tas sudétingesnis modelis yra perteklus. Perteklumo priezastys gali

Pavadinimas Kraujo tipas | Gyvavedis | Keturkojis Zinduolis

(X)) (X)) (X,) )

dygliuotis Siltas taip taip taip

kate siltas taip taip taip
sikSnosparnis siltas taip ne ne*
banginis siltas taip ne ne*
salamandra Saltas ne taip ne
komodo varanas Saltas ne taip ne
pitonas Saltas ne ne ne
lasisa Saltas ne ne ne
erelis Siltas ne ne ne
gupija Saltas taip ne ne

3.5 lentelé. Zinduoliy klasifikavimo mokymo imtis (* - klaida)

buti jvairios: imties nepakankamumas, dalies jrasy iSkraipymai, netinkamas modelio kon-
stravimo algoritmo parametry parinkimas ir t.t. Pavyzdziui, 3.12 paveiksle pavaizduoti du

medziai, sukonstruoti pagal 3.5 lentelés duomenis. Du Sios imties jrasai yra klaidingi: i$
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tikryjy SikSnosparnis ir banginis yra zinduoliai.

Pavadinimas Kraujo tipas | Gyvavedis | Keturkojis Zinduolis
(X1) (X2) (X3) (Y)
Zmogus siltas taip ne taip
balandis Siltas ne ne ne
dramblys siltas taip taip taip
tigrinis ryklys Saltas taip ne ne
veézlys Saltas ne taip ne
pingvinas Saltas ne ne ne
ungurys Saltas ne ne ne
delfinas siltas taip ne taip
echidna siltas ne taip taip
Siurpusis nuodadantis Saltas ne taip ne

3.6 lenteleé. Zinduoliq klasifikavimo kontroliné imtis

3.12(a) paveiksle pavaizduotas medis idealiai atitinka turima mokymo imtj, kitaip sakant
modelio M1 mokymo klaida lygi 0. Tac¢iau medis M1 neteisingai klasifikuoja 3 kontrolinés
imties, matomos 3.6 lenteléje, jragus. Galime manyti, kad M1 modelio klaida yra apie 30% !

Kodél taip atsitiko ? Visi trys zmogaus ir delfino atributai
Xi(Kraujotipas), Xo(Gyvavedis), Xs(Keturkojis)

turi tokias pat reikSmes, kaip SikSnosparnio ir banginio, kuriems mokymo imtyje klasée
pazyméta neteisingai. Treciasis neteisingai klasifikuotas gyvunas yra echidna. Tai yra iSskir-
tinis atvejis, nes jis klasifikuojamas kitaip nei panasus mokymo imties jrasas (erelis). Beje,
su iSskirtiniais atvejais susijusiy klaidy dazniausiai iSvengti nejmanoma. Todél nereikéty
tikétis nulinés modelio klaidos.

Siek tiek sutraukus M1, gaunamas 3.12(b) paveiksle pavaizduotas paprastesnis medis M2.
Nesunku jsitikinti, kad nors mokymo klaida ir padidéjo (modeliui M2 ji lygi 0,1), ta¢iau M2

teisingai klasifikuoja 8 i§ 10 kontrolinés imties jrasus. Tai rodo modelio M1 pertekluma.
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Kraujo Kraujo
tipas tipas

giltas saltas siltas Saltas

Gyvavedis Ne zinduolis Gyvavedis

ne taip

Ne zinduolis

taip

Keturkojis | Zinduolis | | Ne zinduolis |
taip ne
| Zinduolis | | Ne zinduolis |
(a) Medis M1 (b) Medis M2

3.12 pav. Zinduoliq klasifikavimo sprendimy medziai pagal 3.5 lentelés duomenis

3.3.2 Modelio klaidos jverciai

Jau jsitikinome, kad modelio sudétingumo augimas skatina jo perteklumo atsiradima. Todél
reikia konstruoti tokio sudétingumo modelj, kuris duoda maziausia modelio klaida. Per-
frazavus zinoma A.EnSteino posakj, galétume pasakyti: modelis turi buti paprastas kiek
tik galima, bet ne daugiau.

Bet kuris klasifikatoriaus konstravimo algoritmas naudoja tik mokymo imties duomenis ir
negali tiksliai numatyti kaip sukonstruotas modelis T" "elgsis" su naujais jrasais. Kitaip
sakant, mes galime tiesiogiai apskai¢iuoti mokymo klaida e,, = e,,(T), bet ne modelio
klaida ey = ep(T'). Todél tenka pasitenkinti ey, jverciais é,. Keleta tokiy jvercéiy radimo
metody ¢ia ir aptarsime.

1. Paprastasis jvertis. Jei mokymo imtis pakankamai tiksliai atspindi visa populiacija, tai

galime manyti, kad mokymo klaida yra apytiksliai lygi modelio klaidai, t.y.
CM = €y .

Esant tokiai prielaidai, tiesiog konstruojamas maziausig mokymo klaida turintis klasifika-

torius.
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3.3.1 pavyzdys. Nagrinésime 3 .13 paveiksle pavaizduotus binarinius sprendimy medzius
Ty ir Ty. Pastebésime, kad T yra paprastesnis, nes jis gautas sutraukus 7). Tarsime, kad
abu medziai sukonstruoti pagal ta pacia mokymo imtj, kurios jrasai gali priklausyti klasei 0

arba 1. Kiekvienas lapas klasifikuojamas pagal daugumos taisykle. Turésime tokius abiejy

{0}: 5{[{0}: 1 {0}: 3]1{0}: 3
{1}: 2 [ [{1}: 4 {1}: 0||{1}: 6

{0}: 3 [[{0}: 2 |{{0}: O [[{0}: 1| [{0}: 3|[{0}: O
{1} T {1} 2 ({1} 2] [{1}: T {|{1}: 5

Medis T} Medis T,

3.13 pav. Vienos imties generuoti du sprendimy medziai

modeliy klaidy jvercius

4
éM(Tl) = €m<T1) = ﬂ ~ O, 1667,

. 6
M(Tg) = em(Tg) 24 = O 25

Is ¢ia isplaukty, kad medziu 77 nusakomas klasifikatorius yra geresnis.

Reikia pazymeti, kad paprastasis modelio klaidos jvertis yra retai naudojamas, nes jis neat-

spindi modelio sudétingumo, tuo paciu ir galimo perteklumo.

2. Pesimistinis modelio klaidos jvertis. Suo atveju modelio klaidos jvertis gaunamas prie

mokymo jverc¢io pridedant tam tikra modelio sudétingumo mokestj. Sprendimuy medyje toks
mokestis gali buti nustatomas kiekvienam lapui. Tegul medzio T lapai yra Vi, Vs, ..., V.

Tada

éM(T) = €m

2

l
GPRl
;) Zymi sudétingumo mokestj lapui V.

Cia N(T) - mokymo imties jrady skaitius, o &(

NS
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3.3.2 pavyzdys. Rasime pesimistinius modelio klaidos jvercius 3.13 paveiksle pavaiz-
duotiems medziams. Tegul sudétingumo mokestis kiekvienam lapui V; yra d(V;) = 0,5.

Tada

4 1

em(Ty) = 57 +5;°7-0.5=0,3125,
6 1

en(Ty) = oy +5;4-0.5~0,3333.

Matome, kad medis 7} lieka geresnis.
Binariniam medziui 7" sudétingumo mokestis 0, 5 reiskia, kad bet kuris lapas toliau skaido-
mas, jei tuo padidinamas teisingai klasifikuojamy jrasy skaicius. I$ tikryjy, skaidydami

bet kurj lapa, lapy skai¢iy didiname vienetu, tuo paciu padidindami sudétingumo mokestj

dydziu %. Taciau sumazéjes neteisingai klasifikuojamy jrasy skai¢ius mazina mokymo
klaidos jvertj ne maziau kaip . Tai reiskia, kad pesimistinis modelio klaidos jvertis po

N(T)"
skaidymo sumazés.
Analogigki samprotavimai rodo, kad pasirinkus lapo sudétingumo mokestj lygy 1, bus skati-
nami tik skaidiniai, didinantys teisingai klasifikuojamy jrasy skaic¢iy bent dviem jrasais.
Pastebésime, kad pasirinkus tokj sudétingumo mokestj, geresniu turéty buti pripazintas
medis 15, nes
10 11

3. MDL jvertis. Tai dar vienas jvertis, leidziantis atsizvelgti ] modelio sudétinguma. Jis
remiasi informacijos teorijoje naudojama minimalaus aprasymo ilgio (Minimum Description
Length) savoka. Pateiksime tokig Sios savokos interpretacija.

Tegul duomenys nusakomi atributais X = (X, Xy, ..., X}) ir klasés kintamuoju Y. Suda-
ryta N jrasy imtis £ = {(x1,v1), (X2,%2), ..., (Xn,yn)}. Tarkime Jonas Zino visa imtj, o
jo geras draugas Petras zino tik atributy reikSmes x1,Xs,...,Xxy. Jonas raso savo draugui
laiska, norédamas pranesti kaip klasifikuojami imties jrasai. Paprasciausias budas - parasyti
kokiai klasei priklauso kiekvienas jrasas. Tada pranesimo ilgis L bus L = O(N) bity. Tadiau
yra ir kitas budas. Jonas gali sukonstruoti kokj nors klasifikatoriy 7" (pavyzdziui, medj),
kuriam uZrasyti reikia L(7T) bity. Jei modelio T mokymo klaida lygi 0, tai, Zinodamas

T, Petras teisingai klasifikuos visus jrasus. Priesingu atveju Jonas dar turés papildomai
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pranesti kuriuos jrasus modelis T klasifikuoja neteisingai. Tam reikalinga papildoma infor-

macijos kiekj Zzymésime L(F|T). Tad galutinis pranesimo ilgis L(E,T) bus
L(E,T) = L(T) + L(E|T). (3.6)

Pagal MDL principa renkamés ta modelj T;,,;,, kuriam perduoti reikia trumpiausio prane-
Simo, t.y.

Tonin = argmin L(E, T .
T

Pastarasis samprotavimas turi gana aisky tikimybinj pagrinda. Tarkime F ir T" Zymi imties
sudarymo ir modelio parinkimo jvykius. Akivaizdu, kad turi buti konstruojamas pagal
turimus duomenis labiausiai tikétinas modelis. Kitaip sakant, toks kuriam tikimybé P(T'|E)

didziausia. Pagal Bajeso formule

P(T) P(EIT)

P(TIE) = =g

Abi Sios lygybés puses logaritmuojame ir pakei¢iame visy reigkiniy zenklus. Turésime
—log, P(T|E) = —log, P(T) — log, P(E|T) + log, P(E).
Prisimine informacijos apibréZima 1.3.1 ir jos interpretacija (7r. 1.3.1 pavyzdj), gausime
—log, P(T|E) = L(T) + L(E|T) +log, P(E) = L(E,T) + log, P(E) .

Pastebésime, kad log, P(E) nepriklauso nuo 7T'. Todél i§ pastarosios lygybeés isplaukia, kad

T atzvilgiu maksimizuodami P(T|E), turésime minimizuoti L(E,T), t.y.
argmax P(T|E) = argmin L(E, T) = Tyin -
T T

Gauname tg patj MDL jvertj.

Praktinis L(T') skai¢iavimo budas priklauso nuo modelio strukturos. Papras¢iau randamas
L(E|T) dydis. Neteisingai klasifikuoty jrasy skai¢ius yra lygus imties dydziui N padaug-
intam i mokymo klaidos e,,(T"), be to kiekvienai klaidai identifikuoti reikia log, N bity.

Todél dazniausiai naudojama tokia L(FE|T) israiska
L(E|T) = e(T)N log, N .
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3.3.3 pavyzdys. Grizkime prie 3.13 paveiksle pavaizduoty medziy. Tarkime, kad juos
atitinkantys duomenys turi 8 binarinius atributus. Kiekviena vidine medzio virSune nusakys
ja atitinkantis skaidymo atributas. Jis nusakomas log, 8 = 3 bitais. Siuo atveju yra tik dvi
klasés. Todél kiekvienas lapas mums kainuos log,2 = 1 bita. Siek tiek paprastindami

situacija, manysime, kad medZio kaina lygi visy jo virsuniy kainy sumai'. Taigi

L(TY) = 6-3+7-1=25,

L(Ty) = 3-3+4-1=13

Imties F dydis N = 24. Todél

4
6

Is ¢ia pagal MDL jvertj iSplaukia, kad geresnis yra medis 75, nes
L(E,T)) =~ 43,34, L(F,T;) ~40,51.

4. Statistinis jvertis. Pakoreguosime jau iSnagrinéta paprastajj jvertj. Tegul klasifikatoriaus

T mokymo imtyje yra N(7T) jrasy. Tarsime, kad kiekvienas duomeny jrasas, nepriklausomai
vienas nuo kito, klaidingai klasifikuojamas su tikimybe p = e, (T"). Rasime Sios tikimybés,
o tuo paciu ir modelio klaidos, pasikliautinojo intervalo virsutinj rézj e, (7, Q). Tai ir bus

statistinis modelio klaidos jvertis

éM(T> = ev(T7 Q) )

¢ia @ € (0, 1) zymi pasikliovimo lygmenj. Praktikoje ) kartais reiskiamas ir procentais.
Esamos prielaidos leidzia tvirtinti, kad imties klaidingai klasifikuoty jrasy skaic¢ius Sy yra

binominis atsitiktinis dydis, kurio vidurkis ir dispersija yra
ESy = N(T)p, DSy =N(T)p(1-p).

Is tikimybiy teorijoje Zinomos vadinamosios centrinés ribinés teoremos iSplaukia, kad

Sy — ESy

P (—za <
DSy

Sza) ~Q, (3.7)

T8 tikryjy dar "keleta" bity reikéty pridéti virSuniy tarpusavio sarySiams nusakyti. Tegul tai bus

uzdavinys skaitytojams.
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0 z, Zymi standartinio normalaus skirstinio 1 — « lygmens kvantilj. Keleta dazniau sutin-

kamy jo reiksmiy galima rasti 3.7 lenteléje.

Q 0,99 | 095 | 0,9 | 08 | 0,75 | 06 | 05 | 0,4 | 0,2
a==210,005|0025|005| 01 |0,125| 0,2 |0,25| 0,3 | 0,4
2 258 | 1,96 | 1,64 | 1,28 | 1,15 | 0,84 | 0,67 | 0,52 | 0,25

3.7 lentelé. Standartinio normalaus skirstinio 1 — a lygmens kvantiliai

Iragse ESy ir DSy reikSmes, o Sy pakeite reigkiniu
em(T)N(T),

(3.7) formuléje esan¢ia nelygybe galime perrasyti taip

2z, < GM(T) —p
~ /p(1 = p)/N(T)

Issprende pastargja nelygybe p atzvilgiu, gausime tokj p intervalo virSutinj rézj

_ & enll) (D) o )"
e(T,Q) = (emm* IN(T) Z\/ N(T) ~ NT) 4N2<T>) (” N(T)) |
(3.8)

— (o7

Pastarajj jvertj galima taikyti ir kaip lapo skaidymo kriterijy.

3.3.4 pavyzdys. 3.13 paveiksle pavaizduoto medzio 75 pirmajj i$ kairés lapa pazymeékime
V. Matome, kad N(V) = 7 ir ¢,,(V) = 2/7. Pasirinke pasikliovimo lygmenj @ = 75% |,
rasime lapo V modelio klaidos statistinj jvertj e,(V,0.75). Siuo atveju z, = 20125 = 1, 15.

[rase reikalingas reik§mes j (3.8), gausime'
eu(V,0.75) 2 0,503

Medyje T virsuné V jau isskaidyta j du naujus lapus. Pazymékime juos V; ir V5. Tada

N(V) =4, en(Vi) = 1, N(B) =3, en(Vh) = 5.

115 tikryjy, taikant (3.8) jvertj, pageidautina, kad N(T') biity didesnis
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Todél
e,(V1,0.75) ~ 0,537 e,(Va,0.75) ~ 0,65 .

Jy vidutiné reiksmeé ir bus virSunés V' modelio klaidos jvertis po isskaidymo
, 4 3
e,(V,0.75) = ?ev(Vl, 0.75) + ?ev(‘/Q, 0.75) ~ 0, 585.

Kaip matome, jis yra didesnis uz e,(V,0.75). Todél lapo V skaidyti nereikéty.

3.3.3 Kryzminis patikrinimas

Iki Siol kalbéjome apie klaidy jvercius, kuriuos galima apskaic¢iuoti modelio konstravimo
metu. Tokie jverciai gali jtakoti tiek modelio pasirinkima, tiek jo konstravimo algoritma.
Kai modelis jau sukonstruotas, galutinj jo vertinima atlieckame klasifikuodami kontrolinés
aibés jrasus. Jei kontroliné aibé yra pakankamai didelé, tai neteisingai klasifikuoty jrasy
dalis (arba jos statistinis jvertis) atspindi tikrajj modelio klaidos dydj. Daugiau problemy
kyla, kai duomeny kiekis ribotas. Tada tenka turimg imtj dalinti j dalis skirtas mokymui ir
kontrolei. Dabar ir aptarsime kaip geriau tai padaryti.

Mokymui ir kontrolei skirty imties daliy proporcijos gali buti jvairios. Dazniausiai du
tre¢daliai mokymui ir tre¢dalis kontrolei. Taciau atsitiktinai arba tiesiog "nesékmingai"
skaidant imtj, gali atsitikti taip, kad sudarytoji mokymo (arba kontroliné) imtis nebus
reprezentatyvi. Pavyzdziui, visi kurios nors klasés (ar klasiy) jrasai "sukris" tik j kon-
troline imtj. Vargu ar tokiu atveju pavyks sukonstruoti patikima klasifikatoriy. Kad taip
neatsitikty, sudaromos sluoksninés (kitaip stratifikuotos ) imtys. Tai reiskia, kad klasiy
pasiskirstymas kiekvienoje dalyje atitinka visos imties proporcijas.

Taciau net ir sluoksniuojant imties dalis, Sis metodas turi akivaizdy trukuma - didelé
duomeny dalis nedalyvauja klasifikatoriaus mokyme. Jo alternatyva yra vadinamasis kryz-
minis patikrinimas. Cia imtis dalijama ] k lygiy nesikertanciy sluoksniuoty daliy. Tada
viena dalis, tarkime ¢ - toji, tampa kontroline imtimi, o likusios £ — 1 dalys sudaro mokymo
imtj (3.14 paveiksle k =5, i = 3).

Pagal sia mokymo imtj konstruojamas modelis ir kontrolinéje imtyje apskai¢iuojama jo

klaida e;. Procedura pakartojama su visais ¢ = 1,2, ..., k. Galutinis modelio klaidos jvertis

97



Mokymas | Mokymas | Kontrolé Mokymas | Mokymas

3.14 pav. k - kartinis kryZminis patikrinimas (k = 5)

¢ yra klaidy e; vidurkis

Toks metodas dar vadinamas & - kartiniu kryZminiu patikrinimu (k - fold cross validation
). Dazniausiai jis taikomas su k = 10.

Kai k yra lygus visos imties jrasy skaic¢iui N, gauname vadinamajj "viena iSmesk" (leave one
out) metoda. Jam budinga didelé (N — 1 jrasas ) mokymo imtis, taciau kontrolei kiekvieng
karta paliekamas tik vienas jraSas. Be to, kai N didelis, modelio konstravimo proceduros

kartojimas N karty gali pareikalauti daug laiko.

3.3.4 Pakartotiny imc¢iy metodas

Visa imtj, sudaryta i§ N jrasy, pazymeékime E. Iki Siol musy nagrinétos mokymo ir kon-
trolinés imtys buvo E poaibiai. Kitaip sakant, ] mokymo imtj jrasai i§ £ buvo renkami be
grazinimo. Pakartotiny imciy (bootstrap) metodas remiasi grazintine atranka. Mokymo
imtj F,, sudarome N karty grazintinai pasirinkdami imties F jrasa. Aisku, kad taip
sudaryta imtis turés N jrasy, tarp kuriy bus (grei¢iausiai) ir pasikartojanciy. Kontroline

imti Fj sudarys nepateke | mokymo imt]j jrasai
Er = E\E,, .

Kiek gi jrasy turés tokia kontroliné imtis 7 Pastebésime, kad kiekvienam pradinés imties F

jrasui [ tikimybé nepatekti j mokymo imtj yra

1 N
PU¢E)=(1-~]) .
1 5= (1- )
Taciau

N—o0
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Taigi, pakankamai dideliam N kontrolinéje imtyje turésime apytiksliai 0,368+ N, o mokymo
imtyje atitinkamai 0,632 - N pradinés imties E jragy. Todél kartais Sis metodas dar vadi-
namas 0,632 pakartotiny iméiy (0,632 bootstrap ) metodu.

Tarkime, kad aptartoji imc¢iy sudarymo procedura pakartojama b karty. Kiekvieng karta
sukonstruojamas atitinkamas klasifikatorius ir jam apskai¢iuojamos mokymo ir kontrolinés
imties klaidos e, (i) ir eg(i), i = 1,2,...,b. Kaip jau buvo minéta, e,,(7) buty per daug
optimistinis modelio klaidos jvertis. Kita vertus, remtis tik ep(i) reik8me taip pat néra
gerai, nes kontroline imtj Ej, sudaro tik apie 36,8% visy duomeny. Todél pakartotiny imdiy
metodas siulo naudoti subalansuotos klaidos vidurkj. Tad galutinis modelio klaidos jvertis

€boot YA

1 b

Choot = 3 ;(07 368 - e (i) + 0,632 - ex(1)) .
Pakartotiny imc¢iy metodu randami klaidy jverciai, kai turima mazai duomeny. Taciau

jis (kaip, beje, ir bet kuris kitas) metodas turi ir trukumy. Pavyzdziui, tokia, tiesa gana
dirbtiné, situacija. Turime visiskai atsitiktinius jrasus, su tikimybe 0, 5 priklausancius vienai
i§ dviejy klasiy. Aisku, kad bet kurio modelio klaidos dydis (jraso neteisingo klasifikavimo
tikimybé) Siuo atveju bus taip pat 0,5. Konstruojamas pilnai mokymo imtj atsimenantis

klasifikatorius. Kitaip sakant, e,,(i) = 0. Tuo tarpu eg(i) = 0,5. Todél
€poot = 0,368 -040,632-0,5=0,316.

Akivaizdziai optimizmo per daug.

I$ ¢ia iSplaukiantis baigiamasis patarimas: kiekvieng jvert] ar metoda reikia taikyti at-

sizvelgiant | jusy turimus duomenis, be to, patartina jvertinti sukonstruoto modelio klaida

keliais skirtingais metodais.

3.4 Klasifikavimo taisyklés

Siame skyrelyje nagrinésime klasifikatorius, aprasomus viena ar keliomis "jer ... tai... "

pavidalo taisyklémis. Pavyzdziui, vieng i§ stuburiniy gyvuny klasifikavimo modeliy galima
nusakyti 3.15 paveiksle pavaizduotu penkiy taisykliy rinkiniu.

Kaip matome, toks klasifikatorius R nusakomas taisykliy r1,7s,...,r; disjunkcija
R:(Tl\/Tg\/"'\/ﬂ).
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r1:  (Gyvavedis = ne) A (Skraido = taip) — paukstis

ro 1 (Gyvavedis = ne) A (Gyvena vandenyje = taip) — Zuvis

ry: (Gyvavedis = ne) A (Skraido = ne) — roplys

(
(
rs:  (Gyvavedis = taip) A (Kraujo tipas =3iltas) — Zinduolis
(
(

rs :  (Gyvena vandenyje = kartais) — varliagyvis

3.15 pav. Stuburiniy gyvuny klasifikavimo taisykliy pavyzdys

Todél taisykleés kartais dar vadinamos disjunktais. Kiekvieng taisykle r; sudaro prielaida

P(r;) ir isvada apie klasés kintamojo reiksme y;
ri: Plr) — vy
Bet kuri prielaida P(r;) yra sudaryta i§ salygy atributy X, X, ... X} reikSméms
P(r;) = (X1 0pz1) N (Xg op o) A -+ AN (X op ),

¢ia op zymi bet kurj santykj i§ aibés {=,#, <, >, <,>}. Salygos (X; op z;) vadinamos
taisyklés r; konjunktais.

Jei mokymo imties E jraso x € FE atributy reik8més (z1,xs,...7,) tenkina taisyklés r
prielaida P(r), tai sakome, kad taisyklé r apima jrasa z. Pavyzdziui, imkime dviejy

stuburiniy gyvuny duomenis

Pavadinimas | Kraujo Odos Gyva- | Gyvena | Skraido | Turi Ziemos
tipas danga vedis | vandenyje kojas | miegas
varna giltas | plunksnos ne ne taip taip ne
lokys siltas kailis taip ne ne taip taip

Nesunku jsitikinti, kad taisyklé r (zr. 3.15 pav.) apima varna, bet "nemato" lokio.
Klasifikavimo taisyklés kokybe nulemia jos apimtis ir tikslumas, nusakantys kiek imties jrasy

apima taisyklé ir kiek is jy teisingai klasifikuoja.

3.4.1 apibrézimas. Pagal imties E duomenis sukonstruotos klasifikavimo taisyklés



apimtis a(r) ir tikslumas 0(r) yra lygus

1)
a(r) - ‘E’ 9
P(r) Uy

o) = TReT

Cia |P(r)| - jrady, kurivos apima taisyklé r, skaicius; |P(r)Uy| - teisingai klasifikuoty, t.y.

tenkinanciy prielaidg P(r) ir priklausanciy klasei y, jrasy skaicius; |E| - imties dydis.

Pastebésime, kad teisingai klasifikuoty jrasy dalis visoje imtyje yra lygi sandaugai a(r)-6(r).

Pavadinimas |Kraujo| Odos |[Gyva-| Gyvena |Skraido| Turi Ziemos| Klasé
tipas danga | vedis |vandenyje kojas | miegas
(X1) | (Xo) | (X3) | (X4) (X5) | (Xe) | (X7) (Y)
Zmogus giltas | plaukai | taip ne ne taip ne zinduolis
pitonas Saltas | Zvynai ne ne ne ne taip roplys
lasisa Saltas | Zvynal ne taip ne ne ne Zuvis
banginis iltas | plaukai | taip taip ne ne ne zinduolis
varle Saltas neéra ne kartais ne taip | taip |varliagyvis
komodo varanas| Saltas | Zvynai ne ne ne taip ne roplys
Sik8nosparnis | Siltas | plaukai | taip ne taip | taip | taip | Zinduolis
balandis giltas |plunksnos| ne ne taip | taip ne paukstis
kateé Siltas kailis taip ne ne taip ne Zinduolis
gupija Saltas | Zvynal taip taip ne ne ne zZuvis
aligatorius galtas | Zvynai ne kartais ne taip ne roplys
pingvinas iltas |plunksnos| ne kartais ne taip ne paukstis
dygliuotis giltas | dygliai | taip ne ne taip | taip | Zinduolis
ungurys Saltas | Zvynai ne taip ne ne ne zuvis
salamandra Saltas neéra ne kartais ne taip | taip |varliagyvis

3.8 lentelé. Stuburiniai gyvunai

3.4.1 pavyzdys. Tegul turime 3.8 lenteléje matoma stuburiniy gyvuny imtj. Nagrinésime

kaip Sig imtj atspindi 3.15 paveiksle pateikiamos klasifikavimo taisyklés r3 ir r5. Imties
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dydis |E| = 15. Taisyklés
r3:  (Gyvavedis = taip) A\ (Kraujo tipas = §iltas) — Zinduolis

apimtis
) 1
a(rz) = — = -,
() =15 =3
o tikslumas 6(r3) = 1, nes visi penki stuburiniai, kuriuos apima taisyklé r3, yra zinduoliai.

Analogigkai gausime, kad taisyklés
rs . (Gyvena vandenyje = kartais) — wvarliagyvis

apimtis ir tikslumas yra

a(rs) = e O(rs) = = =

3.4.1 Klasifikavimo taisykliy tarpusavio sary$§iai

Klasifikavimo taisykliy pagrindu sukonstruoto modelio efektyvumas gali priklausyti ne
tik nuo taisykliy apimties ir tikslumo, bet ir nuo jy tarpusavio tvarkos. Prisiminkime,

pavyzdziui, 3.15 paveiksle apibréztas taisykles ir pabandykime klasifikuoti tris naujus gy-

vunus
Pavadinimas | Kraujo | Odos | Gyva- | Gyvena | Skraido | Turi Ziemos
tipas | danga | vedis | vandenyje kojas | miegas
lemuras Siltas kailis taip ne ne taip taip
vezlys Saltas | zvynai ne kartais ne taip ne
ryklys Saltas | zvynai | taip taip ne ne ne

Raskime Siuos jrasus apimancias taisykles.

e Pirmasis gyvunas ( lemuras ) tenkina tik taisyklés r3 prielaidas ir priskiriamas Zzin-
duoliy klasei.

e Antrajj gyvuna ( vézlj ) apima dvi taisyklés - r4 ir r5 ir kiekviena i§ jy "bando" priskirti
vézlj skirtingoms klaséms. Tarkime, kad taisykles taikomos paeiliui. Pagal r4 vézlys
bus pripazintas ropliu. Taciau, sukeitus r, ir r5 vietomis, vézlys "taps" varliagyviu

pagal r;. Gauname prieStaravima, kurj butina pasalinti.
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e Treciasis gyvunas ( ryklys ) yra "nepazjstamas" visoms penkioms taisykléms. Taip

neturéty buti. Reikia, kad klasifikatorius galéty patikimai klasifikuoti bet kurj jrasa.
Pateiktasis pavyzdys iliustruoja dvi svarbias klasifikavimo taisykliy rinkinio savybes.

3.4.2 apibrézimas. Klasifikatoriaus R = (11 V ro V -+ V 1)) taisyklés vadinamos poromis

nesutaikomomis, jei bet kokg jrasq gali apimti tik viena 1S R taisykliy.

3.4.3 apibréZimas. Sakome, kad klasifikatoriaus R = (ry V1o V -+ V 1) taisyklés sudaro

pilng rinking, jei bet kurj galimg jrasq apima bent viena R taisykle.

Kaip matéme, 3.15 paveiksle pateiktos taisyklés neturi né vienos i$ iy savybiy.

r1: (Kraujo tipas = daltas) — ne Zinduolis

ry: (Kraujo tipas = Siltas) A (Gyvavedis = taip) — Zinduolis

rs:  (Kraujo tipas = Siltas) N\ (Gyvavedis = ne) — ne Zinduolis

3.16 pav. Pilnas, poromis nesutaikomy klasifikavimo taisykliy rinkinys

Jei tarsime, kad Kraujo tipas ir Gyvavedis yra binariniai kintamieji, tai 3.16 paveiksle
apibréztos klasifikavimo taisyklés R = (1 V r9 V r3) yra poromis nesutaikomos ir sudaro
pilng rinkinj. Tai reiskia, kad bet kurj jrasg apima lygiai viena taisyklé.

Kai klasifikatoriaus R = (11 V 73 V - -+ V 1) taisykliy rinkinys néra pilnas, tada prie esamy

taisykliy papildomai prijungiama

r(ya): () — Ya,

priskirianti klasei y4 visus jrasus, kuriy neapima taisyklés R. Taip papildytas klasifikatorius
R =(riVraV---VrVr(yy)) jau, aisku, bus pilnas. Klasé y; kartais dar vadinama klase
"pagal nutyléjima". Ji dazniausiai pasirenkama taip, kad taisyklés r(y4) tikslumas buty
didziausias

Ya = argmax 0(r(y)) -
Kitaip sakant, y, yra taisykliy R neapimty irasy daugumos klaseé.
Taikant taisykles, kurios néra poromis nesutaikomos, galimi klasifikavimo priestaravimai.

Kaip matéme, tada rezultatas kartais priklauso ir nuo to kuria tvarka taisyklés yra taikomos.

Skiriami du Sios problemos sprendimo budai.
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1. Sutvarkytas taisykliy rinkinys. Kiekvienai taisyklei nustatomas prioriteto indek-
sas ir visos taisyklés vienareikSmiskai surusiuojamos prioritety mazéjimo tvarka. Toks
sutvarkytas klasifikavimo taisykliy rinkinys kartais dar vadinamas sprendimy sgrasu
( decision list ). Tada kiekvienas jrasas klasifikuojamas pagal jj apimancia didziausio
prioriteto taisykle. Prioriteto indeksy nustatymo kriterijai gali buti jvarus. Jie gali
priklausyti nuo taisykliy apimties, tikslumo, aprasymo ilgio ar net nuo tvarkos, kuria

taisyklés buvo sukonstruotos ir jtrauktos j rinkinj.

2. Nesutvarkytas taisykliy rinkinys. [rasas klasifikuojamas pagal visas jj apimancias
rinkinio taisykles. Kiekviena tokia taisykle, priskirdama jrasa klasei y, tuo paciu
"balsuoja" uz $ig klase. Galutinai jrasas priskiriamas daugiausiai "balsy" surinkusiai
klasei. Kartais taisyklés r; "balsy" skaiCius prie§ sumavimg dauginamas i$ svertinio
koeficiento (3;, priklausan¢io nuo taisyklés apimties ir tikslumo. Todél bendruoju
atveju "balsavimo" proceduros formalus aprasymas galéty buti toks. Tegul R =
(riVrgVe.--Vor)ir

Bi, jei taisyklé r; jrag priskiria klasei y; ,

5ij =
0, prieSingu atveju.

Jel

!
M = argmax (Z (51-]-) ,
J

i=1

tai jrasas patenka j klase vy, .

Vienareiksmiskai negalima pasakyti kurio tipo rinkinys yra pranaSesnis. Nesutvarkytas
taisykliy rinkinys nepriklauso nuo taisykliy pasirinkimo tvarkos, todél tokio modelio kon-
stravimo algoritmas yra paprastesnis (nereikia nustatinéti taisykliy prioritety). Taciau
sutvarkyto taisykliy rinkinio pagrindu sukonstruotas klasifikatorius yra greitesnis, nes kiek-
vieno jraSo klasifikavimui reikalingas tikrinamy prielaidy skaic¢ius Siuo atveju mazesnis.

Toliau nagrinésime tik sutvarkytus klasifikavimo taisykliy rinkinius. Kaip jau minéjome,
naudojami jvairus taisykliy prioriteto apibrézimai, o tuo paciu ir rusiavimo budai. Salyginai
juos galima padalinti j dvi grupes: kokybinis ruSiavimas ir rusiavimas pagal klases. Kuo

jos skiriasi paaiskéja, paziuréjus i 3.17 paveiksle pateikta pavyzdj.

104



Kokybinis klasifikavimo taisykliy ruSiavimas

Odos danga = plunksnos) A (Skraido = taip) — paukstis
Kraujo tipas = Siltas) \ (Gyvavedis = taip) — Zinduolis

Kraugjo tipas = $iltas) N (Gyvavedis = ne) — paukstis

Odos danga = Zvynai) A ((Gyvena vandenyje = ne) — roplys

(

(

(

(Gyvena vandenyje = kartais) — wvarliagyvis

(

(Odos danga = Zvynai) A ((Gyvena vandenyje = taip) — Zuvis
(

Odos danga = néra) — varliagyvis

Klasifikavimo taisykliy rusiavimas pagal klases

Odos danga = plunksnos) A (Skraido = taip) — paukstis
Kraujo tipas = Siltas) \ (Gyvavedis = ne) — paukstis

Kraujo tipas = Siltas) N\ (Gyvavedis = taip) — Zinduolis

Odos danga = néra) — varliagyvis

Odos danga = Zvynai) A\ ((Gyvena vandenyje = ne) — roplys

(
(
(
(Gyvena vandenyje = kartais) — wvarliagyvis
(
(
(

Odos danga = Zvynai) A\ ((Gyvena vandenyje = taip) — Zuvis

3.17 pav. Klasifikavimo taisykliy rusiavimo budy palyginimas

Kokybinis rusiavimas. Apibréziamas koks nors taisyklés kokybés matas (pavyzdziui, tik-
slumas) ir visos taisyklés i§déstomos kokybés mazéjimo tvarka. Toks klasifikatorius garan-
tuoja, kad jrasa visada klasifikuos "geriausia" jj apimanti taisyklé. Vienas i§ tokios schemos
trukumy yra tas, kad sudétingai interpretuojamos saraso apacioje esancios taisyklés. Pa-
vyzdziui, imkime 3.17 paveikslo virsutinés lentelés ketvirtaja taisykle. Ji uzraSoma labai
paprastai

(Gyvena vandenyje = kartais) — wvarliagyvis.
Taciau, atsizvelgiant ] pirmasias tris taisykles, jos interpretacija yra sudétingesné: jei
gyvunas neplunksnuotas arba neskraido, yra siltakraujis ir kartais gyvena vandenyje, tai
jis - varliagyvis. Aisku, kad didelio saraso apacioje esanciy taisykliy "isSifravimas" taps

sudetingu loginiu uzdaviniu.
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Rusiavimas pagal klases. Siuo atveju ta pacia klase priskiriancios taisyklés sarase stovi
greta. Jy tarpusavio iSsidéstymas néra svarbus, nes neturi reikSmes kuri tos pacios klasés
taisykleé klasifikuos jrasg. Tai Siek tiek supaprastina taisykliy interpretacija. Skirtingy klasiy
taisykliy tarpusavio padétis priklauso nuo klasés "kokybés". Kitaip sakant, reikia apibrézti
ne konkrecios taisyklés, o tam tikra klase priskirianciy taisykliy poaibio kokybés mata.
Kuo matas didesnis, tuo auks¢iau saraSe stovés visos iam poaibiui priklausancios taisyklés.
Todeél akivaizdu, kad auksStesnio rango klase jgyja pranasuma, nes iraSas pirmiausiai bandys
"patekti" j auksciusig klase. T tai reikia atsizvelgti pasirenkant kokybés matg. 3 .17 paveikslo
apatinéje lenteléje matomo pavyzdzio taisyklés iSdéstytos pagal tokia stuburiniy gyvuny
klasiy tvarka: { paukséiai, Zinduoliai, varliagyviai, ropliai, Zuvys }. Beje pastebésime, kad
Sis taisykliy saraSas, grieztai kalbant, néra pilnas. Pavyzdziui,buty neaisku kuriai klasei
priskirti kailinj Saltakraujj vandens gyventoja. Zinoma, klausimas ar toks i$ viso egzistuoja
]

Detaliau panagrinésime surusiuotus pagal klases taisykliy rinkinius ir jy sudarymo meto-
dus. Klasifikavimo taisykliy konstravimo metodai skirstomi j tiesioginius ir netiesioginius.
Tiesioginiai metodai skaido turima jraSy aibe | mazesnius poaibius taip, kad visus vieno
poaibio jrasus klasifikuoty viena taisyklé. Netiesioginiai metodai klasifikavimo taisyklémis

supaprastintai uzraso kitus, sudétingesnius, klasifikavimo modelius.

3.4.2 Tiesioginis klasifikavimo taisykliy konstravimas

Tiesioginiam klasifikavimo taisykliy konstravimui daznai yra naudojams nuoseklaus den-
gimo metodas (7r. 3.18 pav.). Paeiliui kiekvienai klasei generuojamos taisyklés, kol jos
tenkina pasirinkta kokybés kriterijy. Taigi, gaunamas pagal klases surusSiuotas taisykliy
sarasas. Kad jis buty pilnas, paskutiniajai klasei "pagal nutyléjima" priskiriami j kitas
klases nepateke jrasai. Kurios klasés taisyklés generuojamos pirmiausiai gali priklausyti
nuo daugelio faktoriy. Pavyzdziui, nuo klasés populiarumo (daznio imtyje) ar neteisingo
klasifikavimo pasekmiy (sakoma, kad geriau iSteisinti kalta, nei nuteisti nekaltg ).
Algoritmas pradeda nuo tusc¢io taisykliy saraso R. Svarbiausia darba atlieka funkcija
vienaTaisyklé(E,y). Ji pagal turima jrasy aibe E ir pasirinkta kokybés mata klasei y

konstruoja geriausig taisykle r. Visi klasei y priklausantys jrasai vadinami teigiamais, o
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Tegul E' - mokymo imtis
Ay :=A{y1,99,...,yr} - suruSivota visy klasiy aibé
rg ={() — wyi} - taisyklé "pagal nutyléjima"
R := {} - pradinis taisykliy saraSas
forvy € Ay\{yx} do
while netenkinama stabdymo salyga do
r = vienaTaisyklé(FE,y)

Pasalinti i§ F jraSus, kuriuos apima taisyklé r

© 0 N e Ttk W D=

R = RV r - saraSo apacioje pridedama taisyklée r

—
e

end while

—_
—_

end for

—_
N

R = RV ry - saraso apacioje pridedama taisyklé "pagal nutyléjima"

3.18 pav. Nuoseklaus dengimo algoritmas

likusieji - neigiamais. Aisku siekiama, kad r apimty kuo daugiau teigiamy ir kuo maziau
neigiamy jrasy. Sukonstruotoji taisyklé r jraSoma saraso R apacioje, o visi jrasai, kuriuos
ji apima, i§ aibés F paSalinami. Procedura tesiama tol, kol kiekviena naujai sukonstruota
taisyklé r yra pakankamai kokybiska. Procesas taip pat stabdomas, jei aibéje E nebelieka
teigiamy jrasSy arba taisyklés tampa per daug sudétingos. Tada pereinama prie kitos klasés.
Optimalios taisyklés radimas yra sudétinga problema. Dazniausiai funkcija

vienaTaisyklé(FE, y) generuoja kokia nors pradine taisykle 7y ir toliau ja tobulina, kol
gauna reikalaujamos kokybeés taisykle r. Sutinkamos dvi tokio tobulinimo strategijos, kurias
salyginai galima pavadinti nuo paprasto prie sudétingo ir nuo sudétingo prie paprasto. Pir-

muoju atveju imama paprasta pradiné taisykle
To - () — Y,

apimanti visa jrasy aibe E. Ji néra tiksli. Todél toliau tobulinama, palaipsniui pridedant
naujus konjunktus, kol pasiekiama norima taisyklés kokybé. 3.19(a) paveiksle iliustruojami

du Zinduoliy klasifikavimo taisyklés tobulinimo proceduros Zingsniai. 1§ pradziy pasirenka-
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mas konjunktas (Kraujo tipas=3iltas). Toliau, iSanalizavus visas galimybes, taisyklés prie-
laida papildoma konjunktu (Gyvavedis=taip) ir t.t. Sis procesas nutraukiamas, kai patenk-

inama stabdymo salyga, pavyzdziui, naujai pridétas konjunktas nebepagerina taisyklés.

() — zinduolis

Y
(Odos danga=plaukai) (Kraujo tipas=siltas) | . (Turi kojas=taip)
— zinduolis — 7induolis — zinduolis
(Kraujo tipas=siltas)A o (Kraujo tipas=8iltas)A
(Turi kojas=taip) — Zzinduolis (Gyvavedis=taip) — zinduolis

(a) Nuo paprasto prie sudétingo

(Kraujo tipas=siltas)A(Odos danga=plaukai) A(Gyvavedis=taip)A
(Gyvena vandenyje=ne)A (Skraido=ne)A (Turi kojas=taip) A
(Ziemos miegas=ne) — Zzinduolis

(Kraujo tipas=siltas)A

(Odos danga=plaukai)A
(Gyvavedis=taip)A
(Gyvena vandenyje=ne)A
(Skraido=ne)A
(Turi kojas=taip) — zinduolis

(Odos danga—plaukai)A
(Gyvavedis=taip)A
(Gyvena vandenyje=ne)A
(Skraido=ne)A (Turi kojas=taip) A
(Ziemos miegas—ne) — zinduolis

(b) Nuo sudétingo prie paprasto

3.19 pav. Dvi klasifikavimo taisyklés konstravimo strategijos

Kai taikoma strategija nuo sudétingo prie paprasto, pradiné taisyklé ro sudaroma pagal
kurj nors atsitiktinai paimta teigiamag jrasa. Toliau, didinant taisyklés apimtj, palaipsniui
mazinamas konjunkty skaic¢ius. Prastinimo procesas stabdomas, kai, pavyzdziui, taisykle

pradeda apimti neigiamus jrasus. 3.19(b) paveikslo pavyzdyje pasirinktas pirmasis teigia-
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mas 3.8 lentelés jrasas ( zmogaus duomenys ) ir pavaizduotas vienas prastinimo zingsnis:
paalintas konjunktas (Ziemos miegas—ne).

Abi Sios strategijos generuoja nebutinai optimalig taisykle, nes nagrinéjamos toli grazu ne
visos galimos konjunkty kombinacijos. Galima praplésti paieskos aibe. Eiliniame zingsnyje
rinkime ne viena, o k geriausiy taisykliy ir kiekvienag i§ jy modifikuokime prijungdami
(arba isbraukdami) konjunktus. I8 visy taip modifikuoty taisykliy vél renkame k geriausiy

ir pereiname prie naujos iteracijos.

Lieka aptarti galimus klasifikavimo taisykliy kokybés matus, kurie leisty palyginti taisykles
ir nuspresti kuriuos konjunktus prijungti (ar pasalinti) kiekvienoje algoritmo iteracijoje.
Atrodyty tinkamiausias matas yra taisyklés tikslumas, atspindintis teisingai klasifikuoty
jrasy dalj. Taciau esminis jo trukumas yra taisyklés apimties ignoravimas. Pavyzdziui,
tegul mokymo imtyje yra 60 teigiamy ir 100 neigiamy jrasy. Nagrinékime dvi taisykles

r1 : apima 50 teigiamy ir 5 neigiamus jrasus,

ro : apima 2 teigiamus jrasus ir né vieno neigiamo jraso.
Antroji taisyklé yra tikslesné, nes

50 2
0 =—=0,909, 0 =—-=1.
(1) 55 ) ) (r2) 9
Taciau vargu ar kas tvirtins, kad ji yra geresné, nes apima tik 2 jrasus.

Apibrésime keleta subtilesniy taisykliy palyginimo budy.

1. Mazos apimties taisykliy eliminavimui galima taikyti statistinius kriterijus. Pavyz-

dZiui tikétinumo statistikos i
n.
L =2 n; In — 3.9

reiSmeé parodo kiek klasifikatorius skiriasi nuo atsitiktinio klasifikavimo. Cia k - klasiy
skai¢ius; n; - taisyklés apimamy i - tosios klasés jrasy skai¢ius'; e; - prognozuojamas
i - tosios klasés jrady skaicius, taikant atsitiktinj klasifikavimg. Statistika L turi x?
skirstinj su k — 1 laisvés laipsniu. Didelés L reiksmeés rodo, kad teisingai klasifikuoty
jrasy yra zenkliai daugiau, nei galétume "atsitiktinai pataikyti". Kitaip sakant, kuo

L reikSme didesné, tuo taisyklée geresneé.

! Jei kuris nors n; = 0, tai atitinkamas démuo (3.9) sumoje taip pat lygus 0.
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Grjzkime prie musy pavyzdzio. Turime k = 2 klases: {+, -}. Rasime L(r;). Kadangi

r1 apima 55 jrasus, tai

60 100
=55 — = 20,62 _=55-— =34 .
ey =5Hd 160 0,625, e %) 160 34,375
Taigi
L =2 -1 -1 ~ 69, 27.
(r1) (50 "30.625 O 375) 69,27
Analogigkai skai¢iuojame ir antrajai taisyklei:
60 100
=2 — = _=2-—=1,2
=2 g0 =0T € 60 %

ir
2
L =2-12-ln—— 7 2.
(TQ) ( H0775+0) 3,9

Todeél pagal §j kriterijy taisyklé r; yra geresné uz rs.

. Tegul taisyklé r apima n jrady, tarp kuriy yra n, teigiamy. Apibrésime du mod-

ifikuotus tikslumo matus, priklausomus nuo taisyklés r apimties. Tai yra Laplaso

jvertis
ny + 1

0 = 3.10
L(r) ntk ( )

ir vadinamasis m - jvertis

ny +kpy

Op(r) = ——, 3.11
(1) = (3.11)

¢ia k - klasiy skaicius; p, - aprioriné teigiamos klasés tikimybe. Pastebésime, kad

. 1
Or(r) = Qm(r)a kai py = 7

Kitaip sakant, tolygiai pasiskirsc¢iusioms klaséms Sie matai ekvivalentus. Mazos apim-

ties taisyklems, jie yra artimi teigiamos klasés tikimybei, nes

6L<7ﬂ): ) em(r) =D+, kain =0.

1
k

Kai taisyklés apimtis yra didele, abu jverciai darosi artimi taisyklés tikslumui
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Rasime taisykliy r; ir 7o Laplaso ir m - jvercius. Teigiamos klasés apriorinée tikimybé
yra p, = 60/160 = 0,375 , klasiy skai¢ius k = 2. Istate reikiamas reik§mes j (3.10) ir
(3.11), turésime

50 + 1 241
0 _ ~ 0,895, Op(ry) = —— =0.75
L(T1> 55+2 5 3 L(TQ) 2+2 ) )
50 +2-0.375 2.42.0.375
0, T2 010 0,89, 6,(ry) = 422210 ) 6875
(r1) 551 2 (r2) 2492

Matome, kad pagal abu jvercius taisyklé r; geresné.

. Dar vienas klasifikavimo taisykliy palyginimo kriterijus remiasi informacijos prieaugio
savoka. Tegul taisykle

To - A—>+

apima n teigiamy ir n—n neigiamy jrasy. Jos prielaida papildome nauju konjunktu
B. Tegul naujoji taisyklée
r. AANB — +

apima m teigiamy ir m — m, neigiamy jragy. Gaunamas informacijos prieaugis yra

n m
I(rg,r) =my - (log2 - log, m_> : (3.12)
+ +

Atskiru atveju, kai taisyklés rq prielaida tuséia A = (), informacijos prieaugj zymé-

sime I(r). Tada n yra imties dydis, o n, - visy teigiamy jrasy skai¢ius.

Be to, prisimine klasifikavimo taisyklés tikslumo apibrézima 3.4.1 , informacijos prie-
augio israiSka (3.12) galime paraSyti ir taip

I(ro,7) :m+-log2%. (3.13)

Informacijos prieaugis I(ro,r) reiSkia suminj neapibréztumo pokytj visiems taisyklés
r apimamiems teigiamiems jrasams. IS tikryjy, taisyklei ry imties jraso teisingo klasi-
fikavimo tikimybé yra lygi jos tikslumui

P(Ty) = 6(ro) = ==

Todél jvykio Ty informacija ( arba neapibréztumas) yra (7r. 1.3.1 apibrézima)

1 n
I(Tp) = log, Py~ log, -
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Analogiskai randamas likes neapibréztumas modifikuotai taisyklei r

1
I(T) =logy —— = log, — .
( ) 082 (T) 08y my
I ¢ia ir gauname, kad I(ro,r) = my - (I(Ty) — I(T)) .

Todél i8 visy nagrinéjamy taisyklés ro modifikacijy r reikéty rinktis tg, kuri labiausiai

sumazina neapibréztuma, t.y. turi didziausia informacijos prieaugj I(rq,r).

Informacijos prieaugio taikyma iliustruosime, dar karta palygindami taisykles r; ir rs.

Pagal (3.13) formule

50,55

I(r) = 5O-og2—60/16O

~ 63,877,

I(ry) = 2-log, ~ 2,83.

60,160

Taigi ir pagal §j kriterijy taisykle r; yra geresne.

Pagal viena ar kita strategija sukonstruota taisyklé gali buti pertekli, t.y. turéti didele
modelio klaida ( modelio klaidos jverc¢iai nagrinéjami 3.3 skyrelyje ). Tuo atveju taisyklé
redukuojama, jos prielaidoje atsisakant kai kuriy konjunkty. Jei tokia redukcija sumazina

modelio klaidg, taisyklé kei¢iama paprastesne.

3.4.3 1R algoritmas

Bene paprasciausias, taciau daznai gana efektyvus klasifikavimo taisykliy generavimo algo-
ritmy yra vadinamasis 1R algoritmas (1-Rule, R.C.Holte, 1993). Tarkime, kad visi imties
atributai X, Xs, ..., X} yra kategoriniai. Algoritmo schema labai paprasta. Ji pateikiama
3 .20 paveiksle.

Kiekvienam atributui X;, sudaromas pilnas, poromis nesutaikomy taisykliy rinkinys R;, su-
sidedantis is tiek taisykliy, kiek skirtingy reikSmiy z jgyja X;. Kiekvienos taisyklés prielaida
yra (X; = x) , o i8vada lygi reiksémés = daugumos klasei. Po to i§ visy sukonstruoty
klasifikatoriy Ry, Rs, ..., R iSrenkamas tas, kurio tikslumas didziausias.

Papildomai 1R algoritmas dirba ir su trukstamomis bei skaitinémis atributy reikSmeémis.
Trukstamaja atributo reik8me ( ja Zymésime ’?’ ) algoritmas traktuoja tiesiog kaip dar

vieng atributo reiksme.
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1. Tegul X1, Xy, ..., Xy - imties atributai, Ay - visy klasiy aibé
2. for kiekvienam atributui X; do
3. R; :={} - pradinis taisykliy sarasas
4. for kiekvienai atributo X; reik§mei x do
5. r(y): (Xi=2z) — vy, y€ Ay,

Ymax = argmax 0(r(y)) - daugumos klasé

Yy

6. R; = R; V r(Ymax) - saraso apacioje pridedama taisyklé r(ymax)
7. end for
8. end for
9. R= arg};nax 0(R;) - randamas geriausias klasifikatorius

3.20 pav. 1R algoritmas

Skaitiniai kintamieji yra diskretizuojami. Taikomas labai paprastas diskretizavimo meto-
das. Visas intervalas dalijama j intervalus, kuriy galai randasi viduryje tarp dviejy gretimy
reik§miy. Visi jrasai su atributo reikSmeémis i§ kurio nors intervalo priskiriami to intervalo
daugumos klasei. Jei kintamasis jgyja labai daug skirtingy reikSmiy, tai galime gauti daug
smulkiy intervaly, turin¢iy po viena jrasa. Tai, savo ruoztu, jtakoty modelio perteklumo
atsiradima. Todél mazai jraSy turintys gretimi intervalai jungiami, kol jungtinio intervalo
daugumos klasei priklausanciy jrasy skaic¢ius pasiekia tam tikra skaiCiy ngjsgr- Sis skaiius
yra algoritmo parametras. Algoritmo autoriaus siuloma reik§meé ngig, = 6.

Prisiminkime 2.1.1 skyrelio pavyzdj apie oro salygas, kurioms esant "Zvaigzdziy" komanda
zaidzia parodomasias rungtynes. Papildysime 2.2 lenteléje pateiktus duomenis vienu "pa-
mirStu" jrasu, turinéiu trukstama atributo Oras (X;) reik8me. Naujoji imtis pavaizduota
3.9 lenteléje.

Atsizvelge i tai, kad imtis nedidelé, atributy X, ir X3 diskretizavimui imsime ngjg, = 3.

Pirmiausiai surusiuojame jrasus pagal Temperaturg.

X2‘18 18 19 20 21 21 22 22 22 24 24 27 27 28 29

Y ‘ne taip ne taip taip taip ne taip ne taip taip mne taip taip ne
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Oras Temperatura | Dréegnumas | Veéjuota Zaisti
(X1) (X2) (X5) (Xq) | (V)
1| sauléta 29 85 FALSE ne
2 | sauléta 27 90 TRUE ne
3 | debesuota 28 86 FALSE | taip
4 | lietinga 21 96 FALSE | taip
5| lietinga 20 80 FALSE | taip
6 | lietinga 18 70 TRUE ne
7 | debesuota 18 65 TRUE taip
8 | sauléta 22 95 FALSE ne
9 | sauléta 21 70 FALSE | taip
10 | lietinga 24 80 FALSE | taip
11 | sauléta 24 70 TRUE | taip
12 | debesuota 22 90 TRUE taip
13 | debesuota 27 75 FALSE | taip
14 | lietinga 22 91 TRUE ne
15 7 19 92 TRUE ne

3.9 lentelé. Oro duomenys su trukstama reikSme

Daliname visy X, reik8miy intervala j dalis taip, kad kiekvienoje dalyje (isskyrus paskutine
) dazniausiai sutinkamy Y reik8miy skaic¢ius buty ne mazesnis uz 3. Aigku, dalinimo taskus

imsime tarp skirtingoms klaséms priklausanc¢iy X, reiksmiy. Gausime

X2‘18 18 19 20 21 21 ‘22 22 22 24 24 ‘27 27 28 29

Y ‘ne taip ne taip taip taip ‘ ne taip ne taip taip ‘ ne taip taip ne

Treciajame intervale turime po du abiejy klasiy jrasus. Todél daugumos klase renkameés
atsitiktinai. Tegul tai bus Y = ne. Kadangi pirmyjy dviejy intervaly daugumos klasée
Y = taip yra ta pati, tai, nekeisdami taisykliy prasmeés, galime juos sujungti. Tad galutinis

skaidinys bus
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Xs ‘ 18 18 19 20 21 21 22 22 22 24 24 ‘ 27 27 28 29
Y ‘ ne taip mne taip taip taip ne taip ne taip taip ‘ ne taip taip ne
Todél gausime tokias klasifikavimo pagal Temperaturg taisykles
ro1 1 (Temperatura < 25,5) — Zaisti—taip
roo 1 (Temperatura > 25,5) — Zaisti=ne
Jy tikslumai
7 2
0(ra1) = 11’ 0(ro2) = 1
Bendrasis klasifikatoriaus pagal Temperaturg tikslumas yra
O(ran V 1a2) = — = 0,6
r rog) = — = .
21 V T2 15 )
Atributo X3 ( Drégnumas ) diskretizavimo skaidinys randamas analogiskai
X3 ‘ 65 70 70 70 75 80 80 ‘ 8 8 90 90 91 92 95 ‘ 96
Y ‘ taip ne taip taip taip taip taip ‘ ne taip taip ne ne ne ne ‘ taip
Todeél klasifikatoriy pagal Drégnumg sudaro trys taisyklés
rg1 . (Drégnumas < 82,5) — Zaisti—taip
rsp 0 (Drégnumas € (82,5;95,5]) — Zaisti=ne (3.14)

rs3:  (Drégnumas > 95,5) — Zaisti=taip

Jo tikslumas
12

— =0,8.
15 ’

9(7”31 V T'32 V 7’33) =

Pagal 1R algoritma taip analizuojami visi keturi klasifikatoriai. Rezultatai pateikiami 3.10

lenteléje.

Matome, kad tiksliausias klasifikatorius yra pagal Drégnumg. Todél ( 3.14 ) ir bus 1R

algoritmo sukonstruotas klasifikavimo taisykliy rinkinys.
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Atributai Taisyklés Taisykliy | Klasifikatoriy
tikslumas | tikslumas
1| X; (Oras) sauléta — ne 3/5 11/15
debesuota — taip 4/4
lietinga — taip 3/5
7 — ne 1/1
2 | Xy (Temperatura) | < 25,5 — taip 7/11 9/15
> 25,6 — ne 2/4
3 | X3 (Drégnumas) | < 82,5 — taip 6/7 12/15
€ (82,5:95,5] —s ne | 5/7
> 955 — taip 1/1
4| Xy (Véjuota) FALSE — taip 6/8 10/15
TRUE — ne 4/7

3.10 lentelé. 1R algoritmas oro duomenims su trukstama reikSme

3.4.4 RIPPER algoritmas

Vienas i8 tiesioginio klasifikavimo taisykliy konstravimo algoritmy yra vadinamasis RIPPER
algoritmas (Repeated Incremental Pruning to Produce Error Reduction, William W. Cohen,
1995). Jis gerai veikia, kai duomenys yra "triukSmingi", nes dar modelio konstravimo
etape naudoja kontroline imtj. Algoritmas generuoja pagal klases surusiuota klasifikavimo
taisykliy rinkinj.
Tegul

Ay ={y1,v2, .-, Uk}

- pagal daznius surusiuota visy klasiy aibé. Rec¢iausiai mokymo imtyje sutinkama klasé yra
Y1 , o dazniausiai - y;. Taisyklés generuojamos nuoseklaus dengimo metodu. Visy pirma
klasei y; priklausantys jrasai pavadinami teigiamais, o likusieji - neigiamais ir konstruojamos
taisyklés teigiamiems jrasams atskirti. Toliau pereinama prie klasés o ir taip toliau, kol
lieka tik yg. Pastaroji klasé tampa klase "pagal nutyléjima", t.y. jai priskiriami j kitas

klases nepateke jrasai.
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Kiekviena taisykle » RIPPER konstruoja naudodamas "nuo paprasto prie sudétingo" strate-
gijg. Taisyklé modifikuojama, prielaidoje pridedant naujus konjunktus, kol pasidaro tiksli,
t.y. O(r) = 1 . Papildomy konjunkty pasirinkimo kriterijus yra informacijos prieaugio
(3.12) dydis. Po to taisyklé r redukuojama, priklausomai nuo to kaip ji klasifikuoja kon-
trolinés imties jrasus. Tam naudojamas toks kokybés matas

Ar) = =
vy oo

¢ia vy (v_) yra teigiamy ( neigiamy ) kontrolinés imties jrasy, kuriuos apima taisyklé r
, skaiCius. Taisyklé redukuojama, jei po redukcijos Sis matas padidéja. Redukuojama |,
pirmiausiai Salinant paskutinius konjunktus. Tarkime, kad taisyklés r prielaidoje yra m

konjunkty:
T (Al/\AQ/\/\Am) — +.

Nagrinékime redukuotas taisykles
r;: (Al/\Ag/\"'/\Am_i) — +, 1=12,....m—1,
ir r,,: () — +. Tegul ' yra didZiausia v reik§me turinti redukuota taisyklé:

r’ = argmax y(r;) .

Ti
Jei ~(r') > ~(r) , tai taisyklé r pakei¢iama redukuotaja taisykle r’. Pastebésime, kad
mokymo imtyje taisyklés 7" tikslumas gali buti ir mazesnis uz 1, t.y. 0(r') <0(r) =1 .
Toliau, pagal nuoseklaus dengimo metoda, i§ mokymo imties paSalinami jraSai, kuriuos
apima sukonstruotoji taisyklé ir pereinama prie kitos taisyklés generavimo. Beje taisyklé
neapima jrasy, kuriuose truksta bent vieno j taisyklés prielaida jeinancio atributo reik§meés.

RIPPER algoritmas stabdomas, kai tenkinama bent viena i§ Zemiau iSvardinty salygy.

1. Mokymo imtyje nebéra teigiamy jrasy.

2. Naujai prijungiama taisyklé padidinty sgraso aprasymo ilgj ne maziau kaip d bity

(pagal nutyléjima d = 64 ).
3. Naujai prijungiamos taisyklés tikslumas kontrolinéje imtyje mazesnis uz 0,5 .

Baigus konstruoti taisykliy sarasa, priklausomai nuo algoritmo realizacijos, kartais dar pa-

pildomai optimizuojamas visas sgrasas.
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3.4.5 Netiesioginis klasifikavimo taisykliy konstravimas

Siame skyrelyje trumpai aptarsime sprendimy medZzio ir klasifikavimo taisykliy tarpusavio
priklausomybe. Aigku, kad kiekvienas kelias medyje nuo Saknies iki lapo nusako klasifikav-
imo taisykle. Jos prielaida sudarantys konjunktai atitinka medzio vidiniy virSuniy saly-
gas, o iSvada sutampa su lapo atstovaujama klase. Be to, visus sprendimy medzio lapus
atitinkancios taisyklés yra poromis nesutaikomos ir sudaro pilng rinkinj. Taip sukonstruota
taisykliy rinkinj dazniausiai galima supaprastinti. Pavyzdziui, 3 .21 paveiksle pavaizduotas

medis ir visus jo lapus atitinkanciy taisykliy rinkinys.

= Klasifikavimo taisykleés
rn: (P=0)A(Q=0) — -
ro: (P=0)A(Q=1) — +
rs: (P=1)A(R=0) — +
ry: (P=D)AR=1)A(Q=0) — -
rs: (P=DAR=1DAQ=1) — +

3.21 pav. Sprendimy medis ir jo generuotos klasifikavimo taisyklés

Pastebésime, kad teigiamos klasés taisykliy rinkinys R, = (r2Vr3Vrs) visus jrasus, kuriems
Q = 1, priskiria teigimai klasei. Todél R, galime supaprastinti. Naujasis teigiamos klasés

taisykliy rinkinys bus sudarytas i§ dviejy taisykliy R/, = (r5 V r3) , ¢ia
rh: (Q=1) — +.

Neigiamoji klasé tada tampa klase "pagal nutyléjima". Galutinai gauname tokj sutvarkyta

taisykliy rinkinj

Q=1 — +
(P=1)A(R=0) — +
() — -
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Sios taisyklés jau néra poromis nesutaikomos, taciau gerokai paprastesnes ir lengvai inter-
pretuojamos.

Deja, didesnius sprendimy medzius atitinkanciy klasifikavimo taisykliy rinkiniy optimizav-
imo uzdavinys yra gana sudétingas. Todeél dazniausiai naudojami algoritmai vienokiais ar
kitokiais budais modifikuoja pradinj taisykliy rinkinj, tac¢iau ne visada pasiekia optimaly
rezultata. Vienas i$ tokiy yra vadinamasis C4.5rules algoritmas, generuojantis sprendimy

medj atitinkancias klasifikavimo taisykles. Algoritmas susideda is dviejy etapy.

1. Taisykles konstravimas. Panagiai kaip ir 3.21 paveikslo pavyzdyje, pradinis rinkinys
sudaromas i§ visus medzio lapus atitinkanciy taisykliy. Toliau jos redukuojamos,

atsisakant kai kuriy prielaidos konjunkty. Tegul

r: A —y
yra viena i§ pradiniy taisykliy. Nagrinékime visas supaprastintas taisykles
e Al — oy,

¢ia A’ gaunama iSmetus i§ A kurj nors vieng konjunktg. IS visy taisykliy 7’ isrenkame
ta, kuri turi maziausig statistinj klaidos jvertj (3.8) su i§ anksto pasirinktu pasik-

liovimo lygmeniu @ ( pagal nutyléjima @ = 0,5 ). Tegul

Tmin = argmin e, (r', Q) .

TJ

Pradiné taisykle r kei¢iama taisykle ry;, , jei

€v<rmin> Q) < ev(r, Q) .

Si procediira kartojama, kol modifikuotos taisyklés statistinis klaidos jvertis mazéja.
Taip rekonstruojamos visos pradinio rinkinio taisyklés. Jei po rekonstrukcijos atsir-

anda sutampanciy taisykliy, tai paliekama tik viena is jy.

2. Rinkinio tvarkymas. Taisyklés rusiuojamos pagal klases. Randamas kiekvienos klasés

y; taisykliy rinkinio R; aprasymo ilgis (3.6) su papildomu parametru g
L,(E,R;) =gL(R;)+ L(E|R;) .
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Kuo daugiau klasifikatorius R; turi nenaudojamy mokymo imties E atributy, tuo
mazesné yra g reikSmé. Dazniausiai ¢ = 0,5 . Klasés rusiuojamos aprasymo ilgio
didéjimo tvarka. Galutiniame taisykliy sarase auksciausiai stovi trumpiausiai aprago-

mos klases taisykles.

Taisykliy rinkinio rekonstrukcijos procedura yra gana léta, nes reikia skaic¢iuoti kiekvienos
nagrineéjamos taisyklés tiksluma bei vienokj ar kitokj klaidos jvertj. Kai imtis didelé, tai néra
taip paprasta. Todél dazniausiai tiesioginiai klasifikavimo taisykliy konstravimo metodai

yra efektyvesni uz netiesioginius.

3.5 Artimiausiy kaimyny metodas

Bendroji klasifikavimo uzdavinio sprendimo schema, pavaizduota 3.1 paveiksle, susideda i$
dviejy daliy:
1) modelio konstravimas pagal turimus duomenis ( indukeija );

2) jraso klasifikavimas, taikant sukonstruota modelj ( dedukcija ).

Musy jau nagrinétuose klasifikavimo algoritmuose abi dalys buvo atskirtos. IS pradziy
buvo generuojamas modelis ( klasifikatorius ), kuris paskui bet kada naudojamas norimo
iraso klasifikavimui. Taip veikia tiek sprendimy medziais, tiek klasifikavimo taisyklémis
besiremiantys algoritmai. Tokie algoritmai kartais dar vadinami stropiais.

Galima kalbéti ir apie vadinamuosius tingius algoritmus. Pastarieji nieko nedaro i§ anksto.
Jie "pasijudina" tik kai prisireikia klasifikuoti kokj nors jrasa. Kitaip sakant, abu auksc¢iau
mineéti klasifikavimo uzdavinio sprendimo zingsniai atliekami kartu. Pats paprasciausias
tokio metodo taikymo pavyzdys yra mechaniskos atminties klasifikatorius ( rote classifier
). Jis atsimena visa mokymo imtj ir klasifikuoja jrasa tik tuo atveju, jei randa Sio jraso
atributy reikSmes tiksliai atitinkantj mokymo imties jrasg. Akivaizdus tokio klasifikatoriaus
trukumas - maza "atpazjstamy" jrady aibé ( ypa¢ kai turima maZza mokymo imtis ).
Vienas i§ Sio trukumo neutralizavimo budy yra toks. IS mokymo imties iSrenkame K
jrady, kurie yra labiausiai "panasus" j norima klasifikuoti jrasa ( K artimiausiy kaimyny
). Tiriamasis jrasas klasifikuojamas atsizvelgiant j tai, kokioms klaséms priklauso kaimynai

( pavyzdziui, priskiriamas kaimyny daugumos klasei ). Tokio samprotavimo pateisinimui
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prisiminkime posakj: "If it walks like a duck, quacks like a duck and looks like a duck, then
it’s probably a duck"!. Irasy panaSumas nustatomas, pasirinkus tinkama artumo matg (7r.
2.3.4 skyrelj ).

Rezultatas priklausys ne tik nuo artumo mato pasirinkimo, bet ir nuo sprendima jtakojanciy
kaimyny skaic¢iaus K . Pavyzdziui, 3 .22 paveiksle matome 1, 2 ir 3 artimiausius kaimynus

apskritimo centre simboliu 'x’ pavaizduotam jrasui z. Jei K = 1 ( 3.22(a) pav. ), tai

+ - -+ -- + - -+ -- + - -+ --
- - +-+ - e i - - +-+ -
+ - - + - S N
PN . N
,’ \\ 7’ \\
-~ 4 \ 4 \
— PN — — / — \ — -/ — v —
7 \ ! \ ! \
I \ ! | ! 1
| X 1 1 X | 'l X '
\ / \ 1 1
L - "+ ;- =t ;-
- N ‘\ ’
\\\——"/ N //
+ - -+ - + - -+ - + - -+ -
- +- -- - +- -- - +- --
(a) 1 artimiausias kaimynas (b) 2 artimiausieji kaimynai ((‘) 3 artimiausieji kaimynai

3.22 pav. [raSo x artimiausieji kaimynai

z priskiriamas neigiamai klasei, nes Siai klasei priklauso jo artimiausias kaimynas. Du
artimiausi kaimynai ( 3.22(b) pav. ) priklauso skirtingoms klaséms. Todél z atsitiktinai
priskiriamas vienai i§ jy, kai K = 2. Jei K = 3 ( 3.22(c) pav. ), tai z priskiriamas teigiamai
klasei, nes du i$ trijy artimiausiy kaimyny yra teigiami.

Aigku, kad per mazas kaimyny skaic¢ius K gali sukelti klasifikatoriaus perteklumg dél galimy
mokymo imties duomeny iskraipymy. Kita vertus, per didelis K taip pat néra gerai, nes
tada sprendima gali jtakoti "tolimi" kaimynai ( Zr. 3.23 pav.). Nepageidaujama "tolimy"
kaimyny jtaka galima apriboti tinkamai parinkus kaimyny svorio koeficientus. Tegul z =
(x';y') yra klasifikuojamas jrasas ( klasé y' nezinoma) , (x;y) € E - mokymo imties F
jrasas. Pasirinke norimg atstumo mata d(x’,x) , sudarome K artimiausiy jraso z kaimyny

saraSa F, C E . Kiekvienam kaimynui (x;y) € E, priskiriame neneigiama svor] w(x) .

L(Angl.) Jei vaikito kaip antis, kvaksi kaip antis ir atrodo kaip antis, tai grei¢iausiai ir yra antis.
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3.23 pav. Klasifikavimas pagal daug kaimyny

Tada svertinis klasei ¢ priklausanciy kaimyny skaic¢ius bus

S(c, E,) = Z w(x) .

(xy)EEZ
y=c
"Tolimy" kaimyny jtaka sumos S(c, E,) dydziui sumazés, jei svorio koeficientai bus mono-
toniskai mazéjancios atstumo funkcijos, pavyzdziui,

w(x) = e XX

Jei visi kaimynai vienodai svarbus, tai w(x) = 1. Tada suma S(c, E,) bus lygi klasei
¢ priklausanciy kaimyny skai¢iui. Klasifikatorius jrasa z priskiria klasei ¢ , kurios suma
S(c, E,) yra didziausia.

Artimiausiy kaimyny metodo realizacijos algoritmo schema pateikiama 3 .24 paveiksle.
Kaip matéme, artimiausiy kaimyny klasifikatorius nekonstruoja bendro modelio. Todél
kiekvieng karta tiriamasis jrasas klasifikuojamas i§ naujo analizuojant visa mokymo imt;j.

Si schema yra lankstesné, bet kita vertus tokio tipo klasifikatoriai dirba léciau.

3.6 Bajeso klasifikatoriai

Daznai atributy reikSmeés vienareikSmiskai nenusako jraso klasés, nes tai gali priklausyti nuo

daugelio papildomy faktoriy. Pavyzdziui, du vienodo amzZiaus ir vienodg skaiciy cigareciy
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1. Tegul £ - mokymo imtis, K - artimiausiy kaimyny skaicius
2. for kiekvienam klasifikuojamam jrasui z = (x’;y’) do
3. randami atstumai d(x’,x) tarp zir (x;y) € F
4. sudaromas K artimiausiy jraSo z kaimyny saraSas F, C E
5. visiems kaimynams (x;y) € E, priskiriami svoriai w(x) > 0
6. jraSas z priskiriamas svertinés daugumos klasei

y' = argmax S(c, E,)

c

7. end for

3.24 pav. Artimiausiy kaimyny klasifikatoriaus algoritmas

per dieng surukantys vyrai nebutinai abu serga plauciy véziu. Taciau didinant surukyty
cigareciy skaiciy, tikimybé priklausyti vézininky klasei didéja. Kitaip sakant, reikia rasti
klasés tikimybe, priklausomai nuo turimy atributy reikSmiy. Cia daznai pravercia Bajeso

teorema, siejanti apriorines ir aposteriorines jvykiy tikimybes.

3.6.1 Bajeso formulé ir jos taikymas klasifikavimui

Tarkime, kad atsitiktiniy dydziy X ir Y galimy reiksmiy aibés yra Ay ir Ay. Tegul B, C
Ax , B, C Ay . Atsitiktiniams jvykiams {X € B,} ir {Y € B,} Bajeso formulé (1.3) atrodo

taip
P(Y € B,)P(X € B,|Y € By)
P(X € B,) '

Kai poaibiai B, ir B, néra svarbus arba jie bus aiskus i§ konteksto, Bajeso formule raSysime

P(Y € B)|X € B,) =

trumpiau
P(Y)P(XY)
P(X)

Tikimybé P(Y) vadinama apriorine, o salyginé tikimybé P(Y'|X) - aposteriorine, nes ja

P(Y|X) = (3.15)

skai¢inojant atsizvelgta j nauja informacija apie X .

Analogiska iSraiska gautume (3.15) lygybéje X pakeite imties atributy vektoriumi X
X = (X1, Xo, ..., Xi).
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Tegul Y Siuo atveju zymi klaseés kintamaji. Tada aprioriné tikimybé yra lygi klasés tikimy-
bei, kurig galime jvertinti tos klasés mokymo imties jrasy dalimi. Svarbesnés yra apos-
teriorinés tikimybés P(Y|X). Tarkime, kad pagal mokymo imties duomenis radome Sias
tikimybes visoms galimoms X ir Y reik§miy kombinacijoms. Tada tiriamajj jrasa (x’,y')
reikety priskirti tai klasei, kurios aposterioriné tikimybé didziausia, t.y.

y' = argmax P(Y = y|X = x')
y

Prisiminkime 3.2.1 pavyzd]j ir 3.3 lenteléje pateiktus duomenis apie 10 banko klienty. Kiek-
vienas i$ 10 jrasy sudarytas i§ 3 atributy X = (X7, Xs, X3) ir klasés kintamojo Y (Mokus
klientas) reikSmiy. Pirmieji du atributai- X; (Namy valda) ir X, (Seimyniné padétis)
yra kategoriniai, o trediasis - X3 (Metinés pajamos) - skaitinis. Kiekvienas klientas gali
buti mokus ( Y = taip ) arba nemokus ( Y = ne ). Tarkime, banko paskolos paprasé
vedes, neturintis namy valdos klientas, kurio metinés pajamos 60 tukstanciy lity. Bankui
aktualus klausimas: ar toks klientas bus mokus? Vienareiksmiskas atsakymas vargu ar
imanomas. Todél formuluokime klausimg taip: atsizvelgiant j informacijg apie ankstesnius
banko klientus, kas labiau tikétina - naujasis klientas bus mokus ar nemokus? Pabandykime

pastarajj klausima "matematizuoti". Naujojo kliento atributy reikSmeés yra
x' = (ne, vedes, 60).

Taigi atsakyma j suformuluotajj klausima nulems aposterioriniy tikimybiy tarpusavio san-
tykis. Jei
P(Y =taip| X =x') > P(Y = ne| X =x'), (3.16)

tai manysime, kad klientas bus mokus.

Norint tiesiogiai skaiCiuoti aposteriorines tikimybes, gali prireikti labai dideliy mokymo
imciy net ir esant mazam atributy skaiciui. Pavyzdziui, turima banko klienty imtis nelei-
dzia betarpiskai skai¢iuoti né vienos i§ (3.16) tikimybiy, nes imtyje néra né vieno jraso,
tenkinancio salyga {X = x'}. Todél reikia supaprastinti aposterioriniy tikimybiy skaiciav-
ima ( tiksliau - jy palyginimo procedura). Cia ir padés Bajeso formulé. Musy atveju (3.15)
lygybe galime perrasSyti taip

PY =y PX=x|Y =y)

P(Y:ylxle): P(X:X/)

(3.17)
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Pastebésime, kad pastarosios lygybeés deSinéje puséje esancios trupmenos vardiklis neprik-
lauso nuo y . Todél aposterioriniy tikimybiy tarpusavio santykj apsprendzia skaitiklyje
esancios klasés aprioriné tikimybé P(Y = y) ir salyginé tikimybé P(X =x"|Y =y) .

Kaip jau minéjome, naturalus apriorinés tikimybés P(Y = y) jvertis yra klasei y priklau-
san¢iy mokymo imties jrasy dalis. Sudétingiau jvertinti tikimybe P(X|Y") . Aptarsime du

is galimy budy: vadinamajj naivyjj Bajeso metoda ir Bajeso tinklus.

3.6.2 Naivusis Bajeso klasifikatorius

Atsitiktiniai dydziai ( atributai ) X; ir X5 yra nepriklausomi, jei
P(Xl,XQ) == P(Xl)P<X2) .

Analogigkai X7 ir Xy vadinami nepriklausomais su salyga, kad zinomas atsitiktinis dydis
Y, jei
P(X1, XolY) = P(X4]Y)P(Xo]Y). (3.18)

Sios savokos néra ekvivalen¢ios. Pavyzdziui, tokie zmogaus atributai kaip ugis ir gebéjimas
rasyti aisku yra priklausomi, nes dar nemokantys rasyti vaikai yra "mazaugiai". Taciau, jei
Zinomas zmogaus amzius, tai tikimybé, kad jis moka rasyti, jau nepriklauso nuo ugio.

Salygine nepriklausomybe galima apibrézti ir kitaip
P(X;|X2,Y) = P(Xh]Y). (3.19)

Nesunku jsitikinti, kad Sie apibrézimai ekvivalentus. Pavyzdziui, i$ (3.19) ir salyginés
tikimybés apibrézimo iSplaukia

P(X1,X5Y)  P(X1,X5,Y) P(X5,Y)
PR = T m) T T TRy )

— P(Xi]X2,Y) - P(X|Y) = P(X,Y) - P(X]Y).

Naivusis Bajeso metodas taikomas esant prielaidai, kad zinomos klasés jraso atributai yra

nepriklausomi, t.y.
k

PXY =y) = ][ P(Xily =y). (3.20)

=1
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Taigi jraso su atributy reik§mémis x’ = (x1, s, ..., x;) klasifikavimui reikalingas aposteri-

orines tikimybes (3.17) , visoms klaséms y galime iSreiksti taip

k
P(Y =y|X=x)=PY =y) [[P(Xi=z]Y =y)a, (3.21)
=1
¢ia daugiklis
1
0= ——=""—
PX =x)

nepriklauso nuo y. Todél reikés maksimizuoti tik deSinéje (3.21) lygybés puséje esancia
apriorinés tikimybés P(Y = y) ir salyginiy tikimybiy P(X; = x;|Y = y) sandauga.
Kategoriniams kintamiesiems X; tikimybés P(X; = z;|Y = y) prilyginamos santykiui

PX; = 2|y =) = ) (3.22)

Ty

Cia n, - klasei y priklausanciy imties jrasy skaicius, n,(¢) - skaic¢ius ty klases y jrasy, kuriems

X; = x; . Pavyzdziui, pagal 3.3 lenteleje pateiktus duomenis
. . Y . . 2
P(X, = taip|Y = taip) = 7 P(Xy = viengungis|Y = ne) = 3

Tolydziyjy skaitiniy kintamyjy atveju galimi du salyginiy tikimybiy P(X; = x;|Y = vy)
skai¢iavimo budai.

1. Skaitinj kintamajj X; galima diskretizuoti. Tokio diskretizavimo metodai nagrinéjami
2.3.2 skyrelyje. Tada salyginé tikimybé prilyginama santykiui (3.22). Tik Siuo atveju
n, (i) reiskia skaiciy ty klasés y jrasy, kuriy atributo X; reik§meé patenka j ta patj
dalinj intervala kaip ir z; .

2. Tarkime, kad atsitiktinio dydzio X; salyginé tankio funkcija su salyga Y = y; yra
pi(x]y). Pasirinke maza teigiama konstanta ¢ tikimybe P(X; = x;|Y = y;) pakeisime
tokiu jos jverciu

zite
Pl < X; <z +elY =y;) = / pi(z]j) dz =~ ¢ - pi(xi|j)
Irase Siuos jvercius j (3.21) matome, kad konstanta € nejtakoja aposterioriniy tikimy-

biy tarpusavio santykio. Todél skai¢iavimuose tikimybes P(X; = z;|Y = y;) kartais
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tiesiog pakeisime tankio funkcijos reik§mémis p;(z;|7). Dazniausiai pasirenkamas nor-

maliojo désnio tankis, priklausantis nuo dviejy parametry: vidurkio p; ir dispersijos

2

N1 (- 1i5)?
pi(zlj) = Varor exp{ oo } ) (3.23)

ij

Jei parametral fi;; ir afj yra nezinomi, jie kei¢iami atitinkamais jverciais: imties

vidurkiu Z;; ir dispersija s7; .
3.6.1 pavyzdys. Pagal 3.3 lenteléje pateikta imtj rasime aposterioriniy tikimybiy jverc¢ius
ir patikrinsime ar teisinga (3.16) nelygybé. Tuo paciu klasifikuosime nauja jrasa, kurio
atributai yra x' = (ne, vedes, 60).
Pirmiausiai pagal (3.23) formule jvertinsime skaitinio atributo X3 (Metinés pajamos) sa-
lygines tikimybes. Kai Y = ne , gausime tokius atributo X3 vidurkio ir dispersijos jvercius

AT +42+45 134

Ty = o = - A 46T,
, (47 — 134/3)2 + (42 — 134/3)2 + (45 — 134/3) 19
831 - = — = 6, 33,
3—1 3
19
S31 = ? ~ 2, 92.

Taigi gauname tokj salyginés tikimybés jvert]

60 — 44, 67)2
P(X3=060]Y =ne) =~ g} €

1
V271 2,52 p{ 26,33
~ 5,45-10710.¢.

Kai Y = taip, analogiski skai¢iavimai rodo, kad

65—1—50%;--—1—37:&77%55’29’

$2, ~ 753,90,

Tzg =

Q

539 27, 46 s

, 1 (60 — 55,29)2
P(X3:6O|Y:ta,2p) = m eXp{—m} .

0,015-¢.

Q

Kategoriniy atributy X; (Namy valda) ir X, (Seimyniné padétis) salygines tikimybes
ivertinsime atitinkamais santykiniais dazniais. Gautieji rezultatai kartu su imties duomeni-

mis pavaizduoti 3.25 paveiksle. Klasiy aprioriniy tikimybiy jverciai yra
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X X5 X3 | Y
1 | taip | viengungis | 65 | taip
2| ne vedes 50 | taip
3 | taip | viengungis | 35 | taip
4 | taip vedes 60 | taip
5| ne | iSsiskyres | 47 | ne
6 | ne vedes 30 | taip
7 | taip | iSsiskyres | 110 | taip
8 | ne | viengungis | 42 | ne
9 | taip vedes 37 | taip
10 | ne | viengungis | 45 | ne

Tikimybé Ivertis
P(X; = nelY = ne) 1
P(X; = taip|Y = ne) 0
P(X; = nelY = taip) 2/7
P(X; = taip|Y = taip) 5/7
P(X, = viengungis|Y =ne) | 2/3
P(X5 = vedes|Y = ne) 0
P(Xy = issiskyres|Y = ne) 1/3
P(X, = viengungis|Y = taip) | 2/7
P(Xy = vedes|Y = taip) 4/7
P(Xy = igsiskyres|Y = taip) 1/7
P(X;3 = 60]Y = ne) 5,45-10710 . ¢
P(X5 =60]Y = taip) 0,015-¢

3.25 pav. Banko klienty imtis ir jos atributy salyginés tikimybés

—, P(Y =taip) = 1—70 .

Abiejy aposterioriniy tikimybiy jvercius rasime pritaike (3.21) formule. Taigi

P(Y =ne| X =x')

ir

P(Y = taip| X = x')

Q

Q

P(Y =ne) - P(X; = ne|Y = ne) - P(Xs = vedes|Y = ne)

-P(X3 =60 =ne) -«

0,3-1-0-5,45-107%.c.a=0,

P(Y = taip) - P(X; = nelY = taip) - P(Xy = vedes|Y = taip)

-P(X5 =60]Y = taip) - «

0,015-e-a~0,0017 ¢ .

Matome, kad P(Y = taip|X = x') > P(Y = ne|X = x’) . Todél nagrinéjama jrasa

priskiriame klasei Y = taip , t.y. labiau tikétina, kad vedes, neturintis namy valdos klientas,

kurio metinés pajamos 60 tukstanciy lity, bus mokus.
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Ka tik iSnagrinétame pavyzdyje galime pastebeti vieng potencialia problema, kuri kyla
turint maza imtj. Kaip matéme, pirmosios salyginés tikimybés P(X = x'|Y = ne) jvertis
buvo lygus 0, nes P(Xy = vedes|Y = ne) = 0. Dabar tarkime, kad P(X; = ne|Y = taip)
vietoje 2/7 lygi 0. Tada gautume, kad ir antrosios salyginés tikimybés P(X = x'| Y = taip)

ivertis buty lygus 0. Tai reiskia, kad jrasas lieka neklasifikuotas. Tokiy problemy iSvengsime,

Tikimybeé m-jvertis

P(X, =nelY = ne) 3/4
P(X, = taip|Y = ne) 1/4
P(X, = nelY = taip) 7/20
P(X, = taip|Y = taip) 13/20
P(Xy = viengungis|Y =ne) | 1/2
P(Xy = vedes|Y = ne) 1/6
P(Xy = issiskyres|Y = ne) 1/3
P(Xy = viengungis|Y = taip) | 3/10
P(X5 = vedes|Y = taip) 1/2
P(Xy = i8siskyres|Y = taip) 1/5

3.11 lentelé. Salyginiy tikimybiy m-jverciai

jei vietoje (3.22) salyginiy tikimybiy vertinimui naudosime vadinamajj m-jvertj

Ty (i) +mp

Y

(3.24)

Cia p - aprioriné atributo reiksmeés X; = x; tikimybe klaséje y. Jei atributas X; igyja m;
skirtingy reik$miy, tai dazniausiai pasirenkama p = 1/m; . Neneigiamas parametras m ( jis
kartais dar vadinamas ekvivalencios imties dydziu ) valdo jver¢io padétj tarp nemodifikuoto
santykio n,(i)/n, ir apriorinés tikimybés p. Kuo didesnis m tuo jvertis yra artimesnis p.
Kaim = 0, gauname (3.22) jvertj. Parametro m pavadinimas paaiSkinamas taip: jei klaséje
y prie turimy n, jraSy pridésime m fiktyviy jrasy, tarp kuriy bus mp tenkinanciy salyga
X; = x;, tai naujasis jy santykis ir taps lygus m-jverciui (3.24).

Palyginsime 3 .25 paveikslo desinéje lenteléje esancius X; ir X5 salyginiy tikimybiy jvercius

su jy modifikuotais analogais. (3.24) formuléje imsime m = 3. Tegul p = 1/2 pirmajam
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atributui (nes jis dvireiksmis) ir p = 1/3 antrajam. Gautuosius m-jver¢ius matome 3.11
lenteléje.
Is naujo apskaic¢iave aposteriorines tikimybes, turésime

PY=ne|X=%x) ~ 0,3---=. 545-1071 . c.a=~0,2-107% ¢,

P(Y =taip| X = x')

l
=
-3

..... 0,015-¢-a~0,0018-¢- .

Matome, kad jraso klasifikavimas nepasikeitée, taciau iSvengéme nuliniy tikimybiy. Todél

maZoms imtims salyginiy tikimybiy m-jvertis (3.24) yra geresnis uz paprasta santykj (3.22).

3.6.3 Bajeso tinklai

Naivusis Bajeso metodas taikomas, kai imties kintamieji (X7, X, ..., X}, Y) tenkina gana
griezty atributy salyginio nepriklausomumo reikalavimg (3.20). Siame skyrelyje nagrinési-
me lankstesnj modelj, toleruojantj galima kintamuyjy priklausomybe.

Tarkime, kad imties kintamieji vaizduojami grafo virSunémis, o bet kuriy dviejy kintamuyjy

tarpusavio priklausomybe ( jei tokia yra ) atspindi Sias vir§unes jungianti briauna.

3.6.1 apibrézimas. Sakysime, kad kintamieji sudaro Bajeso tinklg, jei tenkinamos duvi
salygos:

1) kintamuosius vaizduojantis grafas yra orientuotas ir neturi cikly,

2) jei Zinomi vir§unés tévai, tai pati virsuné nepriklauso nuo visy likusiy virSuniy,

1$skyrus jos palikuonis.

Pastebésime, kad (3.20) salyga tenkinantys kintamieji sudaro Bajeso tinkla. Juos atitinkan-
tis grafas pavaizduotas 3 .26 paveiksle. IS praeito skyrelio Zinome, kad tokio grafo virSune
Y nusakoma apriorinémis , o likusios virSunés salyginémis tikimybémis. Si pastebéjimag
galima apibendrinti bet kokiam Bajeso tinklui.
Bajeso tinklas nusakomas virsunése esanciy kintamuyjy skirstiniais. Jei virsuné turi tévus,
tai jq atitinkantis skirstinys yra sqlyginis. Priesingu atveju - nesqlyginis.
Taigi, Bajeso tinklo klasifikatoriaus konstravimas susideda i§ dviejy etapy.

1. Nustatoma tinklo struktura. Tam reikia nurodyti priklausomus kintamuosius.

2. Pagal turima imtj randami visy virSuniy skirstiniai.
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3.26 pav. Salyginis atributy nepriklausomumas

Panagrinékime tokj pavyzdj. Tegul informacija apie pacienta nusakoma SeSiais binariniais
kintamaisiais (X1, Xo, X3, X4, X5,Y) :

X7 - Rytiné mankS$ta,

X5 - Sveikas maistas,

X3 - Rémuo,

X4 - Skausmas kritinéje,

X5 - Padidintas kraujospudis,

Y - Sirdies liga.
Kiekvienas i§ kintamuyjy igyja reikSme 1, jei atitinkamas pozymis yra, ir 0 prieSingu atveju.
Atsizvelgiant } mediky nuomone nustatyta $iy pozymiy tarpusavio priklausomybé nusakoma

3 .27 paveiksle pavaizduotu grafu. Pavyzdziui, matome, kad rytiné manksta jtakoja Sirdies

(Xl (Rytiné mankétaD <X2 (Sveikas maistaSD
Y (Sirdies liga) X3 (Rémuo) )
<X5 (Padidintas kraujospudisD <X4 (Skausmas krutinéjoD

3.27 pav. Bajeso tinklas ligoniy duomenims
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ligy rizika, bet neturi jtakos sveikos mitybos jprociams ar rémens atsiradimui.
Tarkime, kad pagal turimos imties duomenis 70% pacienty rytais sportuoja ir tik 25%

sveikai maitinasi. Todél tévy neturinciy kintamyjy X ir X, skirstinius nusakys lygybeés
PX;=0=1-P(X;=1)=0,3 ir PXy=0=1-P(Xy=1)=0,75. (3.25)

Likusios keturios virSunes turi tevus. Todel pagal tos pacios imties duomenis joms randami
atitinkami salyginiai skirstiniai. Tokiems skirstiniams reikalingy salyginiy tikimybiy jverciy
skai¢iavimo budai buvo aptarti 3.6.2 skyrelyje. Jy nekartodami tarsime, kad kintamuyjy

X3, X4, X5 ir Y salyginiai skirstiniai yra tokie, kaip pavaizduota 3 .28 paveikslo lentelése.

X, Y
X Y| o] 1 XXl o | 1
X 0 10109]0,1 X; 00 |025]075
X 0 | 1 0 |1)o04l06[|YV] 0 | 1 0| 1 {045/ 055
0101508 || 1006|040 08 02| 1] 01055]045
108 02| 1]1]02]08||1]015/08 || 1|1 075025

3.28 pav. Salyginiai skirstiniai ligoniy duomenims

3.27 paveiksle pavaizduotas grafas, (3.25) lygybeés ir 3.28 paveiksle pateikiami skirstiniai
pilnai nusako Bajeso tinklg, leidziant] klasifikuoti pacientus pagal nagrinéjamy atributy
reikSmes. Panagrinésime keletg tokio klasifikatoriaus taikymo pavyzdziy.
1. Kokia tikimybeé, kad pacientas serga Sirdies liga? Jokios papildomos informacijos apie
pacientg neturime.

Pagal pilnosios tikimybeés formule (1.2) ieskomoji tikimybé yra

PY=1) = > PY=1X,=1iXy=j)P(X; =i, X, =)
i,7€{0,1}
= ) PY =1X; =i,X, =) P(Xy =) P(X; = j)
i,j€{0,1}

= 0,75-0,3-0,7540,55-0,3-0,25+0,45-0,7-0,75

+0,25-0,7-0,25=0,49.
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Taigi turimi duomenys rodo, kad su 49% tikimybe atsitiktinis pacientas serga Sirdies
liga.
. Kaip aukstas kraujospudis jtakoja rizika susirgti Sirdies liga?

Palyginsime tikimybes
PY =1X5=1) ir PY=0Xs=1)=1—-P(Y=1|X5=1).

Tuo tikslu pirmiausiai rasime tikimybe P(X; = 1). Vél pritaike pilnosios tikimybeés
formule, turésime
P(Xs=1) = > PX;=1Y =i)P(Y =)
i€{0,1}
= 0,2-0,51+0,85-0,49 = 0,5185.
Dabar pagal Bajeso formule (3.15) gausime
P(X;=1Y =1)P(Y =1)

PY =1|Xs=1) =

P(X5=1)
0,85-0,49
= ——— =~0,8033.
0,5185 ’

Todél
PY =0/X5=1)~1-0,8033 =0,1967.
Tai rodo, kad aukstas kraujospudis Zenkliai padidina Sirdies ligos rizika.
. Turintis auksta kraujospudj pacientas reguliariai mankstinasi ir valgo sveika maista.
Kaip pasikeis Sirdies ligos prognozé, lyginant su pries tai iSnagrinéta situacija.

Dabar reikalinga aposteriorine tikimybe galime iSreiksti taip
PY=1Xs=1,Xo=1,X; =1)

PXs=1Y =1,Xo =1, X, =1)PY =1X, =1,X; = 1)
P(X5 - 1|X2 - 1,X1 - 1)

Zie{o,l} P(XS = 1|Y = i)P(Y = Z'|X2 =1X = 1)

0,85- 0,25
_ ) ’ ~ 0, 5862
0,2-0,75+0,85-0,25
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Tikimybe, kad pacientas neserga bus
PY=0X;=1,Xo=1,X;=1)~1-0,5862 =0,4138.

Matome, kad manksta ir sveika mityba sumazina galimybe susirgti Sirdies liga.
Konstruojant Bajeso tinkla, reikia zinoti kintamyjy tarpusavio sarysius. Todél taikant §j
modelj reikia gerai Zinoti duomeny prigimtj. Be to, esant dideliam kintamyjy skaiciui,

tinkamos tarpusavio sarySio schemos paieska gali pareikalauti daug pastangy ir laiko.
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4 Kontroliuojamo mokymo uzdaviniai: skaitine prog-
noze

Nagrinésime duomenis, kuriy visi nepriklausomi kintamieji (atributai)
X = (X1, Xo, ..., X3)
ir priklausomas (klasés) kintamasis Y yra skaitiniai. Tokiy duomeny n jrasy imtis yra
E={(xiy:), i=1,2,...,n}.

Jos i - tasis jraSas susideda i§ k atributy reikSmiy x; = (21, T4, ..., x;) ir priklausomo
kintamojo Y reiksmés y;. Aptarsime skaitinés prognozés (kitaip dar vadinamus regresijos )
modelius, leidzianc¢ius kintamojo Y reikSmes prognozuoti pagal Zinomas atributy vektoriaus

X reik8mes. I8 tikryjy yra konstruojamas kintamojo Y jvertis ( modelis )

~

Y = f(X), (4.1)

stengiantis, kad jis kuo tiksliau atspindéty imties duomenis. Aigku sunku tikétis, kad mod-
elis tiksliai atitiks visus jrasus, t.y. f(x;) = y; visiems i = 1,2, ..., n. Kiek jvertis atitinka
tikrajj kintamajj Y nusako vadinamoji klaidy ( nuostoliy ) funkcija L(Y, f(X)). Konstruo-
jamas toks modelis (4.1), kad klaidy funkcijos reiksmiy L(y;, f(x;)) suma visoje imtyje
buty kuo mazesné. Rezultatas zinoma priklauso tiek nuo klaidy funkcijos pasirinkimo, tiek

ir nuo funkcijos f analiziniy savybiy.

4.1 Paprastosios tiesinés regresijos modelis

Tarkime, kad imtis F turi tik £ = 1 atributg X = X, t.y. aibé E sudaryta i$ n plokStumos
tasky
E={(x,y), i=1,2,...,n}.

4.1.1 pavyzdys. Zinoma kurortinio miestelio keliolikos vasaros dieny vidutiné dienos tem-
peratura ( C° ) ir vietos restorane suvalgyty ledy kiekis ( kg. ). Duomenys pateikti 4.1
lenteléje. Kokia priklausomybé tarp temperaturos ( atributas X ) ir ledy kiekio ( kintamasis
Y )7 4.1 paveiksle visi 24 imties E jrasai pavaizduoti plok$tumos tagkais. Jy iSsidéstymas

rodo tarp X ir Y gana aiskiai iSreiksta tiesine priklausomybe.
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Temperatura (X) | 25 26 24 26 24 26 22 23 27 20 20 22
Ledai (kg.) (Y) 116 120 115 119 115 118 111 113 121 108 109 110
Temperatura (X) | 28 22 23 23 28 24 26 29 25 25 25 24
Ledai (kg.) (V) 122 113 113 114 123 116 119 125 118 119 117 116

4.1 lentelé. Ledy pardavimas

Jei turimos imties vaizdas yra panasSus j tokig "ledy" imtj, tai naturalu nagrinéti tiesinj
modelj

F(X)=a+bX. (4.2)

4.1.1 Regresijos tiesé

Pasirinke kvadratine klaidy funkcija

LY, f(X)) = (Y = f(X))*,

rasime tiesinio modelio (4.2) koeficienty a ir b jver¢ius, minimizuojancius sumine klaida
ZL i, f ;) —Z(yi—a—bxif. (4.3)
=1
Matematine prasme uzdavinys néra sudétingas. Reikia rasti dvieju kintamyjy funkcijos
S(a,b) minimumo taska. Atsakyma gausime prilygine nuliui ios funkcijos dalines iSvestines

ir iSsprende tiesiniy lygciy sistema

M :—22 ;i —a—bx;)) =0,

da (4.4)
dS(a,b) B '
5% ——22 ; —a—bx;)x; =0.
Gautasis sprendinys yra
> (zi—2)(yi — 1)
ho— =L =ty (4.5)
Sz
Z(l’z‘ - )’
i=1
o = y—bz, (4.6)
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4.1 pav. Ledy pardavimo priklausomybé nuo temperaturos

¢ia

—_1 - —_]‘ - 2 _ 1 - =\2 2 _ 1 —\2
I——ina y== Yis Sx—n_lz(xi—x)a Sy—n_lz(yi—y)

i=1 i=1 i=1 i=1
zymi vidurkio ir dispersijos jvercius, o simetriSkas x ir y atzvilgiu reiSkinys
1 n
= i T i — Y 4 7
T D) ;(x z)(yi — 9) (4.7)
yra kintamyjy X ir Y koreliacijos koeficiento
cov(X,Y) EXY - EXEY
vDX - DY vDX - DY

ivertis. MaZiausia funkcijos S(a, b) reiksme jprasta Zymeti SSE (Sum of the Squared Error!)

p(X,Y) =

Taigi
SSE = S(a,b) = (yi —a — bx;)*.

i=1
Aprasytasis modelio parametry a ir b parinkimo metodas vadinamas maziausiy kvadraty

metodu.

! (Angl.) Paklaidy kvadraty suma

137



4.1.1 apibrézimas. Lygtis

kurios koeficientai a ir b apibrésti (4.6) ir (4.5) lygybémis, vadinama regresijos tiesés lyg-
tims.

éi:yi_g(xi):yi_d_l;xi

vadinama 1 - tgja liekamaja paklaida, 1 =1,2,... n.

Irase a ir b iSraiskas, regresijos tiesés lygtj galime pertvarkyti taip

y<w>:y+j—i~r-<x—x>. (4.8)

Grizkime prie 4.1.1 pavyzdzio apie ledy prekyba. Pagal 4.1 lenteléje pateiktus duomenis

paeiliui randame

T 24,458, 52~ 5,563,

8
Q

y = 116,25, s> =19,5,

ﬁ
Q

0,982,

>
Q

1,838, a~T71,284.
Taigi regresijos tiesés lygtis yra
g(x) = 71,284 4+ 1,838z . (4.9)

Is 4 .2 paveiksle pateikto grafiko matome, kad ji pakankamai tiksliai atspindi turimus duome-
nis. Todél galime prognozuoti, kad esant , pavyzdziui, 21 laipsnio temperaturai, parduo-

damas ledy kiekis bus mazdaug
y(21) = 71,284 + 1,838 - 21 = 109, 882 kg.

Kai regresijos modelio kintamuosius sieja dvipusé priklausomybeé, galima rasti ty paciy
duomeny atvirkstinés regresijos tiese. Turint (4.8) iSraigka, tai visai nesunku padaryti.
Kaip matéme, koreliacijos koeficientas r yra simetriskas kintamuyjy atzvilgiu. Todél pakanka
(4.8) lygybéje z ir y sukeisti vietomis. Gausime tokia atvirkstinés regresijos tiesés lygtj
:i‘(y)zf—i—i—j-r-(y—?j). (4.10)
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4.2 pav. Ledy pardavimo regresijos tiesé

Nors formaliai mes visada galime uzraSyti abiejy regresijos tiesiy lygtis, tac¢iau reikia ne-
pamirsti sprendziamo uzdavinio specifikos. Veél prisiminkime musy kurortinio miestelio
restorang. Jei restorano savininkas rytojui uzsakys 110 kilogramy ledy, tai vargu ar toks
uzsakymas kaip nors paveiks rytojaus meteorologine situacija visame miestelyje. Taigi Siuo
atveju prasminga yra tik (4.8) lygtis. Dabar tarkime, kad musy "prognozé" nukreipta ne j
ateit], o prieSingai - j praeitj. Jei vartydami restorano buhalterinius dokumentus, bandysime
atspéti koks oras buvo prie§ metus, tai kaip tik pravers (4.10) lygtis.

Kita klaida gali atsirasti mechaniskai taikant modelj nepriklausomo kintamojo reikSmeéms
uz stebimo intervalo riby. Pavyzdziui, pagal (4.9) lygtj, esant 20 laipsniy 8al¢iui, bus
parduota

§(—20) = 71,284 + 1,838 - (—20) = 34,524 kg.

ledy! Vargu ar kas tuo patikeés.
Galimi ir kitokie "nesusipratimai" neatsargiai interpretuojant regresijos modelj. Aptarsime

keleta charakteristiky, padedanciy pagristi modelio tinkamuma sprendziamam uzdaviniui.
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4.1.2 Regresijos modelio charakteristikos

Net ir vienas, labai nuo kity besiskiriantis jrasas (x;,y;) gali radikaliai pakeisti regresijos
tiese. Tarkime, kad 4.1 lentelés duomenys yra papildyti: dieng, kai temperatura sieke 35
lapsnius karscio, suvalgyti 86 kilogramai ledy. Kaip Siuo atveju atrodo imties duomenys ir

regresijos tiesé bei jos lygtis, matome 4.3 paveiksle. Nors visi, iSskyrus vieng, stebéjimai

*
i

o

AN * *

= ;3

*
* *
_
* *

o

a4 - o
— i X
[
o
1}
-

o

o —

|

8 — f(x)=122.56-0.3x

*

I I I I
20 25 30 35

Temperatira

4.3 pav. Ledy pardavimo regresijos tiese¢ duomenims su isskirtimi

rodo, kad kylant temperaturai ledy suvartojama daugiau, regresijos tiesé¢ yra mazéjanti.
Kazin, ar tokia regresijos ties¢ tinka prognozéms. Tokie besiskiriantys nuo kity duomeny
jrasai vadinami #$skirtimss. ISskirtys - tai savotiski jtartini tagkai. Isskirtis nebutinai i
esmes pakeiCia parametry jvercius.

Taigi reikia iSmokti rasti duomeny iSskirtis ir po to iSsiaiskinti, ka su tomis iSskirtimis
daryti. IS pradziy aptarsime, kaip sprendziama antroji problema.

Tyréjas didesnj démesj turéty skirti toms isskirtims, kurios labai kei¢ia modelio elgesi. Ar

isskirtis "kenksminga", papras¢iausiai nustatyti sudarant regresijos tiesés lygtj su iSskir-
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timi ir be jos. Ka daryti, suradus parametry jverc¢ius keicianc¢ias isskirtis? Pirmiausiai
rekomenduojama patikrinti, ar jraSuose néra klaidos. Pavyzdziui, gali paaisketi, kad turéjo
buti ne (35,90), o (35,190). Kartais jrasas atskleidzia visiskai nebudingg situacija ar stipry
kokio nors pasalinio faktoriaus poveikj. Pavyzdziui, dél ory permainas lydéjusio viesulo is-
vakarése sutrikdytas elektros tiekimas. Minétais atvejais iSskirtis galima pasSalinti. Daznai
apie iSskirtj jokios informacijos neturime. Tad neissiaiskinus, kaip atsirado duomeny isskir-
tis, jos negalima Salinti. Tuomet rekomenduojama imtj papildyti naujais jrasais ir tyrima
kartoti. Nepamirskime, kad regresijos modeliai tinka ne visiems duomenims. Gali tiesiog
paaisketi, kad tiesinés regresijos modelis neatitinka stebimy kintamuyjy elgesio.

Minétame pavyzdyje iSskirtis buvo langvai pastebima. Tadiau kaip ja rasti bendruoju
atveju?

Taikomi jvairus i$skir¢iy nustatymo kriterijai. Susipazinsime su trimis i$ jy, kai iSskirtis
nustatoma pagal: 1) jrao jtakos indeksa; 2) standartizuotaja liekana; 3) Kuko mata.

1. Irado jtakos indeksas jvertina tik nepriklausomo kintamojo reikSme ( ar toli nuo = yra
z; ). Iraso (x;,y;) jtakos indeksas

h‘:lJr(ﬂ?j—f)z

on (n—1)s2°
Kuo regresijos tiesés lygties koeficientai labiau priklauso nuo jraso, tuo jo jtakos indeksas

didesnis. Dazniausiai vadovaujamasi tokia taisykle:
Irasq (z;,y;) laikome idskirtimi, jei h; > —.
n

2. Standartizuotosios liekanos yra liekamyjy paklaidy é; z-standartizuotos reiksmeés ( zr.

2.3.1 skyrelj)
n—2

SR =\ 0= hy558

Standartizuotyjy liekany imties vidurkis lygus nuliui, o imties dispersija - vienetui. Todél,
pagal tikimybiy teorijoje zinoma "trijy sigma" taisykle
Irasq (x;,y;) latkome isskirtimi, jei |SR;| > 3.
3. Kuko matas atsizvelgia ir | standartizuotaja lieckang ir j jraso jtakos indeksg. Kuko matas
(SR;)*h;

Dy =2
7791 — hy)
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Kaip matyti is Sios formulés, Kuko matas didelis tada, kai didelis jraSo jtakos indeksas arba

didelé standartizuotoji liekana. Supaprastinta, taciau gana gera taisyklé yra tokia
Irasq (xj,y;) latkome i8skirtimi, jei D; > 1.

Kita svarbi tiesinés regresijos modelio charakteristika yra determinacijos koeficientas, nu-
sakantis nepriklausomo ir priklausomo kintamuyjy priklausomybeés stipruma.

Jau anksc¢iau susiduréme su paklaidy kvadraty suma SSE.

SSE=3"¢,
=1

Apibrésime dar dvi panasias sumas. Paklaida é; = y; —¢(x;) galima i$skaidyti j dvi sudétines

dalis:

& = (yi—9)+ (U —9(x:)* + 20y — 9) (7 — §(x3)) - (4.11)

Rasime paskutiniojo démens suma pagal visus i. I8 regresijos tiesés lygties (4.8) ir (4.5)
iSraisSkos isplaukia, kad

g — () = =b(z; — 7),
ir

Z(yz‘ -9 —9(x:) = —EZ(% —§)(z; — 7) = —b* Z(%’ —z)?
= - Z(ZQ(%) - 7).

Todél sumuodami abi (4.11) lygybés puses pagal i, gausime sarysj

Soe =t =) = (i) — ).

i=1 =1

kurj sutrumpintai galime parasyti taip

SSE = SST — SSR; (4.12)
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SST =3 (=97 SSR=) (§(w) =9, SSE=D (ni—g(=)?.  (4.13)

SST (Total Sum of Squares) vadinama visa kvadraty suma, SSR (Regression Sum of
Squares) - regresijos kvadraty suma. Pastebésime, kad SST = (n — 1)35.

SST jvertina, kaip stebimos Y reik§més iSsibarsciusios apie tiese y = y. SSFE jvertina, kaip
stebimos Y reiksmeés issibars¢iusios apie regresijos tiese y(x) = a + bz. SSR - tai kvadraty

suma, rodanti, kiek regresijos tiesé skiriasi nuo tiesés y = .

4.1.2 apibrézimas. Regresijos modelio determinacijos koeficientu vadinamas santykis

_ SSR
88T

R?
Aigku, kad determinacijos koeficientas nevir§ija vieneto: R? < 1. Tarkime, kad imties
duomenys idealiai atitinka regresijos tiesés lygtj, t.y. visi jrasus (z;,y;) atitinkantys taskai
priklauso regresijos tiesei. Tuo atveju SSE =0, SSR = SST ir R? = 1. Dabar tarkime,
kad regresijos tiesés lygtis visiskai netinkama prognozei, t.y. SSR = 0. Tuomet R? = 0.
Determinacijos koeficientas pla¢iai naudojamas kaip regresijos modelio tinkamumo indika-
torius. Didesnis determinacijos koeficientas reiskia, kad jraSai yra labiau koncentruoti apie
regresijos tiese.

Dazniausiai reikalaujama, kad buty tenkinama nelygybé R? > 0,25 . Jeigu R% < 0,25, labai
abejotina, ar tiesinés regresijos modelis tinka.

Determinacijos koeficientas glaudziai susijes su vadinamuoju Pirsono koreliacijos koeficientu

r, apibréztu (4.7) formule. Paprastosios tiesinés regresijos (vieno nepriklausomo kintamojo)

atveju i$ (4.8) isplaukia

SSR 1 1 s * <
2 _ _ Sy A2 2
R = = = (n—l)s%SSR— D% (Sm 7’) 2 (x—2)"=r".

Taigi jrodéme tokj teiginj.
4.1.1 teorema. Paprastosios tiesinés regresijos atveju Pirsono koreliacijos koeficiento mod-

ulis yra lygus kvadratinei Sakniai 1§ determinacijos koeficiento
Ir| = VR2.
Jo Zenklas sutampa su b zenklu.
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Atkreipiame démesj, kad taip yra tik paprastosios tiesinés regresijos atveju. Daugiamatj

atvejj aptarsime kitame skyrelyje.

4.2 Daugialypé tiesiné regresija

Daugialypeés tiesinés regresijos modelis yra paprastosios regresijos modelio apibendrinimas,

kai nepriklausomy kintamyjy yra daugiau nei vienas.

4.2.1 Daugialypés tiesinés regresijos modelis

Nagrinésime (4.1) modelj, kai f yra tiesiné funkcija
k
FX) = 6o+ Y B X;.
j=1

Uzrasysime $ig funkcija matricy sandaugos pavidalu. Vektoriy X papildysime vienetine

koordinate, o modelio koeficienty vektoriy zymésime 3, t.y.
X=(1,X1,Xs,....,Xx), B=(Bo,br. B2, 0k).
Dabar musy modelio i§raiska mazai kuo skirsis nuo (4.2)
fX)=8-X"; (1.14)

¢ia, kaip jprasta, X7 7ymi transponuota matrica (Siuo atveju sudaryta i§ vieno stulpelio).

Modifikavus atributy vektoriy X, imties jrasai
E={(xvy), i=1,2,...,n}.

bus sudaryti i§ atributy reik§miy vektoriaus x; = (1, z;1, T2, - . ., T ir priklausomo kin-

tamojo Y reikSmés y;. Visy atributy reikSmiy n x (k 4+ 1) matrica, sudaryta i§ vektoriy

X1,Xo,...,X, koordinaciy, zymeésime X, t.y.
1 11 T12 ... L1k
X — 1 o1 T2 ... Tk
1 z,1 Zpo ... Tk
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Modelio koeficientus 3 rasime maziausiy kvadraty metodu, t.y. minimizuodami sumine

klaida

SB) = (i~ fx)?= (yi—B-x])". (4.15)
i=1 i=1
Tegul y = (y1,%2,...,9n) yra priklausomo kintamojo reik§miy stulpelis. Naudodami

jvestus zZyméjimus, funkcija S(3) galime jSreiksti matricy sandauga
S(B) = (y - x8")"(y - x8").
Diferencijuodami pagal 3, gausime tokj (4.4) lygc¢iy sistemos analogg
(y' -BX")X=0; (4.16)

¢ia 0 = (0)1x(r+1) - €iluté i§ k + 1 nulio.

Jei matrica X7 X neiSsigimusi, tai (4.16) lygtis turi vienintelj sprendinj

B=y x(x'%)". (4.17)
Tai ir yra (4.14) modelio koeficientai, minimizuojantys sumine klaida (4.15). I3 ¢a, (4.1)
ir (4.14) igplaukia tiesinés daugialypeés regresijos lygtis:

A~

§(x) =B -x"; (4.18)

Gia x = (1,21, %9, .., 2), B = (Bo, B, 0k)

Ne visuomet kintamuosius sieja tiesiné priklausomybeé. Tuomet reikia rinktis kito tipo
modelj arba kintamuosius transformuoti. Transformuoti kintamuosius siuloma tada, kai
paciy kintamyjy priklausomybé yra netiesiné, tac¢iau jy transformacijy priklausomybé -
tiesiné. Pavyzdziui, ekonomistas gali spéti, jog naudingumo funkcija (U) su kapitalo (K)

bei darbo (D) resursais sieja tokia priklausomybé:
U=aK"D". (4.19)

Koeficientai a, b, ¢ nezinomi ir juos reikia jvertinti. Tokiai priklausomybei sudaryti re-
gresijos modelj ganétinai sudétinga. Taciau iSlogaritmave (4.19), gauname tiesine naujy
kintamuyjy

Xi=InK, Xo=InD irY =InU
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priklausomybe
InU=Ina+blnK +chnD.

Taigi galésime tirti tiesinés regresijos modelj
Y = B0+ 1 X1 + 82Xz

Panasiai sprendziama problema, kai j modelj reikia jtraukti, X2, X2 arba X;Xo.
Kartais kintamyjy negalima transformuoti taip, kad tiesiné regresija tikty. Tuo atveju
galima taikyti netiesine regresija. Plac¢iau jos nenagrinésime, taciau pazymeésime, kad dau-

gumoje statistiniy programiniy pakety ji yra realizuota.

4.2.2 Determinacijos ir koreliacijos koeficientai

Skaitiskai vertinant nepriklausomy kintamuyjy jtaks Y jgyjamoms reikSmems, skaiciuoja-
mas determinacijos koeficientas, koreguotasis determinacijos koeficientas ir daugialypés ko-

reliacijos koeficientas.

1. Daugialypés determinacijos koeficientas apibréziamas taip pat kaip ir vieno nepriklau-

somo kintamojo atveju. Tai yra santykis

SSR

2
R_SST'

SST =3 (y:i=9), SSR=3 (j(x:)— )"

Determinacijos koeficientas R? < 1. Galima sakyti, kad kuo R? reiksmé didesné, tuo
daugiau informacijos apie Y suteikia kintamieji X;, X5, ..., X;. Taigi tuo geriau tinka ir
pasirinktasis regresijos modelis.

Taciau, jei nepriklausomy kintamyjy skaicius k£ nedaug skiriasi nuo jrasy skaiciaus n, tai
vien todél determinacijos koeficientas gali buti arti vieneto. Todél j R? rekomenduojama
atsizvelgti tik tada, kai & daug mazesnis uz n. Kitais atvejais skaiC¢iuojamas koreguotasis

determinacijos koeficientas.

2. Koreguotasis determinacijos koeficientas Ridj yra lygus

—1
RQ,__l_n— 1— R%).
adj n—k:—l( )
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Matome, kad jo reik§me priklauso ir nuo imties dydzio n ir nuo nepriklausomy kintamuyjy
skai¢iaus k. Be to, maZiems R? koreguotasis determinacijos koeficientas gali jgyti ir neigia-
mas reik§mes. Koreguotojo determinacijos koeficiento interpretacija lieka ta pati: kuo jis
didesnis, tuo geriau Y reikSmes aprasSo regresijos modelyje esanciy nepriklausomy kintamuyjy

elgesys.

3. Daugialypés koreliacijos koeficientas R - tai tiesiog kvadratiné Saknis i§ determinaci-
jos koeficiento, t.y R = v/ R?. Pastebésime, kad skirtingai nuo Pirsono dviejy kintamuyjy
koreliacijos koeficiento (4.7), jis negali buti neigiamas, nes 0 < R < 1. Siq koreliacijos
koeficienty tarpusavio sarysj paprastosios tiesinés regresijos atveju nusako 4.1.1 teorema.

Daugialypés koreliacijos koeficientas parodo, kaip stipriai prognozuojamas kintamasis prik-
lauso nuo visy nepriklausomy kintamuyjy. Zinoma, kalbama apie tiesine priklausomybe,
aprasyta (4.14) modeliu. Tac¢iau didelis daugialypés koreliacijos koeficientas dar nereiskia,

kad prognozei visi nepriklausomi kintamieji yra svarbus ir naudingi.
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5 Nekontroliuojamo mokymo uzdaviniai

5.1 Asociacijos taisyklés

Asociacijos taisyklés yra panasios strukturos kaip ir klasifikavimo taisyklés. Tik Siuo atveju
néra akivaizdaus klasés kintamojo. Todél tiek asociacijos taisyklés prielaida tiek jos iSvada

gali buti sudaryta is daugelio atributy.

5.1.1 Pirkéjo krepSelio uzdavinys

Charakteringas asociacijy paieskos pavyzdys yra vadinamasis pirkéjo krepselio uzdavinys:
analizuojant prekybos centro pardavimy duomenis, stengiamasi nustatyti kokios prekes
dazniausiai perkamos kartu. 5.1 lenteléje pateiktas tokio uzdavinio duomeny pavyzdys.

Kiekviena eiluté sudaryta i jraSo (pirkinio) numerio ir elementy (prekiy) saraso. 5.1

Nr. | Prekés

1 | {duona, pienas}
{duona, degtukai, alus, suris}
{pienas, degtukai, alus, sultys}

{duona, pienas, degtukai, alus}

[ N~ N

{duona, pienas, degtukai, sultys}

5.1 lentele. Penkiy pirkéjy pirktos prekes

lentelés duomenys rodo, kad pirkeéjai, perkantys degtukus, dazniausiai perka ir aly. Tokj

pastebé¢jima atspindinti asociacijos taisykle yra
{degtukai} — {alus}.

Prekybos centro vadybininkams tokia informacija padeda racionaliau isdéstyti prekes, or-
ganizuoti reklamines akcijas ir t.t.
Daznai pirkéjo krepselio duomenys uzrasomi binariniu pavidalu, kaip parodyta 5.2 lenteléje.

Kiekviena parduotuvéje turima prekiy rusSis vaizduojama atskiru binariniu kintamuoju,
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Nr. | duona | pienas | degtukai | alus | suris | sultys
1 1 1 0 0 0 0
2 1 0 1 1 1 0
3 0 1 1 1 0 1
4 1 1 1 1 0 0
5 1 1 1 0 0 1

5.2 lentelé. Binariniai pirkéjy duomenys

jgyjanciu reik8me 1, jei atitinkama preké pateko j "pirkéjo krepselj". Pastebésime, kad Sie
kintamieji yra asimetriniai, nes néra labai svarbu kokiy prekiy pirkéjas nepirko.
5.1.2 Asociacijos taisykliy apimtis ir tikslumas

Turédami galvoje pirkéjo krepselio pavidalo duomenis, tiksliau suformuluosime atributy
asociaciju paieskos uzdavinj. Prekiy rusis vadinsime elementais. Tegul aibe I = {iq,4a,...,0,}
sudaro visi galimi nagrinéjamy duomeny elementai. Visy I poaibiy aibe zymésime P(I).
Tada turimoje N jrasy imtyje

T = {tl,tz,...,t]\/}

kiekvienas jrasas t; € P([) reiskia tam tikry elementy rinkinj. Irasy, j kuriuos jeina elementy

rinkinys X, skai¢ius o(X) vadinamas rinkinio X dazniu :
o(X)=Ht: | X Ct;, t; €T} .
Pavyzdziui, 5.1 lenteléje pateiktoje imtyje rinkinio { alus, degtukai} daznis lygus 3.
5.1.1 apibrézimas. Asociacijos taisykle X — Y wvadinsime implikacijg
XCt=YCt.
Cia X,Y € P(I), XNY =0; t - bet kuris duomeny aibés jrasas.

Dazniausiai naudojami asociacijos taisykliy "gerumo matai" yra apimtis ir tikslumas. Jy

apibrézimas atitinka analogiskas klasifikavimo taisykliy charakteristikas.
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5.1.2 apibrézimas. Pagal imties T duomenis sukonstruotos asociacijos taisyklés
r: X — Y

apimtis a(r) ir tikslumas 0(r) yra lygus

_ o(XUY)
o = T

_ o(XUuY)
O(r) Tox)

Cia |T| = N - jrasy skaicius imtyje T.
Pavyzdys. Pagal 5.1 lentelés duomenis sukonstruota asociacijos taisyklé
r:  {duona,degtukai} — {alus}.

Pirmiausiai randame taisyklés prielaidos ir jungtinio elementy rinkinio daznius. Kadangi

o({duona, degtukai}) = 3 ir o({duona, degtukai, alus}) = 2 , tai

Kuo didesnis taisykles X — Y tikslumas, tuo didesné tikimybeé radus pirkéjo krepselyje
X, rasti ir Y. Kitaip sakant, tikslumas yra salyginés tikimybés P(Y'|X) jvertis. Tadiau
gerai taisyklei nepakanka didelio tikslumo. Maza taisykles X —— Y apimtis rodo, kad
elementy rinkinys X UY retai pasitaiko pirkéjo krepselyje. Todél, net ir budama tiksli, tokia
taisyklé nekels didelio vadybininky pasitikéjimo. Juk jei i§ 10000 pirkéjuy vienas nusipirko
duonos ir televizoriy, tai tikrai nereiskia, kad rytoj visi perkantys duona, pirks ir televizoriy!
Todél dazniausiai sutinkama tokia asociacijos taisykliy radimo uzdavinio formuluoté.
Asociacijos taisykliy generavimo uzdavinys. Pagal turimg imts reikia rasti asociacijos
taisykles r, kuriy apimtis a(r) > apin ir tikslumas 0(r) > Opin , ¢ia apin 7 Opin  yra is
anksto pasirinktieji apimties ir tikslumo réZias.

"Paprasciausias" §io uzdavinio sprendimo budas - patikrinti visas galimas asociacijos taisyk-
les. Taciau jy skai¢ius auga eksponentiskai. Jei imtyje sutinkamy elementy yra |I| = n, tai
i$ viso galima sukonstruoti

R(n) =3"— 2" 41 (5.1)
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asociacijos taisykliy X —— Y su netusciais elementy rinkiniais X ir Y. Net labai
maZai parduotuvei, prekiaujanciai tik 20 pavadinimy prekémis, §is skai¢ius yra R(20) =
3484687250. Akivaizdu, kad reikia ieskoti efektyvesniy metody.

Pirmiausiai galime atskirti taisyklés apimties ir tikslumo skaic¢iavimus. Pastebésime, kad

taisykles X — Y apimtis priklauso tik nuo rinkinio X UY daznio. Pavyzdziui, taisyklés

yra vienodos apimties, priklausan¢ios nuo rinkinio {1,2,3} daznio. Jei 8is rinkinys imtyje
retai pasitaiko, i§ karto galime atmesti visas 6 taisykles, net neskai¢iuodami jy tikslumo.

Todél dauguma algoritmy asociacijos taisykles generuoja dviem etapais:

1. Dazny rinkiniy radimas. Randami visi elementy rinkiniai X, kuriy santykinis
daznis imtyje T  yra ne mazesnis uz pasirinkta taisyklés apimties rézj amyin, t.y. o(X) >

N - Qmin -

2. Taisykliy generavimas. I3 rastyjy dazny rinkiniy konstruojamos asociacijos tai-

syklés, kuriy tikslumas ne mazesnis uz 6,,;, . Tokias taisykles vadinsime tvirtomsis.

Daugiau skai¢iavimy paprastai reikalauja pirmasis etapas - dazny rinkiniy paieska.

5.1.3 DazZny elementy rinkiniy paieska

Jei duomeny elementy aibés I dydis yra n, tai bet kuris i§ 2" — 1 netus¢iy jos poaibiy yra
potencialus daznas rinkinys. Visy jy dazniy radimui reikéty O (N2" max; |t;|) palyginimo
operacijy. Todél labai svarbu kiek jmanoma sumazinti potencialiy dazny rinkiniy skaiciy,
neskai¢iuojant jy daznio. Gana efektyviai tai galima padaryti remiantis vadinamuoju Apri-

ori principu. Jis labai paprastas.
Apriort principas. Bet kuris dazno elementy rinkinto poaibis taip pat yra dazZnas.

Jis isplaukia i§ 5.1.1 teoremoje suformuluotos akivaizdzios daznio antimonotoniskumo sa-

vybeés.

5.1.1 teorema. Jei X CY C I, tai o(X) > o(Y).
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Tiesioginé Apriori principo iSvada, kuria ir remiasi tuo paciu vardu pavadintas algoritmas,
yra savotiska "récio" taisyklé:

jei elementy rinkinys X néra daznas, tai ir bet kuris 53 apimantis rinkinys taip pat néra
daznas.

Pirmiausiai nagriné¢jami 1 elemento rinkiniai. ISmetami visi, turintys mazus daznius, o po
to ir visi daugiau elementy turintys rinkiniai, apimantys iSmestuosius 1 elemento rinkinius.

Toliau nagrinéjami likusieji 2 elementy rinkiniai ir t.t.

Pavyzdys. Prisiminkime 5.1 lentelés duomenis. Tegul apimties rézis yra a,;, = 0,6. Tai
reiskia, kad daznais bus pripazjstami rinkiniai, sutinkami imtyje ne maziau kaip 5-0,6 = 3
kartus. Visus tokius rinkinius rasime atlike tris iteracijas, kiekvieng kartg iSmesdami "retus"

rinkinius (5.1 pav. jie nuspalvinti pilkai). Pagal Aprior: principa potencialus dazni rinkiniai

Elementas | Daznis 2 elem. rinkinys | Daznis
alus 3 {alus,duona} 2
duona 4 {alus,degtukai} 3
sultys 2 = | {alus,pienas} 2
degtukai 4 {duona,degtukai} 3
suris 1 {duona,pienas} 3
pienas 4 {degtukai,pienas} 3
4
3 elem. rinkinys Daznis

{duona,degtukai,pienas} 2

5.1 pav. Aprior: principo taikymas

yra tik tie, kuriy visi poaibiai taip pat dazni. Todél tokiy kandidaty, kuriuos reikia patikrinti

skaic¢iuojant jy daznj, lieka tik

6 4
1= 1=13.
(3)+(5) +1=v+o+1-13

To tarpu bendras rinkiniy, turin¢iy ne daugiau kaip 4 elementus, skai¢ius yra

@ +® +<§>+® — 6415+ 20+ 15 = 56.
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Vadinasi §iuo atveju Apriori algoritmas leido sumazinti kandidaty skaic¢iy daugiau kaip 4

kartus.

Dazny rinkiniy generavimo algoritmo schema nusako 5.2 paveiksle pavaizduotas pseudoko-

das.

1. k=1
2. Fy={i|liel, o({i}) > N - Gmin} - randami dazni 1 elemento rinkiniai
3. repeat
4. E=k+1
d. Cy = genApriori(Fj_;) - potencialus dazni rinkiniai i§ £ elementy
6. forVteT do
7. Cy(t) ={c| c€ Cy, ¢ Ct}-jrasui t priklausantys C} rinkiniai
8. for V c € Ci(t) do
9. o(c) =o(c) + 1 - daznio prieaugis

10. end for

11. end for

12. Fr={c|ceC, o(c) > N - amin} - dazni rinkiniai i§ k& elementy

13. until F;, =0

14. Rezultatas — UL},

5.2 pav. Apriori algoritmas dazny rinkiniy generavimui

Svarbiausia darba atlieka funkcija genApriori(Fy_q). Ji pagal turima k—1 elemento dazny
rinkiniy aibe F}_;, remiantis Aprior: principu, generuoja visus galimai daznus k elementy
rinkinius. Toliau ( 6 - 11 eilutés ) skai¢iuojami nustatyty kandidaty j daznus rinkinius
dazniai. Priklausomai nuo konkrecios realizacijos, Sie algoritmo Zingsniai gali buti jvairiai
optimizuojami. Tacdiau bet kuriuo atveju galima paminéti tokius algoritmo efektyvuma

jtakojancius faktorius.

1. Apimties rézis. Didinant apimties rézj, mazéja kandidaty j daznus rinkinius ir dazny

rinkiniy skaic¢ius. Tuo paciu greitéja ir pats algoritmas.
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2. Elementy skai¢ius (dimensija). Didesniam elementy skai¢iui reikia daugiau sa-
naudy jy dazniy skai¢iavimui. Be to, didesnés dimensijos imtyse ir dazny rinkiniy

gali buti daugiau.

3. Imties dydis. Skai¢iuojant daznius, yra tikrinami visi imties jrasai. Todél akivaizdu,

kad didinant jrasy skaiciy, laiko sagnaudos didéja.

4. Vidutinis jraso dydis. Irasams ilgéjant, algoritmas 1étéja. Tai pasireiskia dvejopai.
Visy pirma - ilgesni jrasai paprastai turi daugiau dazny rinkiniy. Antra - rinkiniy

paieska ilgesniuose jraSuose uzima daugiau laiko.

5.1.4 Asociacijos taisykliy generavimas

Aptarsime kaip generuojamos asociacijos taisyklés r, sudarytos is dazno k elementy rinkinio
Y poaibiy ir tenkinand¢ios tikslumo salyga 0(r) > 0, . Tokias taisykles galima sudaryti
skaidant Y j du nesikertan¢ius poaibius X C Y ir Y\ X :

r: X — Y\X. (5.2)
Jos apimtis ir tikslumas yra
o(Y) o(Y)
( ) - N ) (T) O'(X) .

Kadangi visi dazno rinkinio Y poaibiai taip pat yra dazni ir jy dazniai jau buvo apskaic¢iuoti
pirmajame algoritmo etape, tai tikslumas randamas nesunkiai. Be to, a(r) > ayy,. Viena
problema: tokiy rinkinio Y skaidiniy, o tuo paciu ir galimy taisykliy, labai daug. Jei
X #0ir X #Y | tai (5.2) pavidalo taisykliy galima sudaryti 2¥ — 2. Sj kandidaty j tikslias
taisykles skaiCiy padés sumazinti 5.1.2 teorema. Pasirodo kai kuriais atvejais galima i3

anksto palyginti dviejy asociacijos taisykliy tikslumus.
5.1.2 teorema. Jei A C B C C C I, tai asociacijos taisyklé
rn: A — C\A

yra ne tikslesné uzZ taisykle

ro: B — C\ B,
t.y., teisinga nelygybé 0(ry) < 6(ry) .
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Irodymas. Pagal 5.1.2 apibrézima asociacijos taisykliy ry ir ro tikslumai yra lygus

_o(Au(C\A4)) _ a(0) oy = IBU(C\B)) _a(C)
Vo)== @ 0 7(B) 7(B)

Dél daznio antimonotoniskumo o(A) > o(B). Todél 0(ry) < 0(rq).

Pastarosios teoremos teiginys palengvina tiksliy taisykliy paieska.
Apriori algoritmas paiesSka pradeda nuo taisykliy, kuriy iSvados yra 1 elemento rinkiniai.
Paliekamos tos, kuriy tikslumas ne mazesnis uz 6,,, o likusios pasalinamos. Tada pere-

inama prie taisykliy, kuriy iSvados yra 2 elementy rinkiniai ir t.t.
Pavyzdys. Tarkime Y = {abcd} yra daznas rinkinys ir

0({acdy — {0}) > Onin,  O({abd} — {c}) > Onin,
0({bed} — {a}) < Omin, O({abe} —s {d}) < Oin -

Galima sudaryti (;1) = 6 taisykles, kuriy iSvadoje bus 2 elementy rinkinys. I§ 5.1.2

teoremos iSplaukia, kad penkios i Siy taisykliy

{cd} — {ab}, {bd} — {ac}, {bc} — {ad},
{ac} — {bd}, {ab} — {cd}

néra tikslios - jy tikslumas mazesnis uz 6,,;,. Tad lieka apskaiciuoti tik taisyklés
{ad} — {bc}
tikslumga.

Apriori algoritmo antrojo etapo pseudokodas, aptartuoju budu generuojantis tvirtas aso-
ciacijos taisykles, pateikiamas 5.3 paveiksle.

Cia naudojami pirmajame etape ( Zzr. 5.2 pav. ) rastieji dazni elementy rinkiniai ir
ju dazniai. Taisyklés generuojamos iteracijomis pagal elementy skaiciy taisyklés iSvadoje.

Fiksavus dazna k elementy rinkinj f, palaipsniui randamos tikslios taisyklés, kuriy isvados
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1. Tegul F} - dazny k elementy rinkiniy aibé
2. forV feF,, k>2do
3. Hy :={{i} | i € f} - galimos i8vados i§ 1 elemento rinkiniy
4. m =0
. repeat
6. m=m+1
7. if m > 1 then
8. H,, = genTaisApriori(f, H, 1) - galimos i$vados i§ m elementy
9. end if
10. for V h e H,, do
1. 0= a(f)/o(f \ 1)
12. if 8 > 0,;, then
13. generuojama taisyklé (f\ h) — h
14. else
15. rinkinys h Salinamas i§ H,,
16. end if
17. end for
18, until (H, =0)V (m>k—1))
19. end for

5.3 pav. Apriori algoritmas asociacijos taisykliy generavimui

turi nuo 1 iki £ — 1 elemento. Kiekvieng kartg netikslios taisyklés iSvada is galimy isvady
aibés eliminuojama ( 12 -16 eil.). Pradedant m = 2, galimy m elementy iSvady aibés H,,
formavimui naudojama ankstesnéje iteracijoje sudaryta tiksliy taisykliy isvady aibé Hp, ;.
Tai atlieka funkcija genTaisApriori(f, Hy,—1) ( 8 eil. ). Ji susiaurina galimy iSvady aibe,

kai kurias i§ jy i§ anksto atmesdama, remiantis 5.1.2 teorema.
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5.1.5 Asociacijos taisykliy vertinimas

Dauguma asociacijos taisykliy generavimo metody remiasi taisyklés apimties ir tikslumo
iver¢iais. Taciau ar visada taisykles, kuriy apimtis ir tikslumas virSija nustatytus rézius,

yra geros ir atspindi objektyvius désningumus ? Panagrinékime tokj pavyzdj.

5.1.1 pavyzdys. Dideléje elektronikos parduotuveéje i§ 10000 pirkéjy 6000 pirko kompiu-
terinius zaidimus, 7500 pirko DVD filmus, o 4000 pirko ir zaidimus ir filmus. Pasirinkus
apimties ir tikslumo rézius ap;, = 0,3 ir O, = 0,6 , buvo suformuluota asociacijos
taisykle:

r1: X = {kompiuteriniai 7aidimai} — Y = {DVD filmai} (5.3)

Si taisyklé yra tvirta, nes

4000 4000
a(r) = Too00 = 3 e 0(r) = 550 ® 0 ’

Taciau 5.3 taisyklé néra logiska. I§ tikryjy, 75% pirkéjy perka DVD filmus. Bet tik 67%
kompiuteriniy zaidimy pirkéjy perka ir DVD filmus. Vadinasi prekés X buvimas krepSelyje
net sumazina Y tikimybe !

Pavyzdys rodo, kad reikalingi ir alternatyvus taisyklés kokybés matai. Apibrésime keleta i$
Ju.

Tegul asociacijos taisyklé

ri X — Y (5.4)

gauta pagal imties T = {t1,ts,...,tx} duomenis. Jos jtakos faktorius lygus

N -0
ITF(r) = ITF(X,y) = 2 00) (5.5)
a(Y)
Nesunku pastebéti, kad jtakos faktorius ITF(X,Y") i8 tikryjy yra tikimybiy santykio
P ]X)
P(Y)

ivertis. Todél ji galima interpretuoti taip:
(

= 1,jei X ir Y nepriklausomi;

ITF(X,Y) § > 1,jei tarp X ir YV yra tiesioginé koreliacija;

< 1,jei tarp X ir Y yra atvirkstiné koreliacija.
\
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Elektronikos parduotuvés pavyzdyje (5.3) taisyklés jtakos faktorius yra

10000 - 4000

ITF(r) = ~ 0,80 < 1.
(") = G000 7500 =

Tai rodo, kad tarp kompiuteriniy zaidimy ir DVD filmy pirkimy yra atvirkstiné koreliacija:
perkant viena, mazéja tikimybeé pirkti kita.

Daznai (5.4) pavidalo taisykliy vertinimui naudojami 2.3.4 skyrelyje jau nagrinéti dviejy
binariniy vektoriy panasumo koeficientai. Kai kurie i§ jy buvo pateikti 2.10 lenteléje.

Apibrézkime du, su asociacijos taisykle (5.4) susijusius, vektorius

X:<x171‘2>"'7$N)’ y:(y17y27""yN)7

kuriy 7 - tosios koordinatés yra rinkiniy X ir Y patekimo j jrasa t¢; indikatoriai. Pavyzdziui,
r;=1,jei X Ct;,ir x; =0 - prieSingu atveju.
Gera taisykle atitinkantys vektoriai x ir y yra "panaSus", t.y. jy panasumo koeficientas

turéty buti kuo didesnis. Sarysj tarp x ir y nusako dazniy lentelé

0 Koo koi | kot

1 klO k'll k1+

Pastebésime, kad
/{31+:O'(X), ]{3+1:O'(Y), k’11:O'(XUY)

Tad ir kiti dazniy lentelés koeficientai jau nesunkiai nusakomi rinkiniy X ir Y dazniais. Be
to,
_ 2 _ 2 _
X y= kll» ||XH - kl—i-? ||YH _k+1'
Todél 5.3 lenteléje pateikiami asociacijos taisyklés (5.4) jverciai, isreiksti vektoriy x ir y
dazniy lentelés elementais pagal (5.5) ir 2.10 lentelés formules.

Naudojami ir kitokie asociacijos taisykliy kokybés matai ([7], 6.7 sk.). DaZnai galutinis

taisyklés vertinimas grindziamas ir subjektyviais kriterijais, budingais tai Zmoniy veiklos
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Pavadinimas Apibrézimas
N -k
Ttakos faktorius 1
K1y kia
/ k1
Zakardo
Fip 4k — ki
k
Kosinusas _mr
VEkiki
Koreliacijos ki1koo — K1okon
kiykiikoy ko

5.3 lentelé. Asociacijos taisykliy kokybés matai

sri¢iai, kurios duomenys yra nagrinéjami. Trumpai sakant, kaip visada galutinis zZodis prik-
lauso vartotojui. Jis sprendzia, kurios taisyklés yra prasmingos ir atspindi jam aktualius,

turimuose duomenyse gludincius sarysius.

5.2 Klasteriné analizé

Taikydami klasterine analize, remiantis turimais duomenimis, nustatome objekty pana-
Suma ir suskirstome juos j klasterius. Tikslaus klasterio apibrézimo néra, taciau reikia
skirti savokas - "grupé" ir "klasteris". Klasteris - panagiy objekty grupé. Bendru atveju
pasakyti kg reiskia panasus objektai - nejmanoma. Pavyzdziui, Jonas ir Petras yra aistringi
krepSinio sirgaliai, bet priklauso skirtingoms politinéms partijoms. Ar jie panasus 7!
Klasterin¢je analizéje objekty panaSumas nusakomas skaitiniais panaSumo matais. Jy
pasirinkimas, aiSku, priklauso nuo turimy duomeny prigimties ir sprendziamo uzdavinio.
Kai kurie objekty artumo matai buvo aptarti 2.3.4 skyrelyje.

Pastebésime, kad skirstydami objektus j klasterius, dazniausiai net nezinome, kiek klasteriy
turimoje duomeny aibéje realiai egzistuoja ( ir ar isvis egzistuoja ). Uzdavinio komplikuo-

tuma iliustruoja 5.4 paveiksle pavaizduota situacija. Kaip matome, 20 plokstunos taskuy,
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(¢) Keturi klasteriai (d) Sesi klasteriai

5.4 pav. Tasky aibeés klasterizavimo budai

jvairiai skaidydami, galime suskirstyti j du, keturis ar Sesis klasterius ( priklausomybe klas-
teriams vaizduoja skirtingos tasky zZymes ).

Klasterin¢je analizéje imtis neturi klasés kintamojo, pagal kurio reikSmes buty galima
patikrinti ( "kontroliuoti" ) ar Zzinomas mokymo imties jrasas pateko j "teisingg" klasterj.
Todeél, skirtingai nuo klasifikavimo, klasterizavimo uzdaviniai priskiriami nekontroliuojamo

mokymo uzdaviniy kategorijai.

5.2.1 Klasterinés analizés metody klasifikacija

Yra daug klasteriy sudarymo metody. Jie skiriami pagal tai, kaip parenkami panaSumo
matai, atstumo tarp klasteriy nustatymo kriterijai bei kokia skirstymo j klasterius strategija.
Gana daznas yra 5.5 paveiksle parodytoje schemoje vaizduojamas skirstymas pagal galimg
klasteriy tarpusavio iSsidéstyma.

Skiriamos dvi pagrindinés klasterinés analizés metody klasés - hierarchiniai ir nehierar-
chiniai.

Hierarchiniai metodai. Jy rezultatai nusako klasteriy tarpusavio hierarchija, t.y. visi
objektai laikomi vienu dideliu klasteriu, kurj sudaro mazesni klasteriai, Siuos savo ruoztu
dar mazesni ir t.t. Kitaip sakant, gautieji klasteriai sudaro medj, kurio Saknyje yra visy
objekty klasteris, o lapuose - patys maziausi klasteriai. Pavyzdziui, 5.4 paveiksle pavaiz-

duoti plokstumos tasky klasteriai sudaro medj ( zr. 5.6 pav. ).

160



[ Klasterinés analizés metodai ]

Hierarchiniai Nehierarchiniai

VRN

[ Jungimo ] [ Skaidymo ]

5.5 pav. Klasterizavimo metody klasifikacija

5.6 pav. Klasteriy medis

Cia kiekvienas klasteris (medzio virsuné) vaizduojamas jj sudaranc¢iy tasky zyme ir tasky
skai¢iumi.

Priklausomai nuo to kaip "auginamas" klasteriy medis, hierarchiniai metodai skirstomi j
jungimo ir skaidymo metodus. Jungimo metodai konstruoja medj nuo lapy, t.y. smulkius
klasterius jungia vis j stambesnius, kol galy gale licka vienas. Skaidymo metodai "augina"

medj nuo Saknies - vienintelj klaster] nuosekliai skaido j dalis.

Nehierarchiniai metodai. Taikydami hierarchinius metodus, nustatome bendra visy

klasteriy tarpusavio priklausomybiy struktura ir tik po to sprendziame, koks klasteriy
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skaic¢ius tinkamas. Nehierarchiniai metodai tiesiog skaido turima duomeny aibe | K nesi-
kertan¢iy poaibiy ( klasteriy ) taip, kad artimi objektai patekty j vieng poaibj. Pavyzdziui,
bet kuris i§ 5.4 (a) - (d) paveiksly vaizduoja nehierarchinés klasterizacijos rezultata, kai
K = 1,2,4,6 atitinkamai. Tokie metodai paprastai taikomi tada, kai i§ anksto zinomas

(pasirenkamas) klasteriy skai¢ius K.

Detaliau panagrinésime viena hierarchiniy metody klase - jungimo metodus bei vieng daz-

niausiai naudojamy nehierarchiniy metody - K-vidurkiy metoda.

5.2.2 Jungimo metodai

Tegul X = {x1,X2,...,Xx} - duomeny (objekty) aibé, d;; = d(x;,x;) - atstumas tarp
objekty x; ir x; . Visi atstumai sudaro N x N simetrine atstumy matricg (d;;)Nxn -

Hierarchiniai jungimo metodai, pradedant pavieniais objektais, nuosekliai jungia du ar-
timiausius klasterius, kol lieka tik vienas klasteris. Tokio algoritmo schema pavaizduota

5.7 paveiksle.

Turime N klasteriy po 1 objekta
Apskaic¢inojame atstumy matrica (d;;)vxn
repeat
Nustatome du artimiausius klasterius U ir V
U ir V sujungiami j viena klasterj U UV

Transformuojama atstumy matrica

A

until Lieka tik vienas klasteris

5.7 pav. Jungimo metodo algoritmas

Atstumy matrica transformuojama ( 6 eiluté) taip:

1) isbraukiame eilutes ir stulpelius, atitinkanc¢ius klasterius U ir V,

2) pridedame eilute ir stulpelj su atstumais tarp U UV ir likusiyjy klasteriy.

Esminé algoritmo operacija - atstumo tarp dviejy klasteriy skai¢iavimas ( 4 ir 6 eilutés).

Priklausomai nuo algoritmo modifikacijos, sutinkami jvairus Sio atstumo apibrézimai. Daz-
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niausiai naudojami atstumai d(U, V') tarp klasteriy U C X ir V' C X pateikti 5.4 lenteléje.

Klasterio centro savoka priklauso nuo objekty atstumo apibrézimo. Pastebésime, kad x;; ne

Atstumas d(U, V) formulé

Artimiausio kaimyno | d(U,V) = min d(x,x’)
xelU,x'eV

Tolimiausio kaimyno | d(U,V) = max d(x,x’)
xelU,x'eV

Vidutinis d(U,V) = = Z > d(x,x)
’ ‘ xEU x'eV

Centry d(U, V) =d(xy,xv),

Xy, Xy - klasteriy U ir V' centrai

5.4 lentelé. Klasteriy U ir V artumo matai

visada yra klasterio U objektas. Pavyzdziui, kai X C RP , o atstumas d(x;, X;) = [|x; —x;||

- Fuklido metrika, centru dazniausiai laikomas "vidutinis" klasterio U objektas

Xy = Zx \U| — klasterio U objekty skai¢ius. (5.6)

xeU

1]

Siuo atveju, be 5.4 lenteléje iSvardintyjy, gali buti skai¢iuojamas ir vadinamasis Ward’o

atstumas
Ul - V]
U+ [V|

Jam budinga tai, kad sujungus du artimiausius klasterius, visada yra minimizuojama ob-

dw (U, V) =

Ixv — xv |

jekty atstumy nuo jy klasteriy centry kvadraty suma. Taciau tai nereiskia, kad pastara-
sis atstumas - pats geriausias. Neturint iSankstinés informacijos apie tiriamus duomenis,
sudetinga pasakyti kuris metodas geriausias. Patartina objekty klasterizavimui taikyti ne
viena, o kelis metodus su skirtingais klasteriy artumo matais. Pla¢iau apie vieno ar kito
metodo pasirinkimo kriterijus galima paskaityti, pavyzdziui, [7] knygos 8.3 sk. ir [1| knygos
IT d. 8.4 sk.
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5.2.3 K - vidurkiy metodas

Vienas i§ hierarchiniy klasterinés analizés metody trukumy - skai¢iavimams naudojamos
atstumy matricos dydzio priklausomybé nuo objekty skaiciaus N. Net ir atsizvelgus |
tai, kad ji simetriné ir pagrindingje jstrizainéje turi nulius, tenka skaiciuoti (N* — N)/2 jos
elementus. Todél didesnés objekty aibés daznai klasterizuojamos nehierarchiniais metodais.
Vienas i$ tokiy ir yra K-vidurkiy metodas. Jis placiai taikomas ir kartu gana paprastas.

Trumpas klasterizacijos algoritmo pseudokodas pateikiamas 5.8 paveiksle. Konkreti algo-

1. Pasirekame K pradiniy klasteriy centry

2. repeat

3. Objektai suskirstomi j K klasteriy, kiekvieng objekta
priskiriant artimiausiam centrui

4. Perskaiciuojami klasteriy centrai

until Klasteriy centrai nebekinta

5.8 pav. K-vidurkiy metodo algoritmas

ritmo realizacija priklauso nuo turimy duomeny tipo ir naudojamo objekty atstumo mato.
Kaip jau buvo minéta, nuo to priklauso ir klasterio centro savoka.

Aptarsime algoritmo varianta, kai klasterizuojami objektai yra Euklido erdvés vektoriai,
ty. X CRP | d(xi,%X;) = ||x; — x| , o klasterio U C X centras xy yra U priklausanciy
vektoriy vidurkis, apibréziamas (5.6) formule. Toks centro pasirinkimas turi matematinj
pagrinda.

Tegul objekty aibé X skaidoma j K nesikertanciy klasteriy

Naturalu manyti, kad esant gerai klasterizacijai, objektai turi buti kuo arciau klasteriy

centry. Vadinasi tikslo funkcija, kuriag reikia minimizuoti, parenkant klasteriy centrus, yra

K
SSE = Z Z |x — x¢,

i=1 xeC;

2
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Nesunku jrodyti, kad SSE jgyja maziausia reikSme, kai x¢, yra lygus klasterio C; vektoriy
vidurkiui, apskai¢iuotam pagal (5.6) formule.

Vienas i§ K-vidurkiy metodo trukumy - klasteriy skaiciy reikia nustatyti iS anksto. Tuo
paciu tarsi primetama tam tikra duomeny struktura, nebutinai sutampanti su objektyviai
egzistuojanc¢ia. Su tuo susijusi ir pradiniy K centry parinkimo problema (1 algoritmo
eiluté). Pavyzdziui, butina atsizvelgti j galimas i8skirtis duomeny aibéje, stengtis kad
pradiniai centrai nepriklausyty vienam klasteriui. Naudojamos jvairios pradiniy centry
parinkimo strategijos: nuo atsitiktinio parinkimo iki preliminarios hierarchinés klasterizaci-

jos i K klasteriy ( zr. [7], 8.2 sk. ).
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